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Предисловие

Когда	в 1913	году	компания	Генри	Форда	построила	свой	первый	сборочный	
конвейер	для	производства	своей	легендарной	Model	T,	время,	необходимое	
для	сборки	каждой	машины,	сократилось	с 12	до	3	часов.	Затраты	на	произ-
водство	резко	снизились,	что	позволило	Model	T стать	первым	доступным	ав-
томобилем	в истории.	Это	также	сделало	возможным	массовое	производство:	
вскоре	Model	T стала	королевой	автомобильных	дорог.

Поскольку	производственный	процесс	теперь	представлял	собой	четкую	по-
следовательность	четко	определенных	шагов	(он	же	конвейер),	стало	возмож-
но	автоматизировать	некоторые	из	этих	шагов,	сэкономив	еще	больше	време-
ни	и денег.	Сегодня	производство	автомобилей	невозможно	без	автоматики.

Но	дело	не только	во	времени	и деньгах.	При	выполнении	многих	повторяю-
щихся	задач	машина	будет	производить	гораздо	более	стабильный	результат,	
чем	люди,	в результате	чего	конечный	продукт	станет	более	предсказуемым,	
последовательным	 и  надежным.	 Наконец,	 избавляя	 людей	 от	 тяжелого	 фи-
зического	труда,	автоматика	позволяет	значительно	повысить	безопасность.	
Многие	рабочие	от	монотонной	физической	работы	перешли	к работе,	требую-
щей	более	высокого	уровня	квалификации	(хотя,	честно	говоря,	многие	просто	
потеряли	работу).

Если	 посмотреть	 на	 автоматизацию	 с  другой	 стороны,	 установка	 автома-
тизированной	сборочной	линии	может	занять	много	времени	и стать	дорого-
стоящим	проектом.	Кроме	того,	сборочный	конвейер –	не идеальное	решение,	
если	вы	хотите	производить	небольшие	партии	или	продукцию	по	индивиду-
альному	заказу.	Форд	сказал:	«Цвет	автомобиля	может	быть	любым,	при	усло-
вии	что	он	будет	черным».

История	 автомобилестроения	 повторилась	 в  индустрии	 программного	
обес	печения	за	последние	пару	десятилетий:	каждая	значительная	часть	про-
граммного	обеспечения	в настоящее	время	создается,	тестируется	и разверты-
вается	с использованием	таких	инструментов	автоматизации,	как	Jenkins	или	
Travis.	Однако	метафоры	Model	T уже	недостаточно.	Программное	обеспече-
ние	не просто	развертывается	и работает	как	есть;	его	необходимо	регулярно	
контролировать,	поддерживать	и обновлять.	Программные	конвейеры	теперь	
больше	похожи	на	динамические	циклы,	чем	на	статические	производствен-
ные	линии.	Крайне	важно	иметь	возможность	быстро	обновлять	программное	
обеспечение	(или	сам	конвейер),	не нарушая	его	целостности.	А программное	
обеспечение	 гораздо	 более	 вариативно,	 чем	 когда-либо	 была	Model	 T:	 про-
граммное	обеспечение	можно	раскрасить	в любой	цвет	(попробуйте,	напри-
мер,	подсчитать	количество	существующих	вариантов	для	MS	Office).

К	сожалению,	«классические»	инструменты	автоматизации	не подходят	для	
создания	полноценного	конвейера	машинного	обучения.	Действительно,	мо-
дель	машинного	обучения	не является	обычным	программным	обеспечением.



Во-первых,	большая	часть	его	поведения	определяется	данными,	на	кото-
рых	 он	 обучается.	 Следовательно,	 сами	 обучающие	данные	должны	рассма-
триваться	 как	 код	 (и,	 соответственно,	 иметь	 версии).	 Это	довольно	 сложная	
проб	лема,	потому	что	новые	данные	появляются	каждый	день	(часто	в боль-
ших	количествах),	изменяются	и дрейфуют	с течением	времени,	часто	вклю-
чают	 персональные	 данные;	 также	 новые	 данные	 должны	 быть	 размечены,	
прежде	чем	вы	сможете	передать	их	в работу,	которую	выполняют	алгоритмы	
машинного	обучения.

Во-вторых,	поведение	модели	нередко	бывает	довольно	непрозрачным:	она	
может	пройти	все	тесты	для	одних	данных,	но	полностью	потерпеть	неудачу	
для	других.	Таким	образом,	вы	должны	убедиться,	что	ваши	тесты	охватывают	
все	области	данных,	на	которых	ваша	модель	будет	использоваться	в произ-
водстве.	В частности,	вы	должны	убедиться,	что	она	не проявляет	дискримина-
цию	в отношении	какой-либо	группы	ваших	пользователей.

По	 этим	 (и другим)	причинам	 специалисты	по	обработке	данных	и инже-
неры-программисты	сначала	начали	создавать	и обучать	модели	машинного	
обуче	ния	вручную,	так	сказать,	«в	своем	гараже»,	и многие	из	них	до	сих	пор	это	
делают.	Но за	последние	несколько	лет	были	разработаны	новые	инструменты	
автоматизации,	которые	решают	задачи	конвейеров	машинного	обучения,	та-
кие	как	TensorFlow	Extended	(TFX)	и Kubeflow.	Все	больше	и больше	организаций	
начинают	использовать	эти	инструменты	для	создания	конвейеров	машинного	
обучения,	которые	автоматизируют	большую	часть	(или	все)	этапов	построения	
и обучения	моделей	машинного	обучения.	Преимущества	этой	автоматизации	
в основном	те	же,	что	и для	автомобильной	промышленности:	экономия	вре-
мени	и денег;	возможность	создавать	более	качественные,	надежные	и безопас-
ные	модели	и тратить	больше	времени	на	выполнение	более	полезных	задач,	
чем	на	копирование	данных	или	изучение	кривых	обучения.	Однако	построить	
конвейер	машинного	обучения	непросто.	Так	с чего	же	начать?

Начать	с этой	книги!
В	этой	книге	Ханнес	и Кэтрин	дают	четкое	и понятное	руководство	по	ав-

томатизации	 конвейеров	 машинного	 обучения.	 Как	 твердому	 стороннику	
практического	подхода,	особенно	для	такой	технической	темы,	мне	особенно	
понравилось	то,	как	эта	книга	шаг	за	шагом	проведет	вас	через	конкретный	
пример	проекта	от	начала	до	конца.	Благодаря	множеству	примеров	кода	и яс-
ным,	лаконичным	объяснениям	 вы	 сможете	 создать	 свой	 собственный	 кон-
вейер	машинного	обучения	и запустить	его	в кратчайшие	сроки,	а также	все	
концептуальные	инструменты,	необходимые	для	адаптации	этих	конвейеров	
машинного	обучения	к вашим	собственным	вариантам	использования.	Я на-
стоятельно	рекомендую	вам	взять	свой	ноутбук	и попробовать	что-то	во	время	
чтения:	так	вы	научитесь	намного	быстрее.

Я	впервые	встретился	с Ханнесом	и Кэтрин	в октябре	2019	года	на	конфе-
ренции	TensorFlow	World	в Санта-Кларе,	Калифорния,	где	я делал	доклад	о соз-
дании	конвейеров	машинного	обучения	с использованием	TFX.	Они	работали	
над	этой	книгой	по	той	же	теме,	и у	нас	был	один	редактор,	так	что,	естественно,	
нам	было	о чем	поговорить.	Некоторые	слушатели	задавали	технические	во-
просы	о TensorFlow	Serving	(который	является	частью	TFX),	и у	Ханнеса	и Кэт-
рин	были	все	ответы,	которые	я искал.	Ханнес	даже	любезно	принял	мое	при-
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глашение	выступить	с докладом	о расширенных	функциях	TensorFlow	Serving	
в конце	моего	курса	в очень	короткие	сроки.	Его	выступление	было	сокровищ-
ницей	идей	и полезных	советов,	которые	вы	найдете	в этой	книге,	а также	во	
многих,	многих	других.

Пришло	время	приступить	к созданию	профессиональных	конвейеров	ма-
шинного	обучения!

–	Орелиен Жерон,
бывший	руководитель	группы	классификации	видео	YouTube,	 

автор	книги	«Практическое	машинное	обучение 
с	использованием	Scikit-Learn,	Keras	и TensorFlow»	(O’Reilly)	

Окленд, Новая Зеландия, 18 июня 2020 г.
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Введение

Все	говорят	о машинном	обучении.	Из академической	дисциплины	оно	пре-
вратилось	в одну	из	самых	удивительных	технологий.	Машинное	обучение	ис-
пользуется	везде –	от	обработки	видеопотока,	регистрируемого	в автомобилях	
с автоматическим	управлением,	до	персонализации	назначений	лекарств.	Оно	
становится	важным	элементом	в каждой	отрасли.	В то	время	как	моделям	ар-
хитектуры	и концепциям	уделялось	большое	внимание,	машинное	обучение	
еще	не  прошло	 стадию	 стандартизации	процессов,	 появлявшихся	 в  отрасли	
программного	обеспечения	в последнее	десятилетие.	В этой	книге	мы	хоте-
ли	 бы	 показать	 вам,	 как	 создать	 стандартизированную	 систему	 машинного	
обуче	ния,	которая	была	бы	автоматизированной	и воспроизводимой.

За	 последние	 несколько	 лет	 разработки	 в  области	 машинного	 обучения	
достигли	 впечатляющих	 результатов.	 Благодаря	 широкой	 доступности	 гра-
фических	 процессоров	 (Graphical	 Processing	 Units,	 GPU)	 и  разработке	 новых	
концепций	глубокого	обучения,	таких	как	Transformers	(например,	BERT)	или	
Generative	Adversarial	Networks	(например,	DCGAN),	количество	проектов	в об-
ласти	 искусственного	 интеллекта,	 или	 ИИ	 (Artificial	 Intelligence,	 AI),	 резко	
возросло.	Количество	стартапов	в  сфере	ИИ	огромно.	Корпорации	применя-
ют	новейшие	технологии	машинного	обучения	для	решения	всех	видов	биз-
нес-задач.	В этом	стремлении	к наиболее	эффективному	решению	для	задач	
машинного	 обучения	 мы	 наблюдали	 несколько	 вещей,	 которым	 уделялось	
меньше	 внимания.	Мы  увидели,	 что	 специалистам	 в  области	ИИ –	 ученым,	
специализирующимся	в  области	машинного	обучения	и искусственного	ин-
теллекта,	и инженерам	по	машинному	обучению –	не хватает	хороших	источ-
ников	информации	для	создания	концепций	и инструментов	для	ускорения,	
повторного	 использования,	 управления	 и  развертывания	 своих	 разработок.	
Необходима	стандартизация	конвейеров	машинного	обучения.

Конвейеры	машинного	обучения –	это	процессы	для	ускорения,	повторного	
использования,	управления	и развертывания	моделей	машинного	обучения.	
Примерно	десять	лет	назад	разработка	программного	обеспечения	претерпела	
такие	же	изменения	благодаря	внедрению	непрерывной	интеграции	(Continu-
ous	 Integration,	 CI)	 и  непрерывного	 развертывания	 (Continuous	 Deployment,	
CD).	 Когда-то	 это	 был	 длительный	 процесс	 тестирования	 и  развертывания	
веб-приложения.	В наши	дни	эти	процессы	были	значительно	упрощены	с по-
мощью	нескольких	инструментов	и концепций.	Ранее	для	развертывания	веб-
приложений	требовалось	сотрудничество	между	инженером	DevOps	и разра-
ботчиком	программного	 обеспечения.	 Сегодня	 приложение	можно	 надежно	
протестировать	и развернуть	за	считанные	минуты.	Специалисты	по	обработ-
ке	данных	и инженеры	машинного	обучения	могут	заимствовать	концепции	
рабочих	процессов	из	программной	инженерии.



Исходя	из	нашего	личного	опыта,	большинство	проектов	в области	науки	
о данных,	нацеленных	на	внедрение	моделей	в производство,	не могут	по-
зволить	себе	роскошь	создавать	большие	команды,	что	затрудняет	построе-
ние	всего	конвейера	собственными	силами	с нуля.	Это	может	означать,	что	
проекты	машинного	обучения	превращаются	в одиночные	попытки	построе-
ния	 моделей,	 и  их	 результативность	 ухудшается	 со	 временем;	 специалист	
тратит	большую	часть	своего	времени	на	исправление	ошибок,	когда	меня-
ются	данные,	лежащие	в основе	решения,	или	модель	не находит	широкого	
применения.	Автоматизированный	конвейер,	позволяющий	построить	вос-
производимый	сквозной	рабочий	процесс,	уменьшает	усилия,	необходимые	
для	развертывания	модели.	Конвейер	машинного	обучения	должен	включать	
процессы,	которые:	

	� эффективно	отслеживают	изменение	версий	исходных	данных	и запус-
кают	новое	обучение	моделей;

	� эффективно	выполняют	предварительную	обработку	данных	для	обуче-
ния	и проверки	модели;

	� следят	за	версиями	контрольных	точек	модели	во	время	обучения;
	� отслеживают	ваши	эксперименты	по	обучению	моделей;
	� анализируют	и проверяют	обученные	и настроенные	модели;
	� выполняют	развертывание	проверенных	моделей;
	� масштабируют	развернутую	модель;
	� собирают	новые	данные	для	обучения	и регистрируют	показатели	точ-
ности	модели,	используя	петли	обратной	связи.

В	этом	списке	пропущен	один	важный	момент:	обучение	и настройка	моде-
ли.	Мы предполагаем,	что	вы	уже	обладаете	достаточными	знаниями	и опы-
том	для	выполнения	этого	шага.	Если	же	вы	только	начинаете	погружаться	
в тему	машинного	или	глубокого	обучения,	следующие	книги,	опубликован-
ные	O'Reilly,	станут	отличной	отправной	точкой	для	знакомства	с машинным	
обучением:

	� Fundamentals	of	Deep	Learning:	Designing	Next-Generation	Machine	Intel-
ligence	Algorithms	1st	Edition	by	Nikhil	Buduma,	Nicholas	Locascio	(Нихил 
Будума,	Николас Локасио.	Основы	глубокого	обучения:	разработка	алго-
ритмов	искусственного	интеллекта	следующего	поколения.	1-е	изд.);

	� Hands-On	Machine	 Learning	with	 Scikit-Learn,	Keras	&	TensorFlow:	Con-
cepts,	Tools,	and	Techniques	to	Build	Intelligent	Systems	2nd	Edition	by	Au-
rélien	Géron	 (Аурелиен Жерон.	 Практическое	машинное	 обучение	 с  ис-
пользованием	Scikit-Learn,	Keras	и TensorFlow:	концепции,	инструменты	
и методы	для	построения	интеллектуальных	систем.	2-е	изд.).

Для кОгО преДназначена эта книга
Основная	 аудитория	 этой	 книги –	 ученые,	 специализирующиеся	 в  области	
машинного	 обучения	и искусственного	интеллекта	и  инженеры	по	машин-
ному	обучению,	которые	хотят	выйти	за	рамки	обучения	единичной	модели	
машинного	обучения	и успешно	реализовать	свои	проекты	в области	науки	
о данных.	 	Вы должны	быть	знакомы	с основными	концепциями	машинно-
го	обучения	и хотя	бы	с одним	из	фреймворков,	используемых	в машинном	
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обуче	нии	(например,	PyTorch,	TensorFlow,	Keras).	Примеры	в этой	книге	осно-
ваны	на	TensorFlow	и Keras,	но	основные	концепции	могут	быть	применены	
к любой	среде.

Также	эта	книга	может	быть	полезна	менеджерам	проектов	в области	науки	
о данных,	разработчикам	программного	обеспечения	или	инженерам	DevOps,	
которые	хотят,	чтобы	их	организация	ускорила	свои	проекты,	использующие	
технологии	машинного	 обучения	 и  искусственного	 интеллекта.	 Если	 вы	 за-
интересованы	в лучшем	понимании	жизненного	цикла	разработки	систем	на	
основе	автоматизированного	машинного	обучения	и хотите	понять,	как	это	
может	принести	пользу	вашей	организации,	то	в следующих	главах	будет	пред-
ставлен	набор	инструментов	для	достижения	данной	цели.

пОчему мы иСпОльзуем TensorFlow  
и TensorFlow exTended
В	 этой	 книге	 во	 всех	 наших	 примерах	 конвейера	 будут	 использоваться	 ин-
струменты	из	экосистемы	TensorFlow,	в частности	TensorFlow	Extended	(TFX).	
Мы выбрали	этот	фреймворк	по	ряду	причин:

	� экосистема	 TensorFlow	 является	 наиболее	 доступной	 для	 машинного	
обуче	ния	на	момент	написания	статьи.	Она	включает	в себя	несколько	
полезных	проектов	и библиотек	поддержки,	таких	как	TensorFlow	Privacy	
и TensorFlow	Probability;

	� она	популярна	и широко	используется	как	в малых,	так	и на	крупных	
производственных	 предприятиях,	 и  существует	 активное	 сообщество	
заинтересованных	пользователей;

	� поддерживаемые	варианты	использования	простираются	от	академиче-
ских	исследований	до	машинного	обучения	в производственной	среде.	
TFX	тесно	интегрирован	с базовой	платформой	TensorFlow	для	исполь-
зования	в производственных	процессах;

	� и	TensorFlow,	и TFX	являются	инструментами	с открытым	исходным	ко-
дом,	и нет	никаких	ограничений	на	их	использование.

Однако	все	принципы,	которые	мы	описываем	в этой	книге,	применимы	и к	
другим	инструментам	и фреймворкам.

ОбзОр глав
В	следующих	главах	мы	представим	конкретные	шаги	для	построения	конвейе-
ров	машинного	обучения	и продемонстрируем,	как	они	работают,	на	примере	
демонстрационного	проекта.

Глава 1 «Введение».	В этой	главе	представлен	обзор	конвейеров	машинного	
обучения,	обсуждается,	когда	их	следует	использовать,	и описываются	все	эта-
пы,	входящие	в состав	конвейера.	Также	мы	представляем	здесь	пример	про-
екта,	который	будем	использовать	на	протяжении	всей	книги.

Глава 2 «Введение в TensorFlow Extended»	знакомит	читателей	с экосистемой	
TFX,	объясняет,	как	задачи	взаимодействуют	друг	с другом,	и описывает	внут-
реннюю	 работу	 компонентов	 TFX.	Мы также	 рассмотрим	ML	MetadataStore,	
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покажем,	как	он	используется	в контексте	TFX,	и как	Apache	Beam	запускает	
компоненты	TFX	без	вмешательства	пользователя.

Глава 3 «Загрузка данных»	 посвящена	 процессу	 систематической	 загрузки	
данных	в наши	конвейеры,	а также	в ней	обсуждается	концепция	управления	
версиями	данных.

Глава 4 «Проверка данных»	объясняет,	каким	образом	организовать	эффек-
тивную	проверку	данных,	поступающих	в ваш	конвейер,	с помощью	инстру-
мента	TensorFlow	Data	Validation.	Система	предупредит	вас,	если	новые	данные	
существенно	изменятся	по	сравнению	с предыдущими	данными,	что	может	
повлиять	на	точность	вашей	модели.

Глава 5 «Предварительная обработка данных»	посвящена	подготовке	данных	
(конструированию	 признаков)	 с  использованием	 TensorFlow	 Transform	 для	
преобразования	необработанных	данных	в признаки,	подходящие	для	обуче-
ния	модели.

Глава 6 «Обучение модели»	объясняет,	как	обучать	модели	в рамках	задачи	
машинного	обучения.	В этой	главе	мы	также	объясним	концепцию	настройки	
модели.

Глава 7 «Анализ и проверка модели»	содержит	полезные	метрики	для	понима-
ния,	как	работает	ваша	модель	в производственной	среде.	В число	этих	метрик	
входят	и те,	которые	могут	позволить	вам	выявить	ошибки	в предсказаниях	мо-
дели.	В разделе	«Анализ	и проверка	модели	в TFX»	объясняется,	как	управлять	
версиями	вашей	модели	при	улучшении	одного	из	показателей	в новой	версии.	
Модель	в конвейере	может	быть	автоматически	обновлена	до	новой	версии.

Глава 8 «Развертывание моделей с  помощью TensorFlow Serving»	 посвяще-
на	тому,	 как	 эффективно	 развернуть	модель	машинного	 обучения.	Начиная	
с простой	реализации	Flask	мы	подчеркиваем	ограничения	в использовании	
таких	пользовательских	моделей	в приложениях.	Мы расскажем	о TensorFlow	
Serving	и о	том,	как	настроить	ваши	исполнительные	экземпляры.	Мы также	
обсуждаем	его	пакетный	режим	работы	и демонстрируем	настройку	клиентов	
для	запроса	результатов	прогнозирования	на	основе	модели.

Глава 9 «Расширенные варианты развертывания моделей с помощью TensorFlow 
Serving»	показывает,	как	оптимизировать	ваши	варианты	развертывания	мо-
дели	и как	их	контролировать.	Мы обсуждаем	стратегии	оптимизации	ваших	
моделей	 TensorFlow	 для	 повышения	 производительности.	 Мы  также	 проде-
монстрируем	базовый	сценарий	настройки	развертывания	с использованием	
Kubernetes.

Глава 10 «Расширенные концепции TensorFlow Extended»	представляет	концеп-
цию	специальных	компонентов	для	ваших	конвейеров	машинного	обучения,	
так	что	вы	не ограничены	стандартными	компонентами	в TFX.	Если	вы	хотите	
добавить	дополнительные	этапы	загрузки	данных	или	преобразовать	экспор-
тированные	модели	в TensorFlow	Lite	(TFLite),	мы	проведем	вас	через	все	эта-
пы	создания	таких	компонентов.

Глава 11 «Конвейеры, часть 1: Apache Beam и Apache Airflow»	собирает	воеди-
но	 все,	 что	 обсуждалось	 в предыдущих	 главах.	Мы обсудим,	 как	превратить	
ваши	компоненты	в конвейеры	и как	их	настроить	для	выбранной	платформы	
оркест	ровки.	Мы также	проведем	вас	от	начала	до	конца,	через	все	шаги	кон-
вейера,	работающего	на	Apache	Beam	и Apache	Airflow.
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Глава 12 «Конвейеры, часть 2: Конвейеры Kubeflow Pipelines»	 является	 про-
должением	предыдущей	главы.	В ней	рассматривается	построение	конвейера	
с использованием	Kubeflow	и платформы	искусственного	интеллекта	Google.	

Глава 13 «Петли обратной связи»	посвящена	тому,	как	превратить	ваш	мо-
дельный	конвейер	в цикл,	позволяющий	вносить	улучшения	на	основе	отзы-
вов	пользователей	конечного	продукта.	Мы обсудим,	какие	типы	данных	не-
обходимо	собирать,	чтобы	улучшить	модель	в будущих	версиях,	и как	передать	
эти	данные	обратно	в конвейер.

Глава 14: «Приватность данных, используемых для машинного обучения»	пред-
ставляет	концепцию	быстро	меняющейся	области	машинного	обучения	с со-
хранением	приватности	данных.	В ней	обсуждается	три	важных	элемента	этой	
концепции:	дифференцированная	приватность,	федеративное	обучение	и за-
шифрованное	машинное	обучение.

Глава 15 «Будущее конвейеров машинного обучения и следующие шаги»	содержит	
обзор	технологий,	которые	повлияют	на	будущие	конвейеры	машинного	обуче-
ния	и на	то,	как	мы	будем	смотреть	на	машинное	обучение	в ближайшие	годы.

Приложение A  «Введение в  инфраструктуру машинного обучения»	 содержит	
краткое	введение	в Docker	и Kubernetes.

Приложение B «Настройка кластера Kubernetes в Google Cloud»	содержит	до-
полнительные	материалы	по	настройке	Kubernetes	в Google	Cloud.

Приложение C «Советы по работе с конвейерами Kubeflow»	содержит	несколь-
ко	полезных	советов	по	работе	с настройками	конвейеров	Kubeflow,	включая	
обзор	интерфейса	командной	строки	TFX.

уСлОвные ОбОзначения, иСпОльзуемые в этОй книге
В	этой	книге	используются	следующие	условные	обозначения.

Курсив
Обозначает	 новые	 термины,	 URL-адреса,	 адреса	 электронной	 почты,	 имена	
файлов	и расширения	файлов.

Моноширинный шрифт

Используется	 для	 оформления	 листингов	 программ,	 а  также	 в  тексте	 для	
обозначения	 фрагментов	 программы,	 таких	 как	 имена	 переменных	 или	
функций,	базы	данных,	типы	данных,	переменные	среды,	операторы	и клю-
чевые	слова.

Жирный моноширинный шрифт

Показывает	команды	или	другой	текст,	 который	пользователь	должен	наби-
рать	точь-в-точь	так,	как	показано	в книге.

Моноширинный шрифт, выделенный курсивом

Показывает	текст,	который	следует	заменить	пользовательскими	значениями	
или	значениями,	определяемыми	контекстом.
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Данный	элемент	означает	совет	или	предложение.

  

	Данный	элемент	обозначает	общее	примечание.

	

Так	обозначаются	предупреждения	и предостережения.

иСпОльзОвание примерОв кОДа
Дополнительные	материалы	(примеры	кода	и т.	п.)	доступны	для	загрузки	по	
ссылке	https://oreil.ly/bmlp-git.

Если	у вас	есть	технический	вопрос	или	проблема	с использованием	при-
меров	кода,	отправьте	электронное	письмо	на	адрес	bookquestions@oreilly.com 
и buildingmlpipelines@gmail.com.

Эта	книга	предназначена	для	того,	чтобы	помочь	вам	в работе	над	проекта-
ми.	Вы можете	использовать	приведенные	в этой	книге	примеры	кода	в своих	
программах	и документации.	Вам	не нужно	связываться	с нами	для	получе-
ния	разрешения	на	использование	этих	примеров,	если	вы	используете	незна-
чительную	часть	кода.	Например,	для	написания	программы,	использующей	
несколько	фрагментов	кода	из	этой	книги,	не требуется	разрешения.	Однако	
для	 коммерческого	 использования	 или	 распространения	 примеров	 из	 книг	
O’Reilly	потребуется	разрешение.	Для	ответа	на	вопрос	с использованием	ци-
тат	из	этой	книги	и примеров	кода	разрешение	не требуется.	Но для	включения	
значительного	количества	примеров	кода	из	этой	книги	в документацию	к ва-
шему	программному	продукту	потребуется	разрешение.

Мы	 ценим,	 но	 не  требуем	 указания	 авторства.	 Обычно	 при	 цитировании	
указывается	название,	автор,	издатель	и ISBN,	например:	«Создание	конвейе-
ров	машинного	обучения»,	Ханнес	Хапке	и Кэтрин	Нельсон	(O’Reilly).	©	2020	
Ханнес	Хапке	и Кэтрин	Нельсон,	978-1-492-05319-4».

Если	вы	считаете,	что	ваше	использование	примеров	кода	выходит	за	рамки	
условий	добросовестного	использования	или	разрешений,	приведенных	выше,	
обращайтесь	к нам	по	адресу	электронной	почты	permissions@oreilly.com.

Онлайн-Обучение o’reilly
На	 протяжении	 более	 40	 лет	 O’Reilly	 Media	 разрабатывает	 технологические	
и бизнес-тренинги,	продвигая	знания	и развивая	идеи,	чтобы	помочь	компа-
ниям	добиться	успеха.
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Наша	 уникальная	 сеть	 экспертов	 и  новаторов	 делится	 своими	 знаниями	
и опытом	через	книги,	статьи	и нашу	платформу	онлайн-обучения.	Платформа	
онлайн-обучения	O’Reilly	предоставляет	по	запросу	доступ	к курсам	обучения	
в режиме	реального	времени,	схемам	углубленного	обучения,	интерактивным	
средам	программирования	и обширной	коллекции	текстов	и видео	от	O’Reilly	
и  более	 200	других	издателей.	Для	получения	дополнительной	информации	
перейдите	по	ссылке	http://oreilly.com.

как С нами СвязатьСя
Оба	автора	этой	книги	хотели	бы	поблагодарить	вас	за	уделенное	ей	внима-
ние.	Если	вы	хотите	связаться	с ними,	вы	можете	сделать	это	через	их	веб-сайт	 
www.buildingmlpipelines.com	 или	 по	 электронной	 почте	 buildingmlpipelines@
gmail.com.	Авторы	желают	вам	всяческих	успехов	в создании	собственных	кон-
вейеров	машинного	обучения.

Комментарии	и вопросы,	касающиеся	этой	книги,	просьба	направлять	из-
дателю:

O’Reilly	Media,	Inc.
1005	Gravenstein	Highway	Северный	Севастополь,	CA	95472
800-998-9938	(в США	или	Канаде)	707-829-0515	(международный	или	местный)
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Новости	 и  информацию	 о  наших	 книгах	 и  курсах	 можно	 найти	 на	 сайте	
http://oreilly.com.	

Наша	страница	в Facebook:	http://facebook.com/oreilly.
Мы	в Twitter:	http://twitter.com/oreillymedia.
Наш	канал	YouTube:	http://www.youtube.com/oreillymedia.
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Глава 1
Введение

В	 первой	 главе	 этой	 книги	 мы	 познакомимся	 с  конвейерами	 машинного	
обуче	ния	 и  рассмотрим	 все	 этапы	 их	 создания.	 Мы  объясним,	 что	 должно	
произойти,	чтобы	превратить	вашу	модель	машинного	обучения	из	экспери-
ментальной	 в  надежную	производственную	 систему.	Мы также	представим	
наш	пример	проекта,	который	будем	использовать	в оставшейся	части	книги,	
чтобы	продемонстрировать	описанные	нами	принципы.	

пОчему и гДе иСпОльзуютСя кОнвейеры 
машиннОгО Обучения
Ключевое	преимущество	конвейеров	машинного	обучения	заключается	в ав-
томатизации	этапов	жизненного	цикла	модели.	Когда	становятся	доступными	
новые	обучающие	данные,	должен	быть	 запущен	рабочий	процесс,	 который	
включает	 проверку	 данных,	 предварительную	 обработку,	 обучение	 модели,	
анализ	и развертывание.	Мы наблюдали,	как	слишком	много	рабочих	групп,	
занятых	анализом	данных,	вручную	выполняют	эти	шаги.	Это	обходится	очень	
дорого	и часто	является	источником	ошибок.	Давайте	подробно	рассмотрим	
некоторые	из	преимуществ	конвейеров	машинного	обучения.	

Возможность сосредоточиться на новых моделях, а не на поддержке существую-
щих моделей

Автоматизированные	 конвейеры	 машинного	 обучения	 освободят	 специа-
листов	по	обработке	данных	от	необходимости	поддерживать	существующие	
модели.	Мы видели,	как	множество	специалистов	по	данным	тратят	человеко-
дни	на	обновление	ранее	разработанных	моделей.	Они	вручную	запускают	
сценарии	для	предварительной	обработки	своих	обучающих	данных,	они	пи-
шут	одноразовые	сценарии	развертывания	или	вручную	настраивают	свои	
модели.	Автоматизированные	конвейеры	позволяют	специалистам	по	обра-
ботке	данных	разрабатывать	новые	модели –	ведь	это	гораздо	более	интерес-
но.	В конечном	итоге	это	будет	способствовать	повышению	удовлетворенно-
сти	работой	и удержанию	персонала	на	конкурентном	рынке	труда.

Предотвращение ошибок
Автоматизированные	конвейеры	машинного	обучения	могут	предотвра-
тить	ошибки.	Как	мы	увидим	в следующих	главах,	вновь	созданные	модели	



будут	привязаны	к набору	версионированных	данных,	а шаги	предвари-
тельной	обработки	будут	привязаны	к разработанной	модели.	Это	означа-
ет,	что	при	сборе	новых	данных	будет	сгенерирована	новая	модель.	При	
изменении	шагов	предварительной	обработки	обучающие	данные	станут	
недействительными,	и будет	сгенерирована	новая	модель.	В рабочих	про-
цессах	ручного	машинного	обучения	обычным	источником	ошибок	явля-
ется	изменение	этапа	предварительной	обработки	после	обучения	модели.	
В этом	случае	мы	бы	развернули	модель	с инструкциями	обработки,	отлич-
ными	от	тех,	при	помощи	которых	мы	обучали	модель.	Подобные	ошибки	
может	быть	действительно	сложно	отладить,	модель	все	еще	выдает	резуль-
тат,	но	этот	результат	просто	неверен.	Такие	ошибки	можно	предотвратить	
с помощью	автоматизированных	рабочих	процессов.

Полезная документация
Средства	отслеживания	эксперимента	и управления	версиями	модели	ге-
нерируют	протоколы,	в которых	хранится	история	изменений	модели.	От-
слеживание	 эксперимента	 включает	 в  себя	отслеживание	изменений	 ги-
перпараметров	модели,	используемых	наборов	данных	и результирующих	
метрик	модели	(таких	как,	например,	потери	или	точность).	Инструменты	
управления	версиями	модели	будут	помогать	отслеживать,	какая	модель	
была	 в  конечном	итоге	 выбрана	и  развернута.	 Такая	документация	 осо-
бенно	полезна,	если	команде	специалистов	в области	машинного	обучения	
и искусственного	интеллекта	необходимо	повторно	создать	модель	или	от-
следить	качество	модели.

Стандартизация
Стандартизированные	конвейеры	машинного	обучения	улучшают	работу	
команды	специалистов	в области	машинного	обучения	и искусственного	
интеллекта.	 Благодаря	 стандартизированным	настройкам	инженеры,	 за-
нимающиеся	обработкой	данных,	могут	быстро	подключаться	к работе	или	
переходить	из	одной	группы	в другую	и работать	с одной	и той	же	средой	
разработки.	Это	повышает	их	эффективность	и сокращает	время,	затрачи-
ваемое	на	вход	в новый	проект.	Время,	затраченное	на	настройку	конвейе-
ров	машинного	обучения,	также	может	способствовать	повышению	коэф-
фициента	удержания	персонала.

Бизнес-модель для конвейеров машинного обучения
Внедрение	конвейеров	машинного	обучения	позволит	командам,	занима-
ющимся	разработкой	в области	машинного	обучения,	достичь	следующих	
результатов:	

	� уменьшение	времени	разработки	новых	моделей;
	� упрощение	процессов	обновления	существующих	моделей;
	� уменьшение	затрат	времени	на	воспроизведение	моделей.

Все	 эти	 аспекты	 ведут	 к  уменьшению	 стоимости	 проектов,	 реализуе-
мых	в области	машинного	обучения	и искусственного	интеллекта.	Более	
того,	 конвейеры	машинного	обучения	обладают	 следующими	преиму-
ществами:
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	� помогают	 обнаружить	 потенциальные	 смещения	 в  наборах	 данных	
или	в обученных	моделях.	Обнаружение	таких	смещений	может	пре-
дотвратить	нанесение	ущерба	людям,	которые	используют	результаты	
построения	модели.	Например,	система	автоматического	просмотра	
резюме	на	базе	машинного	обучения,	созданная	Amazon,	как	оказа-
лось,	 проявляла	 «предвзятость»	 в  отношении	 женщин	 в  результате	
смещения1;
	� протоколы,	 полученные	 в  результате	 отслеживания	 эксперимента	
и управления	версиями	модели,	пригодятся,	если	возникнут	вопросы,	
касающиеся	соответствия	Генеральному	регламенту	о защите	персо-
нальных	данных	(General	Data	Protection	Regulation,	GDPR);
	� автоматизация	обновлений	модели	высвободит	время	специалистов	
в области	машинного	обучения	и искусственного	интеллекта	и повы-
сит	их	удовлетворенность	работой.

кОгДа СлеДует пОДумать О кОнвейерах машиннОгО 
Обучения?
Конвейеры	машинного	обучения	предоставляют	множество	преимуществ,	но	
не каждый	проект	в области	обработки	данных,	машинного	обучения	или	ис-
кусственного	интеллекта	нуждается	в автоматизации	процессов	при	помощи	
конвейера.	Иногда	ученые,	работающие	с данными,	просто	хотят	поэкспери-
ментировать	с новой	моделью,	испытать	новую	архитектуру	модели	или	вос-
произвести	недавно	опубликованный	результат.	Для	подобных	 случаев	кон-
вейеры	не принесут	никакой	пользы.	Однако	как	только	у модели	появляются	
пользователи,	например	она	становится	частью	пользовательского	приложе-
ния,	вам	потребуется	постоянно	обновлять	модель	и выполнять	ее	тонкую	на-
стройку.	В этих	ситуациях	мы	возвращаемся	к сценариям,	которые	обсужда-
ли	ранее,	когда	говорили	о непрерывном	обновлении	моделей	и уменьшении	
бремени	этих	задач,	которое	ложится	на	специалистов-исследователей	в об-
ласти	машинного	обучения	и искусственного	интеллекта.

Роль	 конвейеров	 возрастает	 по	мере	 роста	 проекта	машинного	 обучения.	
Если	требования	к набору	данных	или	ресурсам	велики,	 обсуждаемые	нами	
подходы	позволяют	легко	масштабировать	инфраструктуру.	Если	важна	повто-
ряемость,	это	обеспечивается	за	счет	автоматизации	и ведения	контрольного	
журнала	конвейеров	машинного	обучения.

ОбзОр этапОв кОнвейера машиннОгО Обучения
Работа	конвейера	машинного	обучения	начинается	со	сбора	новых	данных	для	
обучения	и  заканчивается	получением	определенной	обратной	связи	о том,	
как	работает	ваша	недавно	обученная	модель.	В качестве	вариантов	такой	об-
ратной	связи	может	рассматриваться	метрика	достоверности	модели	или	же	
отзывы	пользователей	вашего	продукта.		Конвейер	включает	в себя	множество	
этапов,	включая	предварительную	обработку	данных,	обучение	и анализ	мо-

1	Статья	Reuters	от	9	октября	2018	г.
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дели,	а также	ее	развертывание.	Вы можете	себе	представить,	что	выполнение	
этих	шагов	вручную	чрезвычайно	обременительно,	и вероятность	допустить	
ошибку	при	таком	сценарии	очень	велика.	В этой	книге	мы	представим	ин-
струменты	и решения	для	автоматизации	жизненного	цикла	вашей	модели.

Как	вы	можете	видеть	на	рис. 1.1,	жизненный	цикл	модели	фактически	яв-
ляется	циклическим	процессом.	Данные	могут	собираться	непрерывно,	и по-
этому	модели	машинного	обучения	могут	обновляться.	Большее	количество	
данных	обычно	означает	улучшение	модели.	И из-за	этого	постоянного	прито-
ка	данных	именно	автоматизация	является	ключевым	фактором.	В реальных	
приложениях	вы	часто	хотите	повторно	обучать	свои	модели.	Если	это	ручной	
процесс,	когда	необходимо	вручную	проверить	новые	данные	обучения	или	
проанализировать	обновленные	модели,	у специалиста	в области	машинного	
обучения	или	работающего	с данными	инженера	просто	не останется	времени	
для	разработки	новых	моделей	для	новых	бизнес-задач.

Загрузка/
версионирование 

данных

Проверка 
данных

Предваритель-
ная обработка 

данных

Обучение 
модели

Настройка 
модели

Обратная связь 
для модели

Развертывание 
модели

Проверка 
модели

Анализ 
модели

Рис. 1.1.	Жизненный цикл модели

Жизненный	цикл	модели	обычно	включает	в себя	следующие	этапы.

Этап загрузки данных и управление версиями данных
Загрузка	 данных –	 это	 начальный	 этап	 каждого	 жизненного	 цикла	 модели.	 
На этом	этапе	работы	конвейера	мы	обрабатываем	данные,	приводя	их	к фор-
мату,	который	могут	воспринимать	и обрабатывать	следующие	этапы.	На эта-
пе	загрузки	данных	не выполняется	никакое	конструирование	признаков	(это	
происходит	после	этапа	проверки	данных).	 	Это	также	хороший	момент	для	
создания	новой	версии	поступающих	данных,	чтобы	связать	снимок	данных 
с обученной	моделью	в конце	рабочего	процесса	конвейера.

Проверка данных
Перед	обучением	новой	версии	модели	нам	нужно	проверить	новые	данные.	
При	проверке	данных	(о которой	рассказывается	в главе	4)	мы	фокусируемся	
на	проверке	статистических	характеристик	новых	данных	(таких	как	диапазон,	
количество	категорий	и распределение	категорий),	убеждаясь,	что	эти	харак-
теристики	соответствуют	ожиданиям,	и предупреждаем	специалиста,	работа-
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ющего	с данными,	в случае	если	обнаружены	какие-либо	аномалии.	Например,	
если	вы	обучаете	модель	бинарной	классификации,	ваши	данные,	использу-
емые	для	обучения,	могут	содержать	50 %	выборок	класса	X и	50 %	выборок	
класса	 Y.	Инструменты	проверки	данных	 выдают	 предупреждения	 в  случае,	
если	пропорция	в распределении	выборок	между	этими	классами	изменяется,	
например	когда	вновь	собранные	данные	распределяются	между	двумя	класса-
ми	в соотношении	70/30.	Если	модель	обучается	на	таком	несбалансированном	
обучающем	наборе	и разработчик	не скорректировал	функцию	потерь	модели 
или	избыточно/недостаточно	представленную	в выборке	категорию	X или	Y,	
прогнозы	модели	могут	быть	смещены	в сторону	преобладающей	категории.	

Стандартные	инструменты	проверки	данных	также	позволят	 вам	 сравни-
вать	различные	наборы	данных.	Если	 у  вас	 есть	набор	данных	 с преоблада-
ющей	меткой	и вы	разбили	исходные	данные	на	обучающий	и контрольный 
наборы,	вы	должны	убедиться,	что	распределение	меток	между	двумя	этими	
наборами	данных	примерно	одинаково.	Инструменты	проверки	данных	по-
зволят	вам	сравнить	наборы	данных	и выделить	отклонения.	

Если	 при	 проверке	 обнаруживается	 что-то	 необычное,	 жизненный	 цикл	
может	 быть	 остановлен	 на	 данном	 этапе,	 и  разработчик	 может	 получить	
предупреж	дение	о такой	ситуации.	Если	обнаружено	смещение	выборки	дан-
ных,	 ученый	 или	 инженер,	 специализирующийся	 на	 машинном	 обучении,	
может	либо	изменить	критерии	отбора	отдельных	выборок	меток	(например,	
выбрать	только	такое	же	количество	выборок	меток),	либо	изменить	функцию	
потерь	модели,	запустить	новый	цикл	конвейера	для	построения	модели	и пе-
резапустить	жизненный	цикл	модели.	

Предварительная обработка данных
Вряд	ли	вы	сможете	использовать	недавно	собранные	данные	без	обработки	
и напрямую	обучать	на	них	свою	модель	машинного	обучения.	Почти	во	всех	
случаях	вам	необходимо	предварительно	обработать	данные,	чтобы	использо-
вать	их	для	обучения.	Метки	часто	необходимо	преобразовать	в унитарные	или	
многофакторные	векторы1.	То же	самое	относится	к входным	данным	модели.	
Если	вы	обучаете	модель	на	текстовых	данных,	вам	нужно	преобразовать	тек-
стовые	символы	в индексы	или	текстовые	маркеры	в векторы	слов.	Поскольку	
предварительная	обработка	требуется	только	перед	обучением	модели,	 а не	
для	каждого	цикла	обучения,	имеет	смысл	выполнять	предварительную	обра-
ботку	как	отдельный	этап	жизненного	цикла,	перед	обучением	модели.

Для	 обработки	 данных	 существует	 множество	 различных	 инструментов.	
Список	 возможных	 вариантов	 решений	 поистине	 бесконечен –	 от	 простого	
сценария	Python	до	 сложных	 графовых	моделей.	Хотя	 большинство	 специа-
листов	по	работе	с данными	предпочитают	использовать	функции	обработки	
данных,	встроенные	в любимые	инструменты,	также	важно,	чтобы	изменения	
этапов	 предварительной	 обработки	 можно	 было	 связать	 с  обработанными	

1	 В	задачах	классификации	с обучением,	использующих	несколько	классов	в качест-
ве	 выходных	 данных,	 часто	 необходимо	 преобразовать	 категорию	 в  вектор,	 на-
пример	в унитарный	вектор	(0,1,0),	или	из	списка	категорий	в вектор,	например	
в многофакторный	вектор	(1,1,0).
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данными,	и наоборот.	Это	означает,	что	если	кто-то	изменяет	этап	обработки	
(например,	вводит	дополнительную	метку	в преобразование	унитарного	век-
тора),	предыдущие	обучающие	данные	должны	стать	недействительными,	что,	
в свою	очередь,	приведет	к перезапуску	рабочего	цикла	конвейера	машинного	
обучения.	Об этом	этапе	конвейера	рассказывается	в главе	5.

Обучение и настройка модели
Этап	обучения	модели	(см.	главу	6)	является	основным	этапом	в работе	конвейе-
ра	машинного	обучения.		На этом	этапе	мы	обучаем	модель	принимать	входные	
данные	и прогнозировать	выходные	данные	с наименьшей	возможной	ошиб-
кой.	Для	больших	моделей,	и в	особенности	для	больших	обучающих	выборок,	
этот	этап	может	быстро	стать	малоуправляемым.	Поскольку	память,	как	прави-
ло,	является	конечным	ресурсом	при	выполнении	вычислений,	при	обучении	
модели	решающую	роль	играет	эффективное	распределение	ресурсов.

В	последнее	время	большое	внимание	уделяется	настройке	модели,	посколь-
ку	 она	может	 привести	 к  значительному	 улучшению	 качества	 и  обеспечить	
конкурентное	преимущество.	В зависимости	от	того,	как	устроен	ваш	проект	
машинного	обучения,	вы	можете	настроить	свою	модель,	прежде	чем	начнете	
думать	о конвейерах	машинного	обучения,	или	же	вы	можете	настроить	ее	как	
часть	 своего	конвейера.	Поскольку	наши	конвейеры	масштабируемы,	благо-
даря	их	базовой	архитектуре	мы	можем	запускать	большое	количество	моде-
лей	параллельно	или	последовательно.	Это	позволяет	выбрать	оптимальные	
гиперпараметры	модели	для	нашей	результирующей	промышленной	модели.

Анализ модели
Как	правило,	мы	будем	использовать	такие	параметры,	как	точность	или	поте-
ри,	для	определения	оптимального	набора	параметров	модели.	Но как	только	
мы	определились	с окончательной	версией	модели,	крайне	полезно	провести	
более	глубокий	анализ	качества	этой	модели.	Для	этого	может	потребоваться	
вычислить	другие	показатели,	такие	как	точность,	полнота	отклика	и площадь	
под	кривой	(Area	Under	Curve,	AUC),	или	же	вычисление	точности	модели	на	
наборе	данных	большего	размера,	нежели	контрольный	набор,	используемый	
при	обучении.	

Еще	 одна	 причина	 для	 углубленного	 анализа	 модели	 заключается	 в  про-
верке	правильности	прогнозов	модели.	Невозможно	сказать,	как	модель	будет	
работать	для	разных	групп	пользователей,	если	набор	данных	не будет	разде-
лен	на	части,	и точность	модели	не будет	рассчитываться	для	каждого	такого	
поднабора.	Мы также	можем	исследовать	зависимость	модели	от	признаков,	
используемых	в обучении,	и исследовать,	как	изменится	предсказание	модели,	
если	мы	изменим	признаки	в одном	из	обучающих	наборов.	

Подобно	этапу	настройки	модели	и окончательному	выбору	наиболее	эф-
фективной	 модели,	 на	 этом	 этапе	 рабочего	 процесса	 для	 модели	 требуется	
проверка	специалиста	по	машинному	обучению	и искусственному	интеллекту.	
Тем	не менее	мы	покажем,	как	может	быть	автоматизирован	весь	процесс	ана-
лиза,	чтобы	участие	человека	требовалось	лишь	на	заключительном	этапе.	Ав-
томатизация	будет	поддерживать	анализ	моделей	в согласованном	состоянии,	
пригодном	для	сравнения	с другими	процедурами	и результатами	анализа.	
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Управление версиями модели
Цель	этапа	управления	версиями	и проверки	модели	состоит	в том,	чтобы	от-
слеживать,	какая	модель,	какой	набор	гиперпараметров	и какие	наборы	дан-
ных	были	выбраны	в качестве	следующей	версии	модели.	

В	основанном	на	семантическом	подходе	управлении	версиями	в разра-
ботке	ПО	требуется	увеличивать	основной	номер	версии,	когда	вы	вносите	
несовместимое	изменение	в свой	API	или	добавляете	новые	функциональ-
ные	возможности,	внося	существенные	изменения.	В противном	случае	вы	
бы	увеличили	дополнительный	номер	версии.	Управление	выпуском	моде-
ли	имеет	еще	одну	степень	свободы:	набор	данных.	Существуют	ситуации,	
когда	вы	можете	достичь	значительно	отличающихся	характеристик	моде-
ли,	не меняя	определенный	параметр	модели	или	описание	архитектуры,	но	
предоставляя	значительно	больше	данных	для	процесса	обучения.	Так	что	
же,	заметное	повышение	качества	модели –	повод	для	увеличения	номера	
основной	версии?

Хотя	ответ	на	этот	вопрос	может	быть	разным	для	разных	команд,	рабо-
тающих	над	проектами	в области	обработки	данных	и машинного	обучения,	
важно	документировать	все	входные	данные	для	новой	версии	модели	 (ги-
перпараметры,	наборы	данных,	архитектуру)	и отслеживать	их	как	часть	этого	
этапа	релиза.

Развертывание модели
После	того	как	вы	обучили,	настроили	и проанализировали	свою	модель,	она	
готова	к дальнейшему	использованию.	К сожалению,	слишком	много	моделей	
развернуто	как	уникальные	варианты	реализации,	и это	делает	процесс	обнов-
ления	моделей	уязвимым	местом.	

Современные	 серверы	 моделей	 позволяют	 развертывать	 модели	 без	 раз-
работки	кода	 веб-приложений.	Часто	 они	предоставляют	 вам	несколько	ин-
терфейсов	API,	таких	как	протоколы	передачи	представительного	состояния	
(Representational	State	Transfer,	REST)	или	удаленного	вызова	процедур	(Remote	
Procedure	Call,	RPC),	и позволяют	одновременно	размещать	несколько	версий	
одной	и той	же	модели.	Имея	в своем	распоряжении	несколько	версий	одно-
временно,	вы	сможете	выполнить	A/B-тестирование	на	ваших	моделях	и полу-
чить	ценную	информацию	об	улучшениях	вашей	модели.	

Серверы	моделей	также	позволяют	обновлять	версию	модели	без	повторно-
го	развертывания	приложения,	что	сокращает	время	простоя	вашего	прило-
жения	и уменьшает	необходимость	в коммуникациях	между	разработчиками	
приложений	и группами	специалистов	машинного	обучения.	Вопросы	развер-
тывания	модели	подробно	обсуждаются	в главах	8	и 9	этой	книги.

Петли обратной связи
О	последнем	этапе	жизненного	цикла	машинного	обучения	часто	забывают,	но	
он	имеет	решающее	значение	для	успеха	проектов	в области	науки	о данных.	
Нам	нужно	замкнуть	цикл	и измерить	эффективность	и точность	недавно	раз-
вернутой	модели.
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На	этом	этапе	мы	можем	собирать	ценную	информацию	о качестве	модели.	
В некоторых	 случаях	мы	можем	 собрать	новые	обучающие	данные	для	 уве-
личения	наших	наборов	данных,	чтобы	обновить	нашу	модель.	В петлях	об-
ратной	связи	может	участвовать	человек,	либо	этот	этап	может	выполняться	
автоматически.	Про	петли	обратной	связи	подробно	рассказывается	в главе	13.

За	исключением	двух	шагов	ручного	просмотра,	мы	можем	автоматизиро-
вать	весь	жизненный	цикл.	Специалисты	по	машинному	обучению	и искус-
ственному	интеллекту	должны	иметь	возможность	сосредоточиться	на	разра-
ботке	новых	моделей,	а не	на	обновлении	и поддержке	существующих	моделей.

Приватность данных
На	момент	написания	этой	книги	вопросы	приватности	данных	выходят	за	рам-
ки	 стандартного	жизненного	 цикла	модели.	Мы ожидаем,	 что	 это	 изменится	
в будущем,	поскольку	возрастает	озабоченность	пользователей	в связи	с исполь-
зованием	их	данных	и вводятся	новые	законы,	ограничивающие	использование	
персональных	данных.	Это	приведет	к интеграции	методов	сохранения	приват-
ности	для	машинного	обучения	в инструменты	для	построения	конвейеров.

В	главе	14	этой	книги	обсуждается	несколько	текущих	вариантов	повыше-
ния	приватности	в моделях	машинного	обучения:

	� дифференцированная	приватность,	которая	математически	гарантиру-
ет,	что	предсказания	модели	не раскрывают	данные	пользователей;

	� федеративное	обучение,	когда	первичные	данные	не покидают	пользо-
вательское	устройство;

	� зашифрованное	 машинное	 обучение,	 когда	 либо	 весь	 процесс	 обуче-
ния	может	выполняться	в зашифрованном	пространстве,	либо	модель,	
обучен	ная	на	первичных	данных,	может	быть	зашифрована.

ОркеСтрОвка кОнвейера
Все	компоненты	конвейера	машинного	обучения,	описанные	в предыдущем	
разделе,	должны	быть	выполнены	или,	как	мы	говорим,	оркестрованы,	чтобы	
порядок	их	выполнения	был	строго	определен	и не	нарушался.	Входные	дан-
ные	для	каждого	компонента	должны	вычисляться	до	того,	как	этот	компонент	
будет	выполнен.	Эти	шаги	выполняются	при	помощи	таких	инструментов,	как	
Apache	Beam,	Apache	Airflow	 (эти	инструменты	обсуждаются	в  главе	11)	или	
Kubeflow	Pipelines	для	инфраструктуры	Kubernetes	(обсуждается	в главе	12).

В	то	время	как	инструменты	конвейера	данных	координируют	этапы	кон-
вейера	 машинного	 обучения,	 хранилища	 артефактов	 конвейера,	 такие	 как	
TensorFlow	ML	MetadataStore,	сохраняют	выходные	данные	отдельных	процес-
сов.	В главе	2	мы	представим	обзор	MetadataStore	TFX	и заглянем	за	кулисы	
TFX	и его	компонентов	конвейера.

Для чего нужна оркестровка конвейера
В	2015	году	группа	инженеров	машинного	обучения	в Google	пришла	к вы-
воду,	что	одна	из	причин,	по	которой	проекты	машинного	обучения	терпят	
неудачу,	заключается	в том,	что	большинство	проектов	используют	пользова-
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тельский	код	для	интеграции	между	отдельными	этапами	конвейера	машин-
ного	обучения1.	Однако	этот	нестандартный	код	нелегко	перенести	из	одного	
проекта	в другой.	Исследователи	обобщили	свои	выводы	в статье	«Скрытый	
технический	долг	в системах	машинного	обучения»2.	В этой	статье	авторы	ут-
верждают,	что	связующий	код	между	этапами	конвейера	часто	бывает	уязвим	
и что,	за	редкими	исключениями,	пользовательские	сценарии	не масштаби-
руются.	Со временем	были	разработаны	такие	инструменты,	как	Apache	Beam,	
Apache	Airflow	или	Kubeflow	Pipelines.	Эти	инструменты	можно	использовать	
для	управления	задачами	конвейера	машинного	обучения;	они	обеспечивают	
стандартизированную	оркестровку	и абстракцию	связующего	кода.

Хотя	на	первый	взгляд	изучение	нового	инструмента	(такого	как	Apache	Beam	
или	Airflow),	новой	интегрированной	среды	(например,	Kubeflow)	и настройка	
дополнительной	инфраструктуры	машинного	обучения	(например,	Kubernetes)	
могут	показаться	слишком	сложными,	эти	вложения	времени	окупятся	очень	
быстро.	Не применяя	стандартизированные	конвейеры	машинного	обучения,	
команды,	 использующие	 технологии	 машинного	 обучения	 и  искусственного	
интеллекта,	неизбежно	столкнутся	с такими	препятствиями,	как	уникальные	
настройки	проекта,	произвольное	расположение	файлов	журнала,	уникальные	
шаги	отладки	и т.	д.	Список	сложностей,	с которыми	потенциально	можно	столк-
нуться	при	такой	организации	проектов,	может	быть	поистине	бесконечным.

Направленные ациклические графы
Инструменты	 конвейеризации,	 такие	 как	 Apache	 Beam,	 Apache	 Airflow	
и Kubeflow,	управляют	потоком	задач,	используя	представление	зависимостей	
задач	в виде	графов.

Пример	графа,	приведенный	на	рис. 1.2,	иллюстрирует	наличие	направлен-
ности	шагов	конвейера.	Работа	конвейера	начинается	с задачи	A и	заканчи-
вается	задачей	E.	Это	означает,	что	путь	выполнения	четко	определен	зави-
симостями	 задач.	Направленные	 графы	помогают	избежать	 ситуаций,	 когда	
некоторые	задачи	запускаются	в то	время,	когда	еще	не все	зависимые	от	них	
задачи	определены.	Поскольку	мы	знаем,	что	нам	необходимо	предварительно	
обработать	наши	обучающие	данные	перед	обучением	модели,	представление	
конвейера	в виде	направленного	графа	не позволяет	выполнить	задачу	обуче-
ния	до	завершения	шага	предварительной	обработки	данных.

Графы	рабочего	процесса	конвейера	также	должны	быть	ациклическими,	то	
есть	в графе	должны	отсутствовать	связи	задач	с ранее	выполненными	зада-
чами.	Если	бы	это	 условие	не  выполнялось,	 это	означало	бы	 существование	
бесконечных	циклов	работы	конвейера	и,	следовательно,	невозможности	за-
вершить	рабочий	процесс.

1		 Google	 запустил	 внутренний	 проект	 под	 названием	 Sibyl	 в  2007	 году	для	 управ-
ления	 внутренним	 промышленным	 конвейером	 машинного	 обучения.	 Однако	
в 2015 году	эта	тема	привлекла	более	широкое	внимание,	когда	коллективом	авто-
ров	была	опубликована	статья	«Скрытый	технический	долг	в системах	машинно-
го	обучения»	(D.	Sculley	et	al.	«Hidden	Technical	Debt	in	Machine	Learning	Systems»,	
https://papers.nips.cc/paper/2015/file/86df7dcfd896fcaf2674f757a2463eba-Paper.pdf).

2	 D.	Sculley	et	al.,	«Hidden	Technical	Debt	in	Machine	Learning	Systems»,	Google,	Inc.	(2015).
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Задача A

Задача B

Задача D

Задача E

Задача C

Рис. 1.2.	Пример направленного ациклического графа

Из-за	этих	двух	условий	графы	рабочего	процесса	конвейера	являются	направ-
ленными	ациклическими	графами	(Directed	Acyclic	Graphs,	DAGs).	Далее	вы	сможе-
те	убедиться,	что	DAG –		это	основная	концепция	большинства	инструментов	ра-
бочего	процесса.	Исполнение	графов	более	подробно	обсуждается	в главах	11	и 12.

наш ДемОнСтрациОнный прОект машиннОгО Обучения
Чтобы	пояснить	содержимое	глав	этой	книги	на	практических	примерах,	мы	созда-
ли	демонстрационный	проект	с использованием	открытых	данных	и ПО	с откры-
тым	исходным	кодом.	Используемый	набор	данных	представляет	собой	жалобы	
потребителей	на	финансовые	продукты	в США	и содержит	комбинацию	структу-
рированных	данных	(категориальных/числовых	данных)	и неструктурированных	
данных	(текста).	Источником	данных	является	Бюро	по	защите	прав	потребителей.

На	рис. 1.3	показан	фрагмент	из	этого	набора	данных.

Рис. 1.3.	Образец данных
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Задача	машинного	обучения	заключается	в том,	чтобы,	основываясь	на	дан-
ных	о жалобе,	предсказать,	будет	ли	жалоба	оспорена	потребителем.	В этом	на-
боре	данных	оспаривается	30 %	жалоб,	поэтому	набор	данных	не сбалансирован.

Структура проекта
Наш	демонстрационный	проект	размещен	в репозитории	GitHub,	и вы	можете	
копировать	его	обычным	способом,	используя	следующую	команду:

$ git clone https://github.com/Building-ML-Pipelines/
            \ building-machine-learning-pipelines.git

Версии пакета Python
Для	создания	нашего	демонстрационного	проекта	мы	использовали	
Python 3.6–3.8.	Мы использовали	версии	TensorFlow	2.2.0	и TFX 0.22.0.	
Мы сделаем	все	возможное,	чтобы	обновить	репозиторий	GitHub,	за-
грузив	в него	последующие	версии,	однако	мы	не можем	гаранти-
ровать,	что	проект	будет	работать	с другими	языками	или	версиями	
пакетов.

Структура	нашего	демонстрационного	проекта:
	� каталог	chapters,	который	содержит	блокноты	для	отдельных	примеров	
из	глав	3,	4,	7	и 14;

	� каталог	components,	который	содержит	код	для	общих	компонентов,	та-
ких	как	определение	модели;

	� завершенный	интерактивный	конвейер;
	� пример	эксперимента	машинного	обучения,	который	является	отправ-
ной	точкой	для	конвейера;

	� законченные	примеры	конвейеров,	оркестрованные	с помощью	Apache	
Beam,	Apache	Airflow	и Kubeflow	Pipelines;

	� каталог	utility,	который	содержит	сценарий	для	загрузки	данных.
В	 следующих	 главах	мы	проведем	вас	через	шаги,	необходимые	для	того,	

чтобы	 превратить	 пример	 эксперимента	 с  машинным	 обучением	 (в  нашем	
случае	это	блокнот	Jupyter	Notebook	со	структурой	модели	Keras)	в закончен-
ный	конвейер	непрерывного	машинного	обучения.

Наша модель машинного обучения
Ядром	нашего	демонстрационного	проекта	глубокого	обучения	является	мо-
дель,	 созданная	 функцией	 get_model	 в  сценарии	 components/module.py	 нашего	
демонстрационного	проекта.	Модель	предсказывает,	оспорит	ли	потребитель	
жалобу,	используя	следующие	признаки:

	� финансовый	продукт;
	� подпродукт;
	� ответ	компании	на	жалобу;
	� проблему,	на	которую	пожаловался	потребитель;
	� штат	США;
	� почтовый	индекс;
	� текст	жалобы	(описание).
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Для	создания	конвейера	машинного	обучения	мы	предполагаем,	что	проект	
архитектуры	модели	завершен,	и мы	не будем	изменять	модель.	Мы обсудим	
архитектуру	модели	более	подробно	в  главе	6;	однако	для	этой	книги	архи-
тектура	модели –	второстепенный	вопрос.	Здесь	рассказывается	о том,	что	вы	
можете	делать	с уже	имеющейся	у вас	моделью.

Цель демонстрационного проекта
В	ходе	этой	книги	мы	продемонстрируем	необходимые	структуры,	компонен-
ты	и  элементы	инфраструктуры	для	 непрерывного	 обучения	 нашей	модели	
машинного	обучения.	Мы будем	использовать	стек,	приведенный	на	схемати-
ческой	иллюстрации	архитектуры	на	рис. 1.4.
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Рис. 1.4.	Архитектура конвейера машинного обучения для нашего демонстрационного проекта

Мы	попытались	реализовать	общую	задачу	машинного	обучения,	которую	
можно	легко	заменить	вашей	конкретной	задачей	машинного	обучения.	Струк-
тура	и базовая	настройка	конвейера	машинного	обучения	остаются	прежними	
и могут	быть	перенесены	на	ваш	вариант	использования.	Для	каждого	компо-
нента	потребуется	 выполнить	некоторые	настройки	 (например,	 указать,	 от-
куда	брать	данные),	но,	как	мы	увидим,	объем	этих	настроек	будет	ограничен.

резюме
В	 этой	 главе	 мы	 представили	 концепцию	 конвейеров	 машинного	 обучения	
и показали	отдельные	этапы	рабочего	процесса	конвейера.	Мы также	проде-
монстрировали	преимущества	автоматизации	этого	процесса.	Кроме	того,	мы	
подготовили	стартовую	площадку	для	следующих	глав,	приведя	краткое	опи-
сание	содержания	каждой	главы,	и представили	наш	демонстрационный	про-
ект.	В следующей	главе	мы	приступим	к построению	нашего	конвейера!
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Глава 2
Введение  

в TensorFlow Extended

В	предыдущей	главе	мы	обсудили	концепцию	конвейеров	машинного	обуче-
ния	и то,	из	каких	компонентов	состоит	конвейер.	В этой	главе	мы	познако-
мимся	с TensorFlow	Extended	(TFX).	Библиотека	TFX	предоставляет	все	компо-
ненты,	которые	нам	понадобятся	для	наших	конвейеров	машинного	обучения.	
Мы определяем	задачи	конвейера	с помощью	TFX,	и затем	их	можно	выпол-
нять	 с  помощью	оркестровщика	 конвейера,	такого	 как	Airflow	или	Kubeflow	
Pipelines.	На рис. 2.1	представлен	обзор	этапов	конвейера	и показано,	как	раз-
ные	инструменты	сочетаются	друг	с другом.
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Рис. 2.1.	TFX как часть конвейеров машинного обучения

В	этой	главе	мы	подробно	рассмотрим	установку	TFX,	объясняя	основные	
концепции	и терминологию,	которые	подготовят	вас	к прочтению	следующих	
глав,	в которых	мы	подробно	рассмотрим	отдельные	компоненты,	составля-
ющие	наши	конвейеры.	Здесь	также	представляем	Apache	Beam.	Beam –	это	
инструмент	 с  открытым	 исходным	 кодом	 для	 определения	 и  выполнения	
заданий	по	обработке	данных.	У него	 есть	два	 способа	применения	в  кон-
вейерах	TFX:	во-первых,	он	работает	«за	кадром»	многих	компонентов	TFX,	
выполняя	такие	этапы	обработки,	как	проверка	данных	или	предварительная	
обработка	данных.	Во-вторых,	его	можно	использовать	в качестве	оркестров-
щика	конвейера,	как	мы	обсуждали	в главе	1.	Мы представляем	Beam	здесь,	
потому	что	он	поможет	вам	понять,	как	устроены	компоненты	TFX.	Это	важ-
но	понимать,	если	вы	хотите	писать	собственные	компоненты,	как	будет	по-
казано	в главе	10.



чтО такОе TFx?
Конвейеры	машинного	обучения	могут	быть	очень	сложными,	и в	такой	си-
туации	им	потребуется	много	ресурсов	для	управления	зависимостями	задач.	
В то	же	время	конвейеры	машинного	обучения	могут	включать	в себя	множе-
ство	задач,	в том	числе	задачи	проверки	данных,	предварительной	обработки,	
обуче	ния	модели	и любые	задачи,	выполняемые	после	обучения.	Как	мы	об-
суждали	в главе	1,	связи	между	задачами	часто	бывают	нестабильными	и при-
водят	к сбою	конвейеров.	Эти	связи	названы	связующим	кодом	в публикации	
«Скрытый	технический	долг	в системах	машинного	обучения».	Наличие	неста-
бильных	связей	в конечном	итоге	означает,	что	производственные	модели	бу-
дут	обновляться	нечасто,	а специалисты	по	обработке	данных	и инженеры	по	
машинному	обучению	ненавидят	обновление	устаревших	моделей.	Для	кон-
вейеров	также	необходимо	организовать	хорошо	управляемую	распределен-
ную	обработку,	поэтому	TFX	использует	Apache	Beam.	Это	особенно	актуально	
для	больших	рабочих	нагрузок.

Google	столкнулся	с подобной	проблемой	внутри	компании	и решил	разрабо-
тать	платформу	для	упрощения	определений	конвейера	и минимизации	объема	
написанного	шаблонного	кода	задачи.	TFX	представляет	собой	версию	внутрен-
него	конвейера	машинного	обучения	Google	с открытым	исходным	кодом.

На	рис. 2.2	показана	общая	архитектура	конвейера	с TensorFlow	Extended.	Ин-
струменты	оркестровки	конвейера	являются	основой	для	выполнения	наших	
задач.	Помимо	инструментов	оркестровки,	нам	необходимо	хранилище	дан-
ных	для	отслеживания	промежуточных	результатов	работы	конвейера.	Отдель-
ные	компоненты	подключаются	к хранилищу	данных	для	получения	входных	
данных	и возвращают	результаты	обратно	в хранилище	данных.	Эти	результа-
ты	могут	затем	использоваться	в качестве	входных	данных	для	следующих	за-
дач.	TFX	представляет	уровень,	объединяющий	все	эти	инструменты,	и предо-
ставляет	отдельные	компоненты	для	реализации	основных	задач	конвейера.
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Рис. 2.2.	Архитектура конвейера машинного обучения

Первоначально	Google	 открыл	исходный	 код	 некоторых	функциональных	
возможностей	конвейера	в виде	библиотек	TensorFlow	(например,	TensorFlow	
Serving	обсуждается	в главе	8),	опубликовав	их	как	расширенные	библиотеки	
TensorFlow.	Весной	2019	года	Google	открыл	связующий код	конвейера,	содер-
жащий	все	необходимые	компоненты,	чтобы	связать	библиотеки	и автомати-
чески	создать	определения	конвейера	для	инструментов	оркестровки,	таких	
как	Apache	Airflow,	Apache	Beam	или	Kubeflow	Pipelines.
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TFX	предоставляет	множество	компонентов	конвейера,	которые	охватыва-
ют	большое	количество	вариантов	использования.	На момент	написания	этой	
книги	доступны	следующие	компоненты:

	� загрузка	данных	с помощью	ExampleGen;
	� проверка	данных	с помощью	StatisticsGen,	SchemaGen,	а также	ExampleVali-
dator;

	� предварительная	обработка	данных	с помощью	Transform;
	� обучение	модели	с помощью	Trainer;
	� анализ	и проверка	модели	с помощью	Evaluator	и ModelValidator	соответ-
ственно;

	� развертывание	модели	с помощью	Pusher.
На	 рис.  2.3	 показано,	 как	 компоненты	 конвейера	 и  библиотеки	 работают	

друг	с другом.
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Рис. 2.3.	Компоненты и библиотеки TFX

Мы	обсудим	компоненты	и библиотеки	более	подробно	в следующих	главах.	
Если	 ваши	 потребности	 в  области	 задач	 машинного	 обучения	 находятся	 за	
рамками	стандартных	функциональных	возможностей,	в главе	10	мы	расска-
жем,	как	создавать	пользовательские	компоненты	конвейера.

Стабильная версия TFX
На	момент	написания	этой	главы	стабильная	версия	1.X	TFX	еще	
не  выпущена.	API	 TFX,	 упомянутый	 в  этой	 и  следующих	 главах,	
в будущем	может	быть	обновлен.	Насколько	нам	известно,	все	при-
меры	из	этой	книги	будут	работать	с TFX	версии	0.22.0.

уСтанОвка TFx
TensorFlow	Extended	можно	легко	установить,	выполнив	следующую	команду	
инсталлятора	Python:

$ pip install tfx
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Пакет	tfx	поставляется	со	множеством	дополнительных	(зависимых)	паке-
тов,	 которые	 будут	 установлены	автоматически.	При	 его	 установке	 устанав-
ливаются	не только	отдельные	пакеты	TFX	Python,	как,	например,	TensorFlow	
Data	Validation,	но	и зависимые	пакеты,	такие	как	Apache	Beam.

После	установки	TensorFlow	и TensorFlow	Extended	вы	можете	импортиро-
вать	отдельные	пакеты	Python.	Мы рекомендуем	придерживаться	этого	под-
хода,	если	вы	хотите	использовать	отдельные	пакеты	TFX	(например,	хотите	
проверить	набор	данных	с помощью	TensorFlow	Data	Validation,	как	будет	об-
суждаться	в главе	4):

import tensorflow_data_validation as 
tfdv import tensorflow_transform as tft
import tensorflow_transform.beam as tft_beam
...

или	соответствующий	компонент	TFX	(если	используются	компоненты	в кон-
тексте	конвейера):

from tfx.components import ExampleValidator
from tfx.components import Evaluator
from tfx.components import Transform
...

ОбзОр кОмпОнентОв TFx
Компонент	обрабатывает	более	сложный	процесс,	чем	просто	выполнение	од-
ной	задачи.	Все	компоненты	конвейера	машинного	обучения	выполняют	опе-
рацию	чтения	из	канала,	чтобы	получить	входные	артефакты	из	хранилища	
метаданных.	Затем	данные	загружаются	из	пути,	указанного	в хранилище	ме-
таданных,	и обрабатываются.	Выходные	данные	компонента –	обработанные	
данные  –	 потом	 передаются	 следующим	 компонентам	 конвейера.	 Общими	
внутренними	компонентами	всегда	являются:

	� получение	определенных	входных	данных;
	� выполнение	действий;
	� сохранение	окончательного	результата.

В	терминах	TFX	три	внутренние	составные	части	компонента	называются	
driver,	executor	и publisher.	Driver	обрабатывает	запросы	к хранилищу	метадан-
ных.	Executor	выполняет	действия	компонентов.	И наконец,	publisher	управ-
ляет	 сохранением	 выходных	 метаданных	 в  хранилище	 метаданных.	 Driver	
и publisher	не перемещают	какие-либо	данные,	а вместо	этого	считывают	и за-
писывают	 ссылки	 в  хранилище	метаданных.	На  рис.  2.4	 показана	 структура	
компонента	TFX.
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Рис. 2.4.	Обзор компонентов

Входы	и выходы	компонентов	называются	артефактами	(artifacts).	Приме-
рами	артефактов	являются	необработанные	входные	данные,	предварительно	
обработанные	данные	и обученные	модели.	Каждый	артефакт	связан	с мета-
данными,	хранящимися	в хранилище	метаданных.	Метаданные	артефакта	со-
стоят	из	типа	артефакта,	а также	свойств	артефакта.	Эта	структура	артефак-
та	 гарантирует,	 что	 компоненты	могут	 эффективно	обмениваться	данными.	
В  настоящее	 время	TFX	предоставляет	десять	 различных	типов	 артефактов,	
которые	мы	более	подробно	рассмотрим	в следующих	главах.

чтО такОе метаДанные Ml MeTadaTa?
Компоненты	TFX	«общаются»	с помощью	метаданных;	вместо	того	чтобы	пере-
давать	артефакты	непосредственно	между	компонентами	конвейера,	компо-
ненты	потребляют	и публикуют	ссылки	на	артефакты	конвейера.	Артефактом	
может	быть,	например,	необработанный	набор	данных,	граф	преобразования	
или	экспортированная	модель.	Следовательно,	метаданные –	это	основа	на-
ших	конвейеров	TFX.	Одним	из	преимуществ	передачи	между	компонентами	
метаданных,	а не	непосредственно	артефактов	является	то,	что	информация	
может	храниться	централизованно.

На	практике	рабочий	процесс	выглядит	следующим	образом:	когда	мы	вы-
полняем	компонент,	он	использует	API	метаданных	ML	Metadata	(MLMD)	для	
сохранения	метаданных,	соответствующих	запуску	на	исполнение.	Например,	
драйвер	 компонента	 получает	 ссылку	 на	 необработанный	 набор	 данных	 из	
хранилища	метаданных.	После	выполнения	компонента	издатель	компонента	
сохранит	ссылки	на	выходные	данные	компонента	в хранилище	метаданных.	
MLMD	последовательно	сохраняет	метаданные	в MetadataStore,	созданном	на	
основе	серверной	части	хранилища	(бэкенда).	В настоящее	время	MLMD	под-
держивает	три	типа	бэкендов:

	� базы	данных	в памяти	(через	SQLite);
	� SQLite;
	� MySQL.
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Поскольку	 компоненты	 TFX	 постоянно	 отслеживаются,	 метаданные	 ML	
Metadata	предоставляют	множество	полезных	возможностей.	Мы можем	срав-
нить	два	артефакта	из	одного	компонента	(мы	рассмотрим	конкретный	при-
мер	в  главе	7,	 когда	будем	обсуждать	проверку	модели).	В  этом	конкретном	
случае	TFX	сравнивает	результаты	анализа	модели	нашего	текущего	прогона	
с  результатами	предыдущего	прогона,	 чтобы	 определить,	 имеет	ли	недавно	
обученная	модель	лучшую	точность	по	сравнению	с предыдущим	результатом	
обучения	или	же	нет).	Метаданные	также	можно	использовать	для	определе-
ния	всех	артефактов,	основанных	на	другом,	ранее	созданном	артефакте.	Та-
ким	образом	создается	своего	рода	контрольный	журнал	для	наших	конвейе-
ров	машинного	обучения.

На	рис. 2.5	показано,	что	каждый	компонент	взаимодействует	с MetadataStore,	
а MetadataStore	хранит	метаданные	в предоставленной	серверной	части	базы	
данных.
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Рис. 2.5.	Хранение метаданных в MLMD

На	рис. 2.5	показано,	что	каждый	компонент	взаимодействует	с MetadataStore,	
а MetadataStore	хранит	метаданные	в базе	данных,	размещенной	на	бэкенде.

Проектирование	и реализация	конвейеров	машинного	обучения	иногда	мо-
гут	стать	причиной	разочарования.	Например,	бывает	сложно	отладить	ком-
поненты	в конвейере.	Вот	почему	инструментарий	TFX,	построенный	вокруг	
интерактивных	конвейеров,	столь	популярен.	В следующих	главах	мы	будем	
поэтапно	реализовывать	 конвейер	машинного	 обучения	и демонстрировать	
варианты	 реализации	 через	 интерактивный	 конвейер.	 Конвейер	 работает	
в Jupiter	Notebook,	и артефакты	компонентов	в этой	интерактивной	среде	мож-
но	 сразу	же	просмотреть.	После	проверки	подтверждения	полной	функцио-
нальности	вашего	конвейера	мы	обсудим	в главах	11	и 12,	как	можно	преобра-
зовать	ваш	интерактивный	конвейер	в готовый	к работе	конвейер,	например,	
для	работы	в Apache	Airflow.

Любой	 интерактивный	 конвейер	 программируется	 в  контексте	 Jupiter	
Notebook	или	пользовательской	сессии	Google	Colab.	В отличие	от	инструмен-
тов	оркестровки,	которые	будут	обсуждаться	в главах	11	и 12,	«оркестровка»	
интерактивных	конвейеров	выполняется	пользователем.

Вы	можете	 запустить	 интерактивный	 конвейер,	 импортировав	 необходи-
мые	пакеты:
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import tensorflow as tf
from tfx.orchestration.experimental.interactive.interactive_context import 
    \ InteractiveContext

После	того	как	нужные	пакеты	импортированы,	вы	можете	создать	объект	
context.	 Объект	 context	 обрабатывает	 выполнение	 компонента	 и  отображает	
артефакты	компонентов.	На  этом	этапе	InteractiveContext	также	настраивает	
простое	хранилище	метаданных	машинного	обучения	в памяти:

context = InteractiveContext()

После	настройки	компонентов	конвейера	(например,	StatisticsGen)	вы	мо-
жете	выполнить	каждый	объект	компонента,	используя	функцию	run	объекта	
context,	как	показано	в следующем	примере:

from tfx.components.statistics_gen.component import StatisticsGen

statistics_gen = StatisticsGen(
    examples=example_gen.outputs['examples'])
context.run(statistics_gen)

Сам	компонент	получает	выходные	данные	предыдущего	компонента	(в на-
шем	случае	это	компонент,	выполняющий	получение,	внесение	и обработку	
данных	ExampleGen)	в качестве	аргумента	операции	создания	экземпляра.	После	
выполнения	задач	компонент	автоматически	записывает	метаданные	выход-
ного	артефакта	в хранилище	метаданных.	Выводимые	данные	для	некоторых	
компонентов	могут	при	этом	отображаться	в вашем	рабочем	блокноте	Note-
book.	Непосредственная	доступность	результатов	и визуализаций	удобна,	на-
пример,	для	компонента	StatisticsGen	при	проверке	признаков	набора	данных.

context.show(statistics_gen.outputs['statistics'])

После	запуска	предыдущей	функции	context	мы	можем	увидеть	графическое	
представление	 статистики	 набора	 данных	 в  вашем	 рабочем	 блокноте	 Note-
book,	как	показано	на	рис. 2.6.

Иногда	может	быть	полезно	выполнять	программную	проверку	выходных	
артефактов	компонента.	После	того	как	объект	компонента	был	запущен,	мы	
можем	 получить	 доступ	 к  свойствам	 артефакта,	 как	 показано	 в  следующем	
примере.	Набор	свойств	зависит	от	конкретного	артефакта:

for artifact in statistics_gen.outputs['statistics'].get():
    print(artifact.split, artifact.uri)

Результат	выполнения	этого	примера:

'/tmp/tfx-interactive-2020-05-15T04_50_16.251447/StatisticsGen/statistics/2'
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Рис. 2.6.	Интерактивные конвейеры предоставляют возможности визуальной проверки 
наборов данных

В	следующих	главах	мы	проиллюстрируем	запуск	каждого	компонента	в ин-
терактивном	контексте.	Затем	в главах	11	и 12	покажем	весь	конвейер	и вари-
анты	его	экспортирования	как	в Airflow,	так	и в	Kubeflow.

альтернативы TFx
Прежде	чем	мы	углубимся	в изучение	компонент	TFX	в следующих	главах,	да-
вайте	рассмотрим	альтернативы	TFX.	В последние	несколько	лет	оркестровка	
конвейеров	машинного	обучения	была	серьезной	инженерной	задачей,	и не-
удивительно,	что	многие	крупные	компании	в Кремниевой	долине	разработа-
ли	собственную	инфраструктуру	оркестровки.	В табл.	3.1	перечислены	некото-
рые	интегрированные	среды	разработки.

Таблица 2.1.	Использование интегрированных сред разработки для оркестровки конвейе-
ров машинного обучения

Компания
Наименование 

интегрированной среды 
разработки

Ссылка

AirBnb AeroSolve https://github.com/airbnb/aerosolve

Stripe Railyard https://stripe.com/blog/railyard-training-models

Spotify Luigi https://github.com/spotify/luigi

Uber Michelangelo https://eng.uber.com/michelangelo/
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Поскольку	эти	интегрированные	среды	разработки	создавались	крупными	
корпорациями,	они	разрабатывались	с учетом	специфики	используемых	тех-
нологий.	 Например,	 среда	 AeroSolve,	 разработанная	 в  AirBnB,	 фокусируется	
на	коде	вывода	на	основе	 Java,	а Luigi	Spotify	фокусируется	на	эффективной	
оркест	ровке.	 TensorFlow	 Extended	 ничем	 не  отличается	 в  этом	 отношении.	
На данный	момент	реализация	архитектуры	и структур	данных	предполагает,	
что	вы	используете	TensorFlow	(или	Keras)	в качестве	среды	машинного	обуче-
ния.	Некоторые	компоненты	TFX	могут	использоваться	в сочетании	с другими	
системами	машинного	обучения.	Например,	можно	выполнить	анализ	данных	
с помощью	TensorFlow	Data	Validation,	а затем	использовать	эти	данные	в мо-
дели	Scikit	Learn.	Однако	структура	TFX	тесно	связана	с моделями	TensorFlow	
или	Keras.	Поскольку	TFX	поддерживается	сообществом	TensorFlow,	и все	боль-
ше	таких	компаний,	как	Spotify,	внедряют	TFX,	мы	считаем,	что	это	стабильная	
и зрелая	среда,	которая	в конечном	итоге	получит	более	широкое	применение	
у инженеров,	специализирующихся	на	машинном	обучении.

знакОмСтвО С apache BeaM
Различные	компоненты	и библиотеки	TFX	(например,	TensorFlow	Transform)	
используют	Apache	Beam	для	эффективной	обработки	данных	конвейера.	По-
скольку	Apache	Beam	очень	важен	для	экосистемы	TFX,	мы	хотели	бы	вкратце	
познакомить	вас	с тем,	как	Apache	Beam	работает	«за	кулисами»	компонентов	
TFX.	Затем	в главе	11	мы	обсудим,	как	использовать	Apache	Beam	для	другой	
цели:	в качестве	инструмента	оркестровщика	конвейера.

Apache	Beam	предлагает	вам	открытый,	независимый	от	поставщика	способ	
описания	этапов	обработки	данных,	которые	затем	можно	выполнить	в раз-
личных	средах.	Поскольку	Apache	Beam	универсален,	его	можно	использовать	
для	описания	пакетных	процессов,	потоковых	операций	и конвейеров	данных.	
Фактически	TensorFlow	Extended	опирается	на	Apache	Beam	и использует	его,	
так	 сказать,	 «за	 кадром»,	 в  различных	 компонентах	 (например,	 TensorFlow	
Transform	или	TensorFlow	Data	Validation).	Мы обсудим	конкретное	использова-
ние	Apache	Beam	в экосистеме	TensorFlow	Extended	в соответствующих	главах,	
например	когда	будем	говорить	об	инструменте	проверки	данных	TensorFlow	
Data	Validation	(в главе	4)	и TensorFlow	Transform	(в главе	5).

Поскольку	Apache	Beam	абстрагирует	логику	обработки	данных	от	использу-
емых	им	вспомогательных	инструментов	среды	выполнения,	он	может	выпол-
няться	в нескольких	распределенных	рабочих	средах	обработки	данных.	Это	
означает,	что	вы	можете	запустить	один	и тот	же	конвейер	данных	в Apache	
Spark	или	Google	Cloud	DataFlow,	не выполняя	никаких	изменений	в описа-
нии	конвейера.	Кроме	того,	Apache	Beam	также	был	разработан	не только	для	
описания	процессов	пакетной	обработки,	но	и для	поддержки	непрерывного	
режима	работы,	реализованной	таким	образом,	чтобы	пользователям	не при-
ходилось	выполнять	никаких	действий	для	этого.

Установка
Установка	Apache	Beam	не вызывает	 сложностей.	Вы можете	установить	по-
следнюю	версию,	выполнив	следующую	команду:
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$ pip install apache-beam

Если	 вы	 планируете	 использовать	 Apache	 Beam	 в  контексте	 Google	 Cloud	
Platform,	например	если	вы	хотите	обрабатывать	данные	из	Google	BigQuery	или	
запускать	конвейеры	данных	в Google	Cloud	Dataflow	(как	описано	в разделе	«Об-
работка	больших	наборов	данных	с помощью	Google	Cloud	Platform»	на стр. 80),	
вам	следует	использовать	следующую	команду	для	установки	Apache	Beam:

$ pip install 'apache-beam[gcp]'

Если	 вы	 планируете	 использовать	 Apache	 Beam	 в  контексте	 Amazon	Web	
Services	 (AWS)	 (например,	 если	 хотите	 загружать	данные	из	 корзин	 S3),	 вам	
следует	установить	Apache	Beam	следующим	образом:

$ pip install 'apache-beam[boto]'

Если	вы	выполняете	установку	TensorFlow	Extended	с помощью	системы	
управления	пакетами	Python	pip,	Apache	Beam	будет	установлен	автомати-
чески.

Базовый конвейер
Абстракция	Apache	Beam	основана	на	двух	концепциях:	коллекции	(Collections)	
и преобразования	(Transformations).	С одной	стороны,	коллекции	Beam	описы-
вают	операции,	когда	данные	считываются/записываются	для/в	определенный	
файл	или	поток.	Все	коллекции	и преобразования	выполняются	в контексте	
конвейера	(в Python	это	реализуется	с помощью	команды	менеджера	контек-
ста	with).	Когда	мы	определяем	наши	коллекции	или	преобразования	в нашем	
следующем	примере,	никакие	данные	на	самом	деле	не загружаются	и не	пре-
образуются.	Это	происходит	только	тогда,	когда	конвейер	работает	в контексте	
среды	выполнения,	например	DirectRunner	 (для	Apache	Beam),	Apache	Spark,	
Apache	Flink	или	Google	Cloud	Dataflow.

Базовый пример коллекции
Работа	конвейера	данных	обычно	начинается	и  заканчивается	чтением	или	
записью	данных,	которые	обрабатываются	в Apache	Beam	посредством	коллек-
ций,	часто	называемых	PCollections.	Затем	коллекции	преобразуются,	и конеч-
ный	результат	снова	может	быть	представлен	как	коллекция	и записан	в фай-
ловую	систему.

В	следующем	примере	показано,	как	прочитать	текстовый	файл	и вернуть	
все	строки	этого	текстового	файла.

import apache_beam as beam

with beam.Pipeline() as p: ❶
    lines = p | beam.io.ReadFromText(input_file) ❷

 ❶  Менеджер	контекста	для	определения	конвейера
 ❷ Считывание	текста	в PCollection
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Подобно	операции	 ReadFromText,	Apache	Beam	предоставляет	функции	для	
записи	коллекций	в текстовый	файл	(например,	в WriteToText).	Операция	за-
писи	обычно	выполняется	после	завершения	всех	преобразований:

with beam.Pipeline() as p:
    ...
    output | beam.io.WriteToText(output_file) ❶

 ❶ Запись	output	в файл	output_file

Базовый пример преобразования
В	Apache	Beam	данные	обрабатываются	с помощью	преобразований.	Как	мы	
увидим	в  этом	примере	и  как	 будет	показано	 в дальнейшем	в  главе	 5,	 пре-
образования	можно	объединить	в цепочку	 с помощью	оператора	|.	 Если	вы	
объединяете	 несколько	 преобразований	 в  цепочку,	 вы	 должны	 указать	 имя	
для	операции,	помеченное	строковым	идентификатором	между	оператором	| 
и прямоугольными	скобками.

В	следующем	примере	мы	последовательно	применяем	все	преобразования	
к строкам,	извлеченным	из	текстового	файла:

counts = (
    lines
    | 'Split' >> beam.FlatMap(lambda x: re.findall(r'[A-Za-z\']+', x))
    | 'PairWithOne' >> beam.Map(lambda x: (x, 1))
    | 'GroupAndSum' >> beam.CombinePerKey(sum))

Давайте	подробно	рассмотрим	этот	код.	В качестве	примера	возьмем	фразы	
«Hello, how do you do?»	и «I am well, thank you».

Преобразование	Split	использует	re.findall	для	разделения	каждой	строки	
на	список	токенов;	в результате	мы	получаем:

["Hello", "how", "do", "you", "do"]
["I", "am", "well", "thank", "you"]

beam.FlatMap	преобразует	результат	в коллекцию	PCollection:

"Hello" "how" "do" "you" "do" "I" "am" "well" "thank" "you"

Затем	преобразование	PairWithOne	использует	beam.Map	для	создания	кортежа	
из	каждого	токена	и счетчика	(1	для	каждого	результата):

("Hello", 1) ("how", 1) ("do", 2) ("you", 2) ("I", 1) ("am", 1) ("well", 1)
("thank", 1)

Наконец,	преобразование	GroupAndSum	суммирует	все	отдельные	кортежи	для	
каждого	токена:

("Hello", 1) ("how", 1) ("do", 2) ("you", 2) ("I", 1) ("am", 1) ("well", 1)
("thank", 1)
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Вы	также	можете	использовать	функции	Python	как	часть	преобразования.	
В следующем	примере	показано,	как	функцию	format_result	можно	применить	
к ранее	полученным	результатам	суммирования.	Функция	преобразует	полу-
ченные	кортежи	в строку,	которую	затем	можно	записать	в текстовый	файл:

def format_result(word_count):
"" "Преобразование кортежей (token, count) в строку" ""

(word, count) = word_count
return "{}: {}".format(word, count)

output = counts | 'Format' >> beam.Map(format_result)

Apache	 Beam	 предоставляет	 множество	 предопределенных	 преобразова-
ний.	Однако	 если	 подходящей	 вам	 операции	 нет,	 вы	можете	 написать	 свои	
собственные	преобразования,	используя	оператор	Map.	Просто	имейте	в виду,	
что	операции	должны	выполняться	распределенно,	чтобы	в полной	мере	ис-
пользовать	возможности	среды	исполнения.

Собираем все вместе
Теперь,	после	того	как	мы	обсудили	отдельные	концепции	конвейеров	Apache	
Beam,	давайте	соединим	все	концепции	в одном	примере.	Предыдущие	фраг-
менты	и следующие	примеры	являются	модифицированной	версией	приме-
ра,	взятого	из	документации	Apache Beam introduction,	размещенной	по	адре-
су	 https://beam.apache.org/get-started/wordcount-example/.	 Для	 удобства	 чтения	
пример	приведен	к минимальному	коду	Apache	Beam.

import re

import apache_beam as beam
from apache_beam.io import ReadFromText
from apache_beam.io import WriteToText
from apache_beam.options.pipeline_options import PipelineOptions
from apache_beam.options.pipeline_options import SetupOptions

input_file = "gs://dataflow-samples/shakespeare/kinglear.txt"   output_file = "/tmp/output.
txt" ❶

# Определяет объект параметров конвейера.
pipeline_options = PipelineOptions()

with beam.Pipeline(options=pipeline_options) as p:  ❷
    # Считывает текстовый файл [шаблон] в PCollection.
    lines = p | ReadFromText(input_file)  ❸

    # Подсчитывает число вхождений каждого слова.
    counts = (  ❹
        lines
        | 'Split' >> beam.FlatMap(lambda x: re.findall(r'[A-Za-z\']+', x))
        | 'PairWithOne' >> beam.Map(lambda x: (x, 1))
        | 'GroupAndSum' >> beam.CombinePerKey(sum))
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# Преобразует счетчики в коллекцию строк (Pcollection).
def format_result(word_count): 
    (word, count) = word_count
    return "{}: {}".format(word, count)

output = counts | 'Format' >> beam.Map(format_result)

# Записывает и выводит результат, используя преобразование "Write", имеющее некоторые 
побочные эффекты.
output | WriteToText(output_file)

 ❶ Текст	хранится	в сегменте	Google	Cloud	Storage
 ❷ Настройка	конвейера	Apache	Beam
 ❸ Создание	коллекции	данных	путем	чтения	текстового	файла
 ❹ Выполнение	преобразований	над	коллекцией

Приведенный	 пример	 конвейера	 загружает	 произведение	Шекспира	 «Ко-
роль	Лир»	и выполняет	подсчет	токенов	во	всем	тексте.	Затем	результаты	за-
писываются	в текстовый	файл,	размещенный	в /tmp/output.txt.

Запуск элементарного конвейера
В	данном	 примере	 вы	можете	 запустить	 конвейер	 с  помощью	DirectRunner 
в Apache	 Beam,	 выполнив	 следующую	команду	 (предполагается,	 что	 преды-
дущий	пример	кода	был	сохранен	в файле	basic_pipeline.py).	Если	вы	хотите	
запус	тить	этот	конвейер	в разных	средах	Apache	Beam,	таких	как	Apache	Spark	
или	Apache	Flink,	вам	нужно	будет	выполнить	настройки	конфигурации	кон-
вейера,	используя	объект	pipeline_options:

python basic_pipeline.py

Результаты	преобразований	можно	найти	в указанном	текстовом	файле:

$ head /tmp/output.txt-00000-of-00001
KING: 243
LEAR: 236
DRAMATIS: 1
PERSONAE: 1
king: 65
...

резюме
В	 этой	 главе	мы	представили	общий	обзор	TFX	и поняли	 важную	роль	 хра-
нилища	метаданных,	а также	общее	внутреннее	устройство	компонента	TFX.	
Мы также	представили	Apache	Beam	и показали,	как	выполнять	простое	пре-
образование	данных	с помощью	Beam.

Материалы,	 которые	мы	обсуждали	в  этой	 главе,	принесут	 вам	практиче-
скую	пользу,	когда	вы	прочитаете	главы	3–7,	посвященные	компонентам	кон-
вейера	и оркестрации	конвейера,	описанным	в главах	11	и 12.	Чтобы	сделать	
первый	шаг,	нужно	поместить	ваши	данные	в конвейер,	и в	главе	3	мы	пока-
жем,	как	это	сделать.

50	  Введение в TensorFlow Extended 



Глава 3
Загрузка данных

После	 того	 как	 мы	 выполнили	 базовую	 настройку	 TFX	 и  ML	MetadataStore,	
в этой	главе	мы	сосредоточимся	на	том,	как	загрузить	ваши	наборы	данных	
в  конвейер	 для	 использования	 в  различных	 компонентах,	 как	 показано	 на	
рис. 3.1.

Загрузка 
данных

Проверка 
данных

Предваритель-
ная обработка 

данных

Обучение 
модели

Анализ 
и проверка 

модели

Разверты-
вание 

модели

Хранилище 
метаданных

Базы данных

Петли обратной связи

Оркестровка 
конвейера машинного 
обучения

Рис. 3.1.	Загрузка данных как часть конвейеров машинного обучения

TensorFlow	Extended	предоставляет	нам	компонент	для	получения	данных	
из	файлов	или	сервисов.	В этой	главе	мы	приведем	основные	понятия,	объяс-
ним	способы	разделения	наборов	данных	на	обучающие	и оценочные	подмно-
жества	данных	и продемонстрируем,	 как	объединить	несколько	результатов	
экспорта	данных	в один	комплексный	набор	данных.

Затем	мы	 обсудим	некоторые	 стратегии	использования	 различных	 видов	
данных	(структурированные,	текстовые	и графические),	с которыми	мы	рабо-
тали	в предыдущих	сценариях	использования.

кОнцепции загрузки Данных
На	этом	этапе	нашего	конвейера	мы	читаем	файлы	данных	или	запрашива-
ем	данные	для	нашего	конвейера	из	внешней	службы	(например,	Google	Cloud	
BigQuery).	Перед	передачей	полученного	набора	данных	следующему	компо-
ненту	мы	разделяем	доступные	данные	на	набор	обучающих	данных	и набор	
оценочных	данных,	а затем	преобразуем	эти	наборы	данных	в TFRecords,	где	
эти	данные	будут	представлены	в виде	структур	данных	tf.Example.



TFRecord
TFRecord –	это	облегченный	формат,	оптимизированный	для	потоковой 
передачи	больших	наборов	данных.	Хотя	на	практике	большинство	поль-
зователей	TensorFlow	хранят	сериализованные	примеры	буферов	прото-
кола	в файлах	TFRecord,	формат	файла	TFRecord	фактически	поддержива-
ет	любые	двоичные	данные,	как	можно	видеть	в примере,	приведенном	
ниже:

import tensorflow as tf

with tf.io.TFRecordWriter(«test.tfrecord») as w: 
    w.write(b»First record»)
    w.write(b»Second record»)

for record in tf.data.TFRecordDataset(«test.tfrecord»):
    print(record)

tf.Tensor(b’First record’, shape=(), dtype=string) 
tf.Tensor(b’Second record’, shape=(), dtype=string)

Если	файлы	TFRecord	содержат	записи	tf.Example,	каждая	запись	содержит	
одну	или	несколько	функций,	которые	будут	представлять	столбцы	в на-
ших	данных.	Затем	данные	сохраняются	в двоичных	файлах,	которые	мож-
но	эффективно	переваривать.	Если	вас	интересует	внутреннее	устройство	
файлов	TFRecord,	мы	рекомендуем	ознакомиться	с документацией	Ten-
sorFlow	(см.	https://www.tensorflow.org/tutorials/load_data/tfrecord).
Хранение	данных	в виде	TFRecords	дает	несколько	преимуществ:

1)		структура	данных	не зависит	от	системы,	поскольку	для	сериализа-
ции	данных	она	использует	кросс-платформенную	кросс-языковую	
библиотеку	Protocol	Buffers;

2)		TFRecord	 оптимизирована	для	 быстрой	 загрузки	 или	 записи	 боль-
ших	объемов	данных;

3)	 tf.Example,	 структура	 данных,	 представляющая	 строку	 данных	
в TFRecords,	является	структурой	данных,	используемой	по	умолча-
нию	в экосистеме	TensorFlow,	и поэтому	используется	во	всех	компо-
нентах	TFX.

Процесс	приема,	разделения	и преобразования	наборов	данных	выполня-
ется	компонентом	ExampleGen.	Как	мы	видим	в следующих	примерах,	наборы	
данных	можно	читать	из	локальных	и удаленных	папок,	а также	запрашивать	
у служб	данных,	таких	как	Google	Cloud	BigQuery.
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Загрузка локальных файлов данных
Компонент	ExampleGen	может	принимать	несколько	структур	данных,	в том	чис-
ле	CSV-файлов,	предварительно	подготовленных	файлов	TFRecords,	а также	се-
риализованных	данных,	получаемых	из	Apache	Avro	и Apache	Parquet.

Преобразование данных в формате CSV в tf.Example
Наборы	 данных	 в  случае	 использования	 структурированных	 или	 текстовых	
данных	часто	хранятся	в файлах	данных	с разделителями-запятыми	(Comma	
separated	 value,	 CSV).	 TFX	предоставляет	функциональные	 возможности	для	
чтения	и преобразования	этих	файлов	в структуры	данных	tf.Example.	Следу-
ющий	 пример	 кода	 демонстрирует	 загрузку	 каталога,	 содержащего	 данные	
в формате	CSV,	используемые	в нашем	демонстрационном	проекте.

import os
from tfx.components import CsvExampleGen
from tfx.utils.dsl_utils import external_input

base_dir = os.getcwd()
data_dir = os.path.join(os.pardir, "data")
examples = external_input(os.path.join(base_dir, data_dir)) ❶
example_gen = CsvExampleGen(input=examples) ❷
context.run(example_gen) ❸

 ❶ Укажите	путь	к данным
 ❷ Создайте	экземпляр	компонента	конвейера
 ❸ Запустите	компонент	в интерактивном	режиме

Если	вы	запустите	компонент	как	часть	интерактивного	конвейера,	мета-
данные	прогона	будут	отображены	в Jupyter	Notebook.	Выходные	данные,	по-
лученные	в результате	работы	компонента,	показаны	на	рис. 3.2.	На рисунке	
выделены	места	хранения	обучающих	и оценочных	наборов	данных.

Рис. 3.2.	Выходные данные компонента ExampleGen

Концепции загрузки данных  53



Структура каталогов
Ожидается,	что	путь	ExampleGen,	указанный	для	входных	дан-
ных,	 содержит	 только	 файлы	 данных.	 Компонент	 пытается	
использовать	 все	 существующие	 файлы	 на	 уровне	 пути.	 Лю-
бые	 дополнительные	 файлы,	 например	 файлы	 метаданных,	
не обрабатываются	компонентом,	и их	использование	приве-
дет	к ошибке	выполнения	шага	компонента.	Компонент	также	
не  использует	 данные	 из	 подкаталогов	 указанного	 каталога,	
если	такая	настройка	не указана	в шаблоне	входных	данных.

Импорт существующих файлов TFRecord
Иногда	наши	данные	не могут	храниться	в виде	файлов	в формате	CSV,	напри-
мер	когда	мы	хотим	загрузить	изображения	для	задач	компьютерного	зрения	
или	 большие	 текстовые	 массивы	 для	 задач	 обработки	 естественного	 языка.	
В таких	случаях	рекомендуется	преобразовать	эти	наборы	данных	в структуры	
данных	TFRecord,	а затем	загрузить	сохраненные	файлы	TFRecord,	используя	
компонент	ImportExampleGen.	Если	вы	хотите	выполнить	преобразование	ваших	
данных	в файлы	TFRecord	как	часть	конвейера,	обратитесь	к главе	10,	в кото-
рой	мы	обсуждаем	разработку	пользовательских	компонентов	TFX,	включая	
компонент	загрузки	данных.	Файлы	TFRecord	можно	загружать	так,	как	пока-
зано	в следующем	примере:

import os
from tfx.components import ImportExampleGen
from tfx.utils.dsl_utils import external_input

base_dir = os.getcwd()
data_dir = os.path.join(os.pardir, "tfrecord_data") examples = external_input(os.path.
join(base_dir, data_dir)) example_gen = ImportExampleGen(input=examples)

context.run(example_gen)

Поскольку	 наборы	данных	 уже	 сохранены	 как	 записи	 tf.Example	 в  файлах	
TFRecord,	они	могут	быть	импортированы	и не	нуждаются	ни	в каком	преоб-
разовании.	Компонент	ImportExampleGen	обрабатывает	этот	шаг	импорта.

Преобразование сериализованных данных Parquet в tf.Example
В	главе	2	мы	обсудили	внутреннюю	архитектуру	компонентов	TFX	и то,	что	по-
ведение	компонента	определяется	его	объектом	executor.	Если	мы	хотим	загру-
зить	новые	типы	файлов	в наш	конвейер,	мы	можем	переписать	executor_class,	
вместо	того	чтобы	разрабатывать	совершенно	новый	компонент.

TFX	включает	классы	executor	для	загрузки	файлов	различных	типов,	в том	
числе	 сериализированных	данных	Parquet.	 В  следующем	примере	показано,	
как	вы	можете	перезаписать	executor_class,	чтобы	изменить	поведение	при	за-
грузке.	 Вместо	 использования	 компонента	 CsvExampleGen	 или	 ImportExampleGen 
мы	используем	общий	компонент	загрузчика	файлов	FileBasedExampleGen,	кото-
рый	позволяет	переопределять	executor_class.
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from tfx.components import FileBasedExampleGen  ❶
from tfx.components.example_gen.custom_executors import parquet_executor  ❷
from tfx.utils.dsl_utils import external_input

examples = external_input(parquet_dir_path) example_gen = FileBasedExampleGen(
    input=examples, 
    executor_class=parquet_executor.Executor) ❸

 ❶ Импорт	компонента	универсального	загрузчика	файлов
 ❷ Импорт	executor,	специфичного	для	Parquet
 ❸ Переопределение	executor

Преобразование сериализованных данных Avro в tf.Example
Концепция	переопределения	 executor_class	может	 быть	 расширена	почти	до	
любого	другого	типа	файла.	TFX	предоставляет	дополнительные	классы,	как	
показано	в следующем	примере	для	загрузки	сериализованных	данных	Avro.

from tfx.components import FileBasedExampleGen  ❶
from tfx.components.example_gen.custom_executors import avro_executor  ❷
from tfx.utils.dsl_utils import external_input

examples = external_input(avro_dir_path) example_gen = FileBasedExampleGen(
    input=examples, 
    executor_class=avro_executor.Executor)  ❸

 ❶ Импорт	компонента	универсального	загрузчика	файлов
 ❷ Импорт	управляющего	модуля,	специфичного	для	Avro
 ❸ Переопределение	executor

В	случае	если	мы	хотим	загрузить	другой	тип	файла,	мы	можем	написать	
наш	собственный	executor,	специфичный	для	нашего	типа	файла,	и применить	
те	же	концепции	перезаписи	executor,	приведенные	ранее.	В главе	10	мы	рас-
скажем	вам	о двух	примерах	написания	собственных	компонентов	и executor 
для	загрузки	данных.

Преобразование пользовательских данных в TFRecords
Иногда	проще	преобразовать	наши	существующие	наборы	данных	в TFRecords 
и затем	загрузить	их	с помощью	компонента	ImportExampleGen,	как	было	описа-
но	в разделе	«Импорт	существующих	файлов	TRecord».	Этот	подход	полезен,	
если	к нашим	данным	невозможно	получить	доступ	через	платформу	данных,	
обеспечивающую	эффективную	передачу	потоковых	данных.	Например,	если	
мы	обучаем	модель	компьютерного	зрения	и загружаем	большое	количество	
изображений	 в  наш	 конвейер,	мы	должны	 в  первую	 очередь	 преобразовать	
изображения	 в  TFRecords	 (подробнее	 об	 этом	 будет	 рассказываться	 далее,	
в разделе	«Графические	данные	для	задач	компьютерного	зрения»).

В	 следующем	 примере	 мы	 преобразовываем	 структурированные	 данные	
в TFRecords.	Представьте,	что	наши	данные	доступны	не в формате	CSV,	а толь-
ко	в формате	JSON	или	XML.	Следующий	пример	можно	использовать	(с не-
большими	 изменениями)	 для	 преобразования	 этих	 форматов	 данных	 с  по-
мощью	компонента	ImportExampleGen	перед	их	использованием	в конвейере.
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Чтобы	 преобразовать	 данные	 в  TFRecords,	 необходимо	 создать	 структуру	
tf.Example	для	каждой	записи	данных	в вашем	наборе	данных.	tf.Example –	это	
простая,	но	очень	гибкая	структура	данных,	которая	представляет	собой	пару	
ключ-значение.

{"string": value}

В	случае	TFRecords	tf.Example	ожидает	объект	tf.Features,	который	принимает	
словарь	признаков,	 содержащий	пары	ключ-значение.	Ключ	всегда	является	
строковым	идентификатором,	представляющим	столбец	признака,	а значение	
является	объектом	tf.train.Feature.

Пример 3.1.	Структура данных TFRecord

Record 1:
tf.Example
    tf.Features
        'column A': tf.train.Feature
        'column B': tf.train.Feature
        'column C': tf.train.Feature

tf.train.Feature	допускает	три	типа	данных:

	� tf.train.BytesList;
	� tf.train.FlatList;
	� tf.train.Int64List.

Чтобы	 уменьшить	 избыточность	 кода,	 мы	 определим	 вспомогательные	
функции,	которые	помогут	нам	преобразовать	записи	данных	в правильную	
структуру	данных,	используемую	в tf.Example.

import tensorflow as tf

def _bytes_feature(value):
    return tf.train.Feature(bytes_list=tf.train.BytesList(value=[value]))

def _float_feature(value):
    return tf.train.Feature(float_list=tf.train.FloatList(value=[value]))

def _int64_feature(value):
    return tf.train.Feature(int64_list=tf.train.Int64List(value=[value]))

Имея	вспомогательные	функции,	давайте	посмотрим,	как	мы	можем	преоб-
разовать	наш	демонстрационный	набор	данных	в TFRecords.	Сначала	нам	нужно	
прочитать	наш	исходный	файл	данных	и преобразовать	каждую	запись	данных	
в структуру	данных	tf.Example,	а затем	сохранить	все	записи	в файле	TFRecord.	
В  следующем	 примере	 кода	 приведена	 сокращенная	 версия.	 Полный	 при-
мер	можно	найти	в репозитории	GitHub	этой	книги	(размещенном	по	ссылке 
https://github.com/Building-ML-Pipelines/building-machine-learning-pipelines),	в ката-
логе	chapters/data_ingestion.
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import csv
import tensorflow as tf

original_data_file = os.path.join( 
    os.pardir, os.pardir, "data", 
    "consumer-complaints.csv")
tfrecord_filename = "consumer-complaints.tfrecord" 
tf_record_writer = tf.io.TFRecordWriter(tfrecord_filename)  ❶

with open(original_data_file) as csv_file:
    reader = csv.DictReader(csv_file, delimiter=",", quotechar='"')
    for row in reader:
        example = tf.train.Example(features=tf.train.Features(feature={  ❷
            "product": _bytes_feature(row["product"]),
            "sub_product": _bytes_feature(row["sub_product"]), 
            "issue": _bytes_feature(row["issue"]), 
            "sub_issue": _bytes_feature(row["sub_issue"]), 
            "state": _bytes_feature(row["state"]),
            "zip_code": _int64_feature(int(float(row["zip_code"]))), 
            "company": _bytes_feature(row["company"]), 
            "company_response": _bytes_feature(row["company_response"]), 
            "consumer_complaint_narrative": \
                _bytes_feature(row["consumer_complaint_narrative"]), 
            "timely_response": _bytes_feature(row["timely_response"]), 
            "consumer_disputed": _bytes_feature(row["consumer_disputed"]),
    }))
    tf_record_writer.write(example.SerializeToString())  ❸
tf_record_writer.close()
 

 ❶ Создание	объекта	TFRecordWriter,	который	сохраняет	данные	в каталоге,	
путь	к которому	указан	в tfrecords_filename

 ❷ tf.train.Example	для	каждой	записи	данных
 ❸ Сериализация	структуры	данных

Сгенерированный	файл	TFRecords	 26k-consumer-complaints-modified.tfrecords 
теперь	можно	импортировать	с помощью	компонента	ImportExampleGen.

Загрузка удаленных файлов данных
Компонент	 ExampleGen	 может	 читать	 файлы	 из	 удаленных	 сегментов	 Google	
Cloud	Storage	или	AWS	Simple	Storage	Service	(S3)1.	Пользователи	TFX	могут	ука-
зать	путь	к удаленному	сегменту	функции	external_input,	как	показано	в следу-
ющем	примере.

examples = external_input("gs://example_compliance_data/")
example_gen = CsvExampleGen(input=examples)

Для	доступа	к сегментам	хранилища	частного	облака	требуется	настройка	
учетных	данных	поставщика	облачных	услуг.	Настройка	зависит	от	поставщи-
ка.	AWS	аутентифицирует	пользователей	с помощью	пользовательского	клю-

1	 Для	чтения	файлов	из	AWS	S3	требуется	Apache	Beam	2.19	или	выше,	который	под-
держивается	начиная	с версии	TFX	0.22.
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ча	доступа	 и  секрета	доступа.	 Чтобы	получить	доступ	 к  частным	 сегментам	
AWS S3,	вам	потребуются	пользовательский	ключ	доступа	и секрет	доступа1.	
Google	Cloud	Platform	(GCP),	напротив,	аутентифицирует	пользователей	через	
учетные	записи	служб.	Чтобы	получить	доступ	к частным	сегментам	хранили-
ща	GCP,	вам	необходимо	создать	файл	учетной	записи	службы	с разрешением	
на	доступ	к сегменту	хранилища2.

Загрузка данных напрямую из баз данных
TFX	предоставляет	два	компонента	для	 загрузки	наборов	данных	непосред-
ственно	из	 баз	данных.	В  следующих	разделах	мы	представляем	компонент	
BigQueryExampleGen	для	запроса	данных	из	таблиц	BigQuery	и компонент	Presto-
ExampleGen	для	запроса	данных	из	баз	данных	Presto.

Google Cloud BigQuery
TFX	предоставляет	компонент	для	 загрузки	данных	из	таблиц	BigQuery.	Это	
очень	эффективный	способ	использования	структурированных	данных,	если	
мы	запускаем	наши	конвейеры	машинного	обучения	в экосистеме	облачной	
платформы	Google.

Учетные данные Google Cloud
Для	запуска	компонента	BigQueryExampleGen	необходимо,	чтобы	мы	опре-
делили	необходимые	 учетные	данные	Google	Cloud	 в нашей	локальной	
среде.	Нам	нужно	создать	учетную	запись	службы	с нужными	нам	роля-
ми	 (как	минимум	BigQuery Data Viewer	 и BigQuery Job User).	 Если	вы	за-
пускаете	исполнение	компонента	в интерактивном	контексте	с помощью	
Apache	Beam	или	Apache	Airflow,	вам	нужно	указать	путь	к файлу	учетных	
данных	учетной	записи	службы	через	переменную	среды	GOOGLE_APPLICA-
TION_CREDENTIALS,	как	показано	в следующем	фрагменте	кода.	Если	вы	запу-
скаете	исполнение	компонента	через	Kubeflow	Pipelines,	вы	можете	пре-
доставить	информацию	об	учетной	записи	службы	с помощью	функций	
OpFunc,	о которых	рассказывается	в разделе	«Функции	OpFunc»	главы 12.
Вы	можете	сделать	это	в Python	следующим	образом:

import os
os.environ[«GOOGLE_APPLICATION_CREDENTIALS»] =
    «/path/to/credential_file.json»

Дополнительные	сведения	см.	в документации	Google	Cloud,	размещен-
ной	по	ссылке	https://cloud.google.com/docs/authentication/getting-started.

1	 Для	 получения	 дополнительной	 информации	 об	 управлении	 ключами	 доступа	
AWS	см.	документацию,	доступную	по	ссылке	https://docs.aws.amazon.com/IAM/latest/
UserGuide/id_credentials_access-keys.html#Using_CreateAccessKey.

2	 Для	получения	дополнительной	информации	о том,	как	создавать	учетные	записи	
служб	 и  управлять	 ими,	 см.	 документацию,	 размещенную	 по	 ссылке	 https://cloud.
google.com/iam/docs/creating-managing-service-accounts.
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В	следующем	примере	показан	самый	простой	способ	запроса	наших	таблиц	
BigQuery.

from tfx.components import BigQueryExampleGen

query = """
    SELECT * FROM `<project_id>.<database>.<table_name>`
"""
example_gen = BigQueryExampleGen(query=query)

Конечно,	мы	можем	 создавать	 более	 сложные	 запросы	для	 выбора	 ваших	
данных,	например	запросы,	выполняющие	соединения	нескольких	таблиц.

Изменения компонента BigQueryExampleGen
В	версиях	TFX	выше	0.22.0	компонент	BigQueryExampleGen	необходи-
мо	импортировать	из	tfx.extensions.google_cloud_big_query:

from tfx.extensions.google_cloud_big_query.example_gen \
    import component as big_query_example_gen_component
big_query_example_gen_component.BigQueryExampleGen(query=query)

Базы данных Presto
Если	мы	хотим	получить	данные	из	базы	данных	Presto,	то	можем	использо-
вать	PrestoExampleGen.	Его	использование	аналогично	BigQueryExampleGen,	где	мы	
определили	запрос	к базе	данных,	а затем	выполнили	его.	Для	компонента	Pre-
stoExampleGen	потребуется	дополнительная	настройка,	чтобы	указать	парамет-
ры	подключения	для	базы	данных.

from proto import presto_config_pb2
from presto_component.component import PrestoExampleGen
query = """
    SELECT * FROM `<project_id>.<database>.<table_name>`
"""
presto_config = presto_config_pb2.PrestoConnConfig(
    host='localhost',
    port=8080)
example_gen = PrestoExampleGen(presto_config, query=query)

PrestoExampleGen требует отдельной установки
Начиная	с версии	TFX	0.22	PrestoExampleGen	требует	отдельного	про-
цесса	установки.	После	установки	компилятора	protoc 1	вы	можете	
установить	 компонент	 из	 исходного	 кода,	 выполнив	 следующие	
действия:

$ git clone git@github.com:tensorflow/tfx.git && cd tfx/
$ git checkout v0.22.0
$ cd tfx/examples/custom_components/presto_example_gen
$ pip install -e .

1	 Чтобы	подробно	узнать	об	установке	protoc,	обратитесь	к документации	API	proto-lens	
в GitHub,	перейдя	по	ссылке	http://google.github.io/proto-lens/installing-protoc.html.
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После	 установки	 вы	 сможете	 импортировать	 компонент	 PrestoExampleGen 
и его	определения	буферов	протокола.

пОДгОтОвка Данных
Каждый	из	представленных	компонентов	ExampleGen	позволяет	нам	конфигури-
ровать	входные	(input_config)	и выходные	(output_config)	параметры	для	набора	
данных.	Если	мы	хотим	получать	наборы	данных	инкрементально,	то	можем	
определить	совокупность	в качестве	параметра	конфигурации.	В то	же	время	
мы	можем	настроить	способ	разделения	данных.	Часто	нам	бывает	нужно	соз-
дать	обучающий	набор	вместе	с оценочным	и тестовым	наборами.	Мы можем	
указать	подробности	в конфигурации	выхода.

Разбиение наборов данных
Далее	 в  нашем	 конвейере	 нам	 нужно	 оценивать	 нашу	модель	машинного	
обучения	во	время	обучающих	прогонов	и тестировать	ее	на	этапе	анализа	
модели.	Поэтому	полезно	разбить	набор	данных	на	соответствующие	под-
множества.	

Разбиение	набора	данных	на	несколько	подмножеств
В	следующем	примере	кода	показано,	как	мы	можем	расширить	наш	процесс	
получения,	внесения	и обработки	данных,	добавив	разбиение	на	три	состав-
ляющие:	обучающий,	оценочный	и тестовый	наборы	данных	в соотношении	
6:2:2.	Настройки	соотношения	определяются	через	hash_buckets.

from tfx.components import CsvExampleGen
from tfx.proto import example_gen_pb2
from tfx.utils.dsl_utils import external_input

base_dir = os.getcwd()
data_dir = os.path.join(os.pardir, "data") 
output = example_gen_pb2.Output(
    split_config=example_gen_pb2.SplitConfig(splits=[  ❶
        example_gen_pb2.SplitConfig.Split(name='train', hash_buckets=6), ❷
        example_gen_pb2.SplitConfig.Split(name='eval', hash_buckets=2),
        example_gen_pb2.SplitConfig.Split(name='test', hash_buckets=2)
    ]))

examples = external_input(os.path.join(base_dir, data_dir)) 
example_gen = CsvExampleGen(input=examples, output_config=output)  ❸

context.run(example_gen)

 ❶ Определите	нужные	разбиения
 ❷ Задайте	коэффициенты	соотношения
 ❸ Добавьте	аргумент	output_config

После	 запуска	 объекта	 example_gen	 мы	можем	проверить	 сгенерированные	
артефакты,	выведя	на	печать	список	артефактов.
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for artifact in example_gen.outputs['examples'].get():
    print(artifact)

Artifact(type_name: ExamplesPath,
    uri: /path/to/CsvExampleGen/examples/1/train/, split: train, id: 2) 
Artifact(type_name: ExamplesPath,
    uri: /path/to/CsvExampleGen/examples/1/eval/, split: eval, id: 3) 
Artifact(type_name: ExamplesPath,
    uri: /path/to/CsvExampleGen/examples/1/test/, split: test, id: 4)

В	 следующей	 главе	 мы	 обсудим,	 как	 выполняется	 исследование	 наборов	
данных,	созданных	для	конвейера	данных.

Разбиение по умолчанию
Если	мы	не задаем	какую-либо	конфигурацию	выхода,	компонент	Ex-
ampleGen	разбивает	набор	данных	на	два	подмножества –	обучающий	
и оценочный	наборы	данных	с соотношением	2:1	по	умолчанию.

Сохранение существующих разбиений
В	некоторых	случаях	у нас	уже	имеются	подмножества	наборов	данных,	сгене-
рированные	вне	нашего	рабочего	процесса,	и мы	хотели	бы	сохранить	эти	раз-
биения,	когда	получаем	эти	наборы	данных.	Мы можем	достичь	этого,	опреде-
лив	конфигурацию	входа.

Для	следующей	конфигурации	давайте	предположим,	что	наш	набор	дан-
ных	был	разделен	вне	нашего	рабочего	процесса	и сохранен	в следующих	под-
каталогах:

└── data
    ├── train
    │   └─ 20k-consumer-complaints-training.csv
    ├── eval
    │   └─ 4k-consumer-complaints-eval.csv
    └── test
        └─ 2k-consumer-complaints-test.csv

Мы	можем	сохранить	существующее	разбиение	входных	данных,	определив	
следующую	конфигурацию	входа:

import os

from tfx.components import CsvExampleGen
from tfx.proto import example_gen_pb2
from tfx.utils.dsl_utils import external_input

base_dir = os.getcwd()
data_dir = os.path.join(os.pardir, "data")

input = example_gen_pb2.Input(splits=[ 
    example_gen_pb2.Input.Split(name='train', pattern='train/*'), ❶
    example_gen_pb2.Input.Split(name='eval', pattern='eval/*'),
    example_gen_pb2.Input.Split(name='test', pattern='test/*')
])
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examples = external_input(os.path.join(base_dir, data_dir)) 
example_gen = CsvExampleGen(input=examples, input_config=input) ❷

 ❶ Указание	существующих	подкаталогов
 ❷ Добавление	аргумента	input_config

После	 определения	 конфигурации	 входа	 мы	 можем	 передать	 настройки	
компоненту	ExampleGen,	определив	аргумент	input_config.

Связующие наборы данных
Одним	из	важных	вариантов	использования	конвейеров	машинного	обучения	
является	то,	что	мы	можем	обновлять	наши	модели	машинного	обучения,	ког-
да	становятся	доступны	новые	данные.	Для	этого	сценария	компонент	Exam-
pleGen	позволяет	нам	использовать	совокупности	(spans).	Совокупность	можно	
рассматривать	как	снимок	данных.	Например,	каждый	час,	день	или	неделю	
процесс	 пакетного	 переноса	 данных	 из	 одного	 источника	 в  другой	 (Extract,	
transform,	 load,	 ETL)	 может	 создавать	 такой	 моментальный	 снимок	 данных	
и тем	самым	создавать	новую	совокупность.

Совокупность	может	реплицировать	существующие	записи	данных.	Как	по-
казано	ниже,	export-1	содержит	данные	из	предыдущей	совокупности	export-0,	
а также	вновь	созданные	записи,	которые	были	добавлены	после	export-0:

└── data
├── export-0
│  └─ 20k-consumer-complaints.csv
├── export-1
│  └─ 24k-consumer-complaints.csv
└── export-2
   └─ 26k-consumer-complaints.csv

Теперь	 мы	 можем	 указать	 шаблоны	 совокупностей.	 Конфигурация	 входа	
принимает	 поле	 для	 подстановки	 {SPAN},	 которое	 представляет	 собой	 число	
(0,  1,	 2,…),	 показанное	 в нашей	 структуре	 каталогов.	При	 заданной	 входной	
конфигурации	компонент	ExampleGen	теперь	выбирает	«последнюю»	совокуп-
ность.	В нашем	примере	это	будут	данные,	доступные	в каталоге	export-2.

from tfx.components import CsvExampleGen
from tfx.proto import example_gen_pb2
from tfx.utils.dsl_utils import external_input

base_dir = os.getcwd()
data_dir = os.path.join(os.pardir, "data")

input = example_gen_pb2.Input(splits=[ 
    example_gen_pb2.Input.Split(pattern='export-{SPAN}/*')
])

examples = external_input(os.path.join(base_dir, data_dir)) 
example_gen = CsvExampleGen(input=examples, input_config=input) 
context.run(example_gen)
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Разумеется,	 в  определениях	 входа	 также	 могут	 содержаться	 определения	
подкаталогов,	если	данные	уже	разделены.

input = example_gen_pb2.Input(splits=[ 
    example_gen_pb2.Input.Split(name='train',
                                pattern='export-{SPAN}/train/*'), 
    example_gen_pb2.Input.Split(name='eval',
                                pattern='export-{SPAN}/eval/*')
])

Управление версиями наборов данных
В	конвейерах	машинного	обучения	необходимо	отслеживать	версии	создан-
ных	моделей	совместно	с обучающими	наборами	данных,	которые	использо-
вались	для	обучения	этих	моделей.	Для	этого	пригодится	механизм	управле-
ния	версиями	наших	наборов	данных.

Управление	версиями	данных	позволяет	нам	отслеживать	полученные	дан-
ные	с более	высокой	степенью	детализации.	Это	означает,	что	мы	не просто	
сохраняем	имя	файла	и путь	к загруженным	данным	в хранилище	метаданных	
MetadataStore	(потому	что	в настоящее	время	он	поддерживается	компонен-
тами	TFX),	но	также	отслеживаем	больше	метаинформации	о необработанном	
наборе	данных,	например	хеш	полученных	данных.	Такой	способ	реализации	
отслеживания	версий	позволит	нам	убедиться,	что	набор	данных,	используе-
мый	во	время	обучения,	по-прежнему	будет	набором	данных,	используемым	
в  более	 поздний	момент	 времени.	Подобная	 возможность	 имеет	 решающее	
значение	для	воспроизводимости	непрерывного	машинного	обучения.

Однако	эта	функция	в настоящее	время	не поддерживается	компонентом	
TFX	ExampleGen.	Если	вы	хотите	изменить	версии	своих	наборов	данных,	то	
можете	использовать	сторонние	инструменты	управления	версиями	данных	
и  определять	 версию	 данных	 до	 того,	 как	 наборы	 данных	 будут	 загружены	
в конвейер.

Если	вы	хотите	изменить	версии	своих	наборов	данных,	можете	использо-
вать	один	из	следующих	инструментов.

Data Version Control (DVC)
DVC –	 это	 система	 управления	 версиями	 с  открытым	исходным	кодом	
для	проектов	машинного	обучения.	Он позволяет	хранить	версии	хешей	
ваших	 наборов	данных,	 а  не	 размещать	 весь	 набор	данных	 в  качестве	
очередной	версии.	Таким	образом,	состояние	набора	данных	отслежива-
ется	(например,	через	git),	но	целиком	весь	набор	данных		не хранится	
в репозитории.

Pachyderm
Pachyderm –	это	платформа	машинного	обучения	с открытым	исходным	
кодом,	работающая	поверх	Kubernetes.	Она	развивалась	на	основе	концеп-
ции	управления	версиями	для	данных	(«Git	для	данных»),	но	теперь	рас-
ширилась	до	всей	платформы	данных,	включая	оркестрацию	конвейера	на	
основе	версий	данных.
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Стратегии загрузки Данных
До	сих	пор	мы	обсуждали	различные	способы	ввода	данных	в наши	конвейе-
ры	машинного	обучения.	Если	вы	начинаете	совершенно	новый	проект,	выбор	
правильной	 стратегии	 загрузки	 данных	может	 дать	 поистине	 потрясающий	
эффект.	В следующих	разделах	мы	рассмотрим	несколько	стратегий	для	трех	
типов	данных:	структурированных,	текстовых	и графических.

Структурированные данные
Структурированные	данные	часто	хранятся	в базе	данных	или	на	диске	в виде	
файлов,	имеющих	формат,	совместимый	с табличными	данными.	Если	данные	
находятся	в базе	данных,	мы	можем	либо	экспортировать	их	в файлы	в форма-
те	CSV,	либо	использовать	напрямую	с помощью	компонента	PrestoExampleGen 
или	BigQueryExampleGen	(если	соответствующие	службы	доступны).

Данные,	хранящиеся	на	диске	в файлах,	форматы	которых	поддерживают	
табличные	данные,	должны	быть	преобразованы	в файлы	в формате	CSV,	а за-
тем	переданы	в конвейер	с помощью	компонента	CsvExampleGen.

Если	объем	данных	превышает	несколько	сотен	мегабайт,	мы	должны	поза-
ботиться	о преобразовании	данных	в TFRecords	или	сохранении	их	с помощью	
Apache	Parquet.

Текстовые данные для задач обработки естественного 
языка
Массивы	текста	могут	 увеличиваться	 в  объеме,	 достигая	 значительных	 раз-
меров.	 Для	 эффективной	 загрузки	 таких	 наборов	 данных	 мы	 рекомендуем	
преобразовать	наборы	данных	в TFRecords	или	Apache	Parquet.	Использова-
ние	постоянных	типов	файлов	данных	 обеспечивает	 эффективную	и после-
довательную	загрузку	используемых	документов.	Вы также	можете	загружать	
текстовые	массивы	из	базы	данных;	однако	мы	рекомендуем	учитывать	стои-
мость	сетевого	трафика	и другие	возможные	ограничения.

Графические данные для задач компьютерного зрения
Мы	 рекомендуем	 преобразовывать	 наборы	 графических	 данных	 из	 файлов	
графических	 форматов	 в  TFRecords,	 однако	 не  декодировать	 изображения.	
Любое	декодирование	сильно	сжатых	изображений	только	увеличивает	объ-
ем	 памяти,	 необходимый	 для	 хранения	 промежуточных	 записей	 tf.Example.	
Сжатые	изображения	могут	быть	сохранены	в виде	байтовых	строк	в записях	
tf.Example:

import tensorflow as tf

base_path = "/path/to/images" filenames = os.listdir(base_path)

def generate_label_from_path(image_path):
...
    return label
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def _bytes_feature(value):
    return tf.train.Feature(bytes_list=tf.train.BytesList(value=[value]))

def _int64_feature(value):
    return tf.train.Feature(int64_list=tf.train.Int64List(value=[value])) 
tfrecord_filename = 'data/image_dataset.tfrecord'

with tf.io.TFRecordWriter(tfrecord_filename) as writer:
    for img_path in filenames:
        image_path = os.path.join(base_path, img_path)
        try:
            raw_file = tf.io.read_file(image_path)
        except FileNotFoundError:
            print("File {} could not be found".format(image_path))
            continue
        example = tf.train.Example(features=tf.train.Features(feature={ 
            'image_raw': _bytes_feature(raw_file.numpy()),
            'label': _int64_feature(generate_label_from_path(image_path))
        }))
        writer.write(example.SerializeToString())

Приведенный	выше	пример	кода	считывает	изображения	из	каталога,	раз-
мещенного	в указанном	каталоге,	путь	к которому	задается	как	/path/to/images,	
и преобразует	их	в байтовую	строку	tf.Example.	В данный	момент,	на	текущем	
этапе	работы	конвейера,	мы	не обрабатываем	наши	изображения.	Несмотря	
на	то	что	мы	могли	бы	сэкономить	значительный	объем	памяти,	нам	придется	
выполнить	эти	задачи	на	более	поздних	этапах	работы	конвейера.	Отсутствие	
предварительной	 обработки	 на	 этом	 этапе	 помогает	 нам	 избежать	 ошибок	
и возможного	отклонения	обучения/обслуживания	в дальнейшем.	

Мы	 храним	 необработанное	 изображение	 вместе	 с  метками	 в  файле	
tf.Examples.	В нашем	примере	мы	получаем	метку	для	каждого	изображения	
из	имени	файла	с помощью	функции	generate_label_from_path.	Генерация	меток	
зависит	от	набора	данных;	поэтому	мы	не включали	ее	в этот	пример.

После	преобразования	изображений	в файлы	TFRecord	мы	можем	эффек-
тивно	 использовать	 наборы	 данных	 при	 помощи	 компонента	 ImportExample-
Gen	и применять	те	же	стратегии,	которые	мы	обсуждали	в разделе	«Импорт	
сущест	вующих	файлов	TFRecord»	в этой	главе.

резюме
В	этой	главе	мы	обсудили	различные	способы	ввода	данных	в наш	конвейер	ма-
шинного	обучения.	Мы уделили	особое	внимание	случаям	использования	набо-
ров	данных,	хранящихся	на	диске,	а также	в базах	данных.	В процессе	мы	также	
обсудили,	что	принятые	записи	данных	конвертируются	в tf.Example	(хранятся	
в файлах	TFRecord)	для	использования	нижестоящими	компонентами.

В	следующей	главе	мы	рассмотрим,	как	мы	можем	использовать	сгенериро-
ванные	записи	tf.Example	на	этапе	проверки	данных	конвейера.
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Глава 4
Проверка данных

В	главе	3	мы	обсудили,	как	можем	загружать	данные	из	различных	источников	
в наш	конвейер.	В этой	главе	мы	переходим	к проверке	данных	перед	их	ис-
пользованием,	как	показано	на	рис. 4.1.

Загрузка 
данных

Проверка 
данных

Предваритель-
ная обработка 

данных

Обучение 
модели

Анализ 
и проверка 

модели

Разверты-
вание 

модели

Хранилище 
метаданных

Базы данных

Петли обратной связи

Оркестровка 
конвейера машинного 
обучения

Рис. 4.1.	Проверка данных как часть конвейера машинного обучения

Данные	являются	основой	каждой	модели	машинного	обучения,	а полез-
ность	 и  качество	 модели	 зависят	 от	 данных,	 используемых	 для	 обучения,	
проверки	 и  анализа	модели.	 Как	 вы	 понимаете,	 без	 надежных	данных	мы	
не сможем	построить	надежные	модели.	В разговорной	речи	вы,	возможно,	
слышали	фразу	«мусор	на	входе,	мусор	на	выходе»,	означающий,	что	наши	
модели	не будут	работать,	 если	базовые	данные	не проверены.	Это	точная	
цель	нашего	первого	шага	рабочего	процесса	в конвейере	машинного	обуче-
ния:	проверка	данных.

В	этой	главе	мы	сначала	объясним	идею	проверки	данных,	а затем	позна-
комим	 вас	 с  пакетом	 Python	 из	 экосистемы	 TensorFlow	 Extended,	 который	
называется	Tensor	Flow	Data	Validation	 (TFDV).	Мы покажем,	как	вы	можете	
настроить	пакет	в проектах	по	науке	о данных,	проведем	вас	через	распро-
страненные	варианты	использования	и выделим	некоторые	весьма	полезные	
рабочие	процессы.

На	этапе	проверки	данных	проверяется,	соответствуют	ли	данные	в конвейе-
рах	ожиданиям,	появляющимся	на	этапе	разработки	функций.	На этом	этапе	
также	выполняется	сравнение	нескольких	наборов	данных	и определяется,	из-
меняются	ли	ваши	данные	с течением	времени,	например	ваши	обучающие	
данные	могут	значительно	отличаться	от	новых	данных,	используемых	в ва-
шей	модели	для	формирования	выводов	и заключений.



В	конце	главы	мы	интегрируем	наш	первый	шаг	рабочего	процесса	в кон-
вейер	TFX.

Для чегО нужна прОверка Данных?
В	машинном	обучении	мы	строим	обучение	на	основе	определенных	законо-
мерностей	в наборах	данных	и обобщаем	эти	знания.	Это	означает,	что	наборы	
данных	играют	важнейшую	роль	в рабочих	процессах	машинного	обучения,	
и качество	данных	становится	основополагающим	фактором	успеха	проектов	
машинного	обучения.	

Каждый	шаг	 рабочего	процесса	 в жизненном	цикле	машинного	 обучения	
определяет,	может	ли	рабочий	процесс	перейти	к следующему	шагу	или	нужно	
прервать	и перезапустить	 весь	 рабочий	процесс,	 например	предоставив	до-
полнительные	 обучающие	 данные.	 Проверка	 данных  –	 очень	 важный	 этап,	
поскольку	в процессе	проверки	отслеживаются	изменения	в данных,	загружа-
емых	в конвейер	машинного	обучения,	прежде	чем	процесс	перейдет	к трудо-
емким	этапам	предварительной	обработки	и обучения.

Если	нашей	целью	является	автоматизация	обновлений	модели	машинно-
го	обучения,	проверка	данных	имеет	первостепенное	значение.	В частности,	
когда	мы	говорим	о проверке,	то	имеем	в виду	три	различных	шага	проверки	
данных:

	� проверьте	данные	на	присутствие	аномалий	данных;
	� убедитесь,	что	схема	данных	не изменилась;
	� убедитесь,	 что	 параметры	 статистики	 для	 новых	 наборов	 данных	 по-
прежнему	совпадают	с соответствующими	параметрами	статистики	для	
наших	предыдущих	обучающих	наборов	данных.

В	процессе	проверки	данных	выполняются	все	эти	типы	проверок	и выяв-
ляются	любые	несоответствия	или	ошибки.	Если	обнаружено	несоответствие	
либо	ошибка,	мы	можем	остановить	рабочий	процесс	и скорректировать	дан-
ные	вручную,	например	обработав	новый	набор	данных.

Также	бывает	полезно	вернуться	к этапу	проверки	данных	из	этапа	обра-
ботки	данных,	следующего	этапа	в конвейере	машинного	обучения.	В процес-
се	 проверки	 генерируются	данные	 статистики	 на	 основе	 признаков	данных	
и выделяются	ситуации,	когда	какой-либо	признак	содержит	большой	процент	
пропущенных	значений	или	когда	признаки	сильно	коррелированы.	Эта	ин-
формация	потребуется	вам	на	этапе	принятия	решения	о том,	какие	признаки	
нужно	выбирать	на	 этапе	предварительной	обработки	и какой	должна	быть	
предварительная	обработка	данных.

Проверка	данных	позволяет	сравнивать	статистические	показатели	для	раз-
ных	наборов	данных.	Этот	простой	шаг	может	помочь	вам	в отладке	и устра-
нении	проблем	в модели.	Например,	проверка	данных	может	сравнивать	ста-
тистические	показатели	 ваших	 обучающих	и  контрольных	данных.	Добавив	
всего	лишь	несколько	строк	кода,	вы	заметите	огромную	разницу.	Вы можете	
обучить	модель	бинарной	классификации	с идеальным	распределением	меток	
50/50	(50 %	положительных	и 50 %	отрицательных	меток),	но	в вашем	конт-
рольном	наборе	распределение	будет	отличаться	от	50/50.	Это	различие	в ко-
нечном	итоге	искажает	ваши	контрольные	показатели.
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В	 мире,	 где	 наборы	 данных	 постоянно	 растут,	 проверка	 данных	 име-
ет	 решающее	 значение,	 позволяя	 убедиться,	 что	 наши	модели	машинного	
обуче	ния	все	еще	соответствуют	поставленной	задаче.	Поскольку	мы	можем	
сравнивать	схемы,	мы	можем	быстро	определить,	изменилась	ли	структура	
данных	во	вновь	полученных	наборах	данных,	например	когда	определен-
ный	признак	устарел.	Проверка	данных	также	может	обнаружить	ситуацию,	
когда	ваши	данные	начинают	дрейфовать.	 	Это	означает,	что	вновь	собран-
ные	данные	имеют	другую	базовую	статистику,	нежели	исходный	набор	дан-
ных,	используемый	для	обучения	вашей	модели.	Этот	дрейф	может	означать,	
что	вам	нужно	выбрать	новые	признаки	или	что	необходимо	обновить	эта-
пы	предварительной	обработки	данных	 (например,	если	минимальное	или	
максимальное	значение	столбца,	содержащего	численные	значения,	изменя-
ется).	Дрейф	может	происходить	по	ряду	причин:	тренд,	лежащий	в основе	
данных,	сезонные	изменения	данных	или	наличие	петли	обратной	связи.	Эти	
вопросы	будут	обсуждаться	в главе	13.

В	следующих	разделах	мы	рассмотрим	различные	варианты	использования,	
о которых	мы	только	что	рассказали.	Однако	перед	этим	давайте	рассмотрим	
предварительные	шаги	установки,	необходимые,	чтобы	запустить	TFDV.

TFdV
В	состав	экосистемы	TensorFlow	входит	инструмент,	который	помогает	в про-
верке	данных;	это	TFDV.	TFDV –	часть	проекта	TFX.	TFDV	позволяет	выполнять	
анализ,	о котором	мы	уже	говорили	ранее	(например,	создание	схем	и провер-
ка	новых	данных	на	соответствие	существующей	схеме).	Он также	предлагает	
инструменты	визуализации,	входящие	в состав	проекта	Facets	в Google	PAIR.	
На рис. 4.2	показано,	как	выглядят	эти	инструменты.

TFDV	 принимает	 два	 входных	 формата	 для	 запуска	 проверки	 данных:	
TFRecord	(внутренний	формат	TensorFlow)	и файлы	CSV.	Как	и другие	компо-
ненты	TFX,	он	управляет	задачами	анализа	с помощью	Apache	Beam.
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Рис. 4.2.	Экранный снимок средства визуализации TFDV

Установка
Если	мы	установили	пакет	tfx	так,	как	это	было	описано	в главе	2,	то	пакет	про-
верки	данных	TFDV	уже	был	установлен	как	зависимый	пакет.	В случае	если	
мы	хотим	использовать	TFDV	как	отдельный	пакет,	мы	можем	установить	его,	
выполнив	следующую	команду:

$ pip install tensorflow-data-validation

После	установки	tfx	или	tensorflow-data-validation	мы	можем	интегрировать	
нашу	проверку	данных	в рабочие	процессы	машинного	обучения	или	визуаль-
но	анализировать	наши	данные	в Jupyter	Notebook.	В следующих	разделах	мы	
рассмотрим	несколько	примеров.

Генерация статистических показателей для набора данных
В	качестве	первого	шага	в нашем	процессе	проверки	данных	мы	получим	не-
которую	сводную	статистику	для	наших	данных.	Например,	мы	можем	загру-
зить	данные	CSV,	содержащие	жалобы	потребителей,	напрямую	в TFDV	и полу-
чить	статистические	показатели	для	каждого	признака:
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import tensorflow_data_validation as tfdv
stats = tfdv.generate_statistics_from_csv(
 
    data_location='/data/consumer_complaints.csv', 
    delimiter=',')

Аналогичным	образом	мы	можем	получить	статистические	показатели	для	
признаков	из	TFRecords:

stats = tfdv.generate_statistics_from_tfrecord( 
    data_location='/data/consumer_complaints.tfrecord')

О	том,	как	создавать	файлы	TFRecord,	рассказывалось	в главе	3.
Оба	метода	TFDV	генерируют	структуру	данных,	в которой	хранятся	такие	

метрики,	как	минимальные,	максимальные	и средние	значения.
Структура	данных	выглядит	следующим	образом:

datasets { 
    num_examples: 66799 
    features {
        type: STRING 
        string_stats {
            common_stats { 
                num_non_missing: 66799
                min_num_values: 1
                max_num_values: 1
                avg_num_values: 1.0 
                num_values_histogram {
                    buckets { low_value: 1.0
                    high_value: 1.0
                    sample_count: 6679.9

...
}}}}}}

Для	числовых	значений	TFDV	вычисляет	следующие	параметры:
	� общее	число	записей	данных;
	� процент	пропущенных	записей	данных;
	� среднее	значение	и стандартное	отклонение	для	признака;
	� минимальное	и максимальное	значения	для	признака;
	� процент	нулевых	значений	для	признака.

Кроме	 того,	 TensorFlow	 Data	Validation	 строит	 гистограмму	 значений	 для	
каждого	признака.

Для	категориальных	признаков	TFDV	вычисляет	следующие	показатели	ста-
тистики:

	� общее	число	записей	данных;
	� процент	пропущенных	записей	данных;
	� количество	уникальных	записей;
	� среднюю	длину	строки	всех	записей	признака;
	� для	каждой	категории	TFDV	определяет	число	образцов	для	каждой	мет-
ки	и ее	ранг.
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Сейчас	вы	увидите,	как	мы	можем	превратить	эти	показатели	в нечто	по-
лезное.

Генерация схемы на основе данных
После	 генерации	 сводной	 статистики	 для	 данных	 следующим	 шагом	 будет	
создание	схемы	нашего	набора	данных.	Схема	данных –	это	форма	описания	
представления	 ваших	 наборов	 данных.	 Схема	 определяет,	 какие	 признаки	
ожидаются	в вашем	наборе	данных	и к	какому	типу	относится	каждый	при-
знак.	Кроме	того,	ваша	схема	должна	определять	границы	ваших	данных	(на-
пример,	выделение	минимумов,	максимумов,	пороговых	значений	допусти-
мых	пропущенных	записей	для	объекта).

Затем	определение	схемы	вашего	набора	данных	можно	использовать	для	
проверки	будущего	набора	данных,	чтобы	определить,	соответствуют	ли	они	
вашим	 предыдущим	 обучающим	 наборам.	 Схемы,	 сгенерированные	 TFDV,	
также	можно	использовать	на	следующем	шаге	рабочего	процесса,	когда	вы	
будете	предварительно	 обрабатывать	 свои	наборы	данных,	 чтобы	преобра-
зовать	их	в данные,	которые	можно	использовать	для	обучения	моделей	ма-
шинного	обучения.

Как	показано	в примере	ниже,	вы	можете	сгенерировать	описание	схемы	из	
полученных	данных	статистики	с помощью	одного	вызова	функции:

schema = tfdv.infer_schema(stats)

tfdv.infer_schema генерирует протокол схемы, определенный TensorFlow1

feature {
  name: "product" 
  type: BYTES 
  domain: "product" 
  presence {
    min_fraction: 1.0
    min_count: 1
  }
  shape { 
    dim {
      size: 1
    }
  }
}

Вы	можете	отобразить	схему	с помощью	одного	вызова	функции	в любом	
блокноте	Jupyter	Notebook.

tfdv.display_schema(schema)

1	 Определения	буферов	протокола	для	протокола	схемы	можно	найти	в репозитории	
TensorFlow:	 https://github.com/tensorflow/metadata/blob/master/tensorflow_metadata/
proto/v0/schema.proto.
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Результат	выполнения	этой	команды	показан	на	рис. 4.3.

Рис. 4.3.	Экранный снимок визуализации схемы

В	этой	таблице	Presence	означает,	должен	ли	признак	присутствовать	в 100 %	
образцов	 данных	 (required)	 или	 нет	 (optional).	 Valency	 означает	 количество	
значений,	необходимых	для	каждого	обучающего	примера.	Для	категориаль-
ных	признаков	single	будет	означать,	что	каждый	обучающий	пример	должен	
иметь	ровно	одну	категорию	для	данного	признака.

Сгенерированная	 здесь	 схема	 может	 отличаться	 от	 реальной,	 потому	 что	
она	предполагает,	что	текущий	набор	данных	в точности	такой	же,	как	и все	
будущие	данные.	Если	некоторый	признак	будет	присутствовать	во	всех	обуча-
ющих	примерах	в этом	наборе	данных,	он	будет	отмечен	как	обязательный,	
но	на	самом	деле	он	может	быть	необязательным.	О том,	как	обновить	схему	
в соответствии	с вашими	собственными	знаниями	о наборе	данных,	будет	рас-
сказываться	в разделе	«Обновление	схемы».

Теперь,	когда	схема	определена,	мы	можем	пойти	дальше	и сравнить	наши	
обучающие	или	оценочные	наборы	данных	или	проверить	наши	наборы	дан-
ных	на	наличие	ошибок,	которые	могут	повлиять	на	нашу	модель.

раСпОзнавание ОшибОк в Данных
В	 предыдущих	 разделах	мы	 обсуждали,	 как	 генерировать	 статистические	
показатели	и  схему	для	наших	данных.	Они	 описывают	наши	данные,	 но	
не обнаруживают	потенциальных	проблем	с ними.	В следующих	разделах	
мы	посмотрим,	как	TFDV	может	помочь	нам	выявлять	проблемы	в наших	
данных.	
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Сравнение наборов данных
Предположим,	у нас	имеется	два	набора	данных:	обучающий	и контрольный	
наборы.	 Прежде	 чем	 приступить	 к  обучению	 нашей	 модели,	 мы	 хотели	 бы	
определить,	насколько	репрезентативен	контрольный	набор	данных	по	отно-
шению	к обучающему	набору.	Соответствуют	ли	контрольные	данные	нашей	
схеме	обучающих	данных?	Отсутствуют	ли	в наборе	данных	какие-либо	столб-
цы	признаков	или	значительное	количество	значений	признаков?	Используя	
TFDV,	мы	можем	быстро	получить	ответ.

Как	показано	в следующем	примере,	мы	можем	загрузить	оба	набора	дан-
ных	и затем	визуализировать	их	вместе.	Если	мы	запустим	приведенный	ниже	
код	в Jupyter	Notebook,	то	сможем	легко	сравнить	статистические	показатели	
для	двух	наборов	данных.

train_stats = tfdv.generate_statistics_from_tfrecord( 
    data_location=train_tfrecord_filename)
val_stats = tfdv.generate_statistics_from_tfrecord( 
    data_location=val_tfrecord_filename)

tfdv.visualize_statistics(lhs_statistics=val_stats, rhs_statistics=train_stats,
                          lhs_name='VAL_DATASET', rhs_name='TRAIN_DATASET')

Рисунок	4.4	иллюстрирует	разницу	между	двумя	наборами	данных.	Напри-
мер,	контрольный	набор	данных	(содержащий	4998	записей)	имеет	более	низ-
кую	частоту	пропущенных	значений	sub_issue.	Это	может	означать	отклонение	
данного	признака	от	обучающих	данных.	Что	еще	более	важно,	визуализация	
подчеркнула,	что	более	половины	всех	записей	не содержат	данных	sub_issue.	
Если	sub_issue	является	важным	признаком	для	обучения	модели,	мы	должны	
исправить	наши	методы	сбора	данных,	чтобы	собрать	новые	данные	с учетом	
выявленной	проблемы.

Схема	 обучающих	 данных,	 которую	 мы	 генерировали	 ранее,	 теперь	 при-
нимает	очень	удобный	вид.	TFDV	позволяет	нам	проверять	любую	статистику	
данных	по	схеме	и сообщает	о любых	аномалиях.
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Рис. 4.4.	Сравнение обучающего и контрольного наборов данных

Аномалии	можно	обнаружить	с помощью	следующего	кода:

anomalies = tfdv.validate_statistics(statistics=val_stats, schema=schema)

Затем	мы	можем	отобразить	аномалии	с помощью

tfdv.display_anomalies(anomalies)

В	результате	выполнения	этой	команды	мы	получим	результат,	показанный	
на	рис. 4.5.

Рис. 4.5.	Визуализация аномалий в Jupyter Notebook

Следующий	 пример	 кода	 показывает	 основной	 протокол	 аномалий.	 Про-
токол	содержит	полезную	информацию,	которую	мы	можем	использовать	для	
автоматизации	нашего	процесса	машинного	обучения.	

anomaly_info { 
  key: "company" 
  value {
    description: "The feature was present in fewer examples than expected." 
    severity: ERROR
    short_description: "Column dropped" 
    reason {
      type: FEATURE_TYPE_LOW_FRACTION_PRESENT
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      short_description: "Column dropped"
      description: "The feature was present in fewer examples than expected."
    }
    path {
      step: "company"
    }
  }
}

Обновление схемы
Протокол	аномалий,	приведенный	выше,	показывает	нам,	как	обнаружить	от-
клонения	от	схемы,	автоматически	генерируемые	из	нашего	набора	данных.	
Но другой	вариант	использования	TFDV –	это	ручная	настройка	схемы	в со-
ответствии	с нашими	знаниями	в предметной	области,	к которой	относятся	
данные.	Взяв	признак	sub_issue,	как	описано	выше,	мы	принимаем	решение:	
если	мы	решили,	что	нам	нужно,	чтобы	этот	признак	присутствовал	в >	90 %	
наших	обучающих	выборок,	то	можем	обновить	схему,	чтобы	выполнить	это	
требование.

Во-первых,	нам	нужно	загрузить	схему	из	ее	местоположения:

schema = tfdv.load_schema_text(schema_location)

Затем	мы	обновляем	этот	конкретный	признак,	требуя,	чтобы	он	был	обяза-
тельным	в 90 %	случаев:

sub_issue_feature = tfdv.get_feature(schema, 'sub_issue') 
sub_issue_feature.presence.min_fraction = 0.9

Мы	также	можем	обновить	список	штатов,	чтобы	удалить	штат	Аляска:

state_domain = tfdv.get_domain(schema, 'state') 
state_domain.value.remove('AK')

Теперь,	когда	мы	привели	схему	в порядок,	мы	записываем	файл	схемы	в его	
сериализованное	местоположение:

tfdv.write_schema_text(schema, schema_location)

Затем	 нам	 необходимо	 повторно	 проверить	 статистические	 показатели,	
чтобы	просмотреть	обновленные	данные	об	аномалиях:

updated_anomalies = tfdv.validate_statistics(eval_stats, schema) 
tfdv.display_anomalies(updated_anomalies)

Таким	образом,	мы	можем	корректировать	аномалии	до	тех	пор,	пока	не по-
лучим	значения,	подходящие	для	нашего	набора	данных1.

1	 Вы	 можете	 настроить	 схему	 таким	 образом,	 чтобы	 в  среде	 обучения	 и  про-
мышленной	 среде	 использовались	 различные	 признаки.	 Для	 получения	 более	
подробной	 информации	 обратитесь	 к  документации,	 размещенной	 по	 ссылке	 
https://www.tensorflow.org/tfx/data_validation/get_started#schema_environments.
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Отклонения и дрейф данных 
TFDV	предоставляет	встроенный	«компаратор	отклонений»,	который	обнару-
живает	большие	различия	между	статистическими	показателями	двух	набо-
ров	данных.	Это	не статистическое	определение	расфазировки	данных	(набор	
данных,	 который	 асимметрично	 распределен	 вокруг	 своего	 среднего	 значе-
ния).	В TFDV	отклонение	определяется	как	L-норма	по	бесконечности	между	
serve_statistics	 двух	 наборов	 данных.	 Если	 разница	 между	 двумя	 наборами	
данных	превышает	ваш	порог	L1-нормы	по	бесконечности	для	данной	функ-
ции,	TensorFlow	Data	Validation	выделяет	ее	как	аномалию,	используя	способ	
обнаружения	аномалии,	описанный	ранее	в этой	главе.

L-норма по бесконечности
L-норма	по	бесконечности –	это	выражение	для	определения	разни-
цы	между	двумя	векторами	(в нашем	случае	это	действующая	статис-
тика).	L-норма	по	бесконечности	определяется	как	максимальное	аб-
солютное	значение	записей	вектора.
Например,	L-норма	по	бесконечности	вектора	[3,	–10,	–5]	равна	10.	
Нормы	часто	используются	для	сравнения	векторов.	Если	мы	хотим	
сравнить	векторы	[2,	4,	–1]	и [9,	1,	8],	то	сначала	вычисляем	их	раз-
ность,	которая	составляет	[–7,	3,	–9],	а затем	вычисляем	L-норму	по	
бесконечности	этого	вектора,	которая	равна	9.
В	случае	TFDV	два	вектора	представляют	собой	сводную	статистику	
двух	наборов	данных.	Возвращенная	норма –	это	самая	большая	раз-
ница	между	этими	двумя	наборами	статистических	данных.
Приведенный	ниже	фрагмент	кода	показывает,	как	можно	сравнить	
расхождение	между	наборами	данных:

tfdv.get_feature(schema,
                 'company').skew_comparator.infinity_norm.threshold = 0.01 
skew_anomalies = tfdv.validate_statistics(statistics=train_stats,
                                          schema=schema, 
                                          serving_statistics=serving_stats)

На	рис. 4.6	показан	результат	выполнения	приведенного	выше	кода.

Рис. 4.6.	Визуализация расхождения данных между 
обучающим и основным наборами данных

TFDV	также	предоставляет	компонент	drift_comparator	для	сравнения	статис-
тики	двух	наборов	данных	одного	типа,	например	двух	обучающих	наборов,	
собранных	в два	разных	дня.	Если	обнаружен	«дрейф»,	аналитик	данных	дол-
жен	проверить	либо	архитектуру	модели,	либо	определить,	нужно	ли	снова	вы-
полнять	конструирование	признаков.
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Как	и в	приведенном	выше	примере	с отклонением	данных,	вы	определяе-
те	свой	drift_comparator	для	признаков,	которые	вы	хотели	бы	просматривать	
и сравнивать.	Затем	вы	можете	вызвать	validate_statistics,	используя	два	ва-
рианта	данных	статистики	для	набора	данных	в качестве	аргументов:	один –	
для	ваших	основных	данных	 (например,	 вчерашнего	набора	данных)	и дру-
гой –	 вариант	данных	 статистики	для	 набора	данных,	 с  которым	 вы	 хотите	
выполнить	сравнение	(например,	сегодняшний	набор	данных).

tfdv.get_feature(schema,
                 'company').drift_comparator.infinity_norm.threshold = 0.01 
drift_anomalies = tfdv.validate_statistics(statistics=train_stats_today,
                                           schema=schema, 
                                           previous_statistics=\
                                               train_stats_yesterday)

Результаты	выполнения	этого	фрагмента	кода	приведены	на	рис. 4.7.

Рис. 4.7.	Визуализация дрейфа данных между двумя обучающими наборами

L-норма	по	бесконечности	в skew_comparator	и drift_comparator	удобна	для	де-
монстрации	 больших	 различий	между	 нашими	наборами	данных,	 особенно	
тех,	которые	могут	показать	нам,	что	что-то	не так	с нашим	процессом	сбора	
данных.	Поскольку	L-норма	по	бесконечности	возвращает	только	одно	число,	
схема	может	оказаться	более	полезна	при	обнаружении	различий	между	на-
борами	данных.

Наборы данных с систематической ошибкой выборки
Другая	потенциальная	проблема	с нашим	входным	набором	данных –	это	на-
личие	 систематической	 ошибки	 выборки,	 или	 асимметричность	 («предвзя-
тость»).	Мы определяем	систематическую	ошибку	выборки	(асимметричность)	
как	данные,	которые	в некотором	роде	не соответствуют	картине	реального	
мира.	 Это	 ситуация,	 противоположная	 симметричности	 («справедливости»),	
которую	мы	определяем	как	предсказания,	сделанные	нашей	моделью,	оказы-
вающие	разнородное	воздействие	на	различные	группы	людей.

Систематическая	ошибка	может	быть	привнесена	в наши	данные	различны-
ми	способами.	Наш	набор	данных	всегда	является	лишь	некоторым	подмно-
жеством	данных	реального	мира –	мы	не можем	надеяться	 собрать	полную	
информацию	обо	всем.	То,	как	мы	выбираем	данные	реального	мира,	всегда	
некоторым	 образом	 несет	 в  себе	 определенную	 предвзятость.	 Один	 из	 ти-
пов	асимметричности,	который	мы	можем	проверить, –	это	систематическая 
ошибка выбора:	распределение	нашего	набора	данных	не совпадает	с распре-
делением	данных	в реальном	мире.

Мы	можем	использовать	TFDV	для	проверки	смещения	выбора	с исполь-
зованием	визуализации	данных	статистики,	которую	мы	описали	выше.	На-
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пример,	если	наш	набор	данных	содержит	пол	как	категориальный	признак,	
мы	можем	убедиться,	что	он	не смещен	в сторону	признака	«мужской».	В на-
шем	наборе	данных,	относящихся	к потребителям,	мы	имеем	категориаль-
ный	признак	State.	В идеале	распределение	количества	выборок	по	различ-
ным	штатам	США	должно	отражать	относительную	численность	населения	
в каждом	штате.	

На	рис. 4.8	мы	можем	видеть,	что	это	не так	(например,	в Техасе,	находящем-
ся	на	3-м	месте,	население	больше,	чем	во	Флориде,	находящейся	на	2-м месте).	
Если	мы	обнаружим	этот	тип	систематической	ошибки	в наших	данных	и счи-
таем,	что	эта	систематическая	ошибка	может	негативно	повлиять	на	точность	
нашей	модели,	мы	можем	вернуться	и собрать	больше	данных	или	сузить/рас-
ширить	выборку	наших	данных	для	получения	правильного	распределения.

Рис. 4.8.	Визуализация систематической ошибки для конкретного признака  
в нашем наборе данных

Вы	также	можете	использовать	протокол	аномалий,	о котором	рассказывалось	
выше,	для	автоматических	предупреждений	о подобных	проблемах.	Используя	
знание	предметной	области,	к которой	относится	ваш	набор	данных,	вы	можете	
установить	ограничения	для	числовых	значений,	которые	будут	означать,	что	
ваш	набор	данных	настолько	объективен,	насколько	это	возможно,		например	
если	 ваш	 набор	данных	 содержит	 заработную	 плату	 людей	 в  виде	 числового	
признака,	вы	можете	установить,	что	среднее	значение	функции	реалистично.

Для	получения	более	подробной	информации	и знакомства	с определени-
ем	 систематической	 ошибки	 просмотрите	 Google’s	 Machine	 Learning	 Crash	
Course	(Ускоренный	курс	машинного	обучения	Google,	доступный	по	ссылке	
https://developers.google.com/machine-learning/crash-course/fairness/types-of-
bias),	который	содержит	множество	полезных	материалов.

Получение среза данных в TFDV
Мы	 также	 можем	 использовать	 TFDV	 для	 получения	 среза	 наборов	 данных 
по	выбранным	нами	признакам,	чтобы	показать,	являются	ли	они	наборами	
с систематической	ошибкой	выборки.	Это	похоже	на	вычисление	достоверно-
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сти	модели	на	объектах,	использующих	срезы	данных,	которое	мы	описыва-
ем	в главе	7.	Например,	способ	привнесения	систематической	ошибки	в наши	
данные,	который	бывает	непросто	обнаружить, –	это	отсутствие	данных.	Если	
данные	пропущены	не в случайном	порядке,	они	могут	чаще	отсутствовать	для	
определенной	группы	людей	в наборе	данных.	Это	может	означать,	что	при	
обуче	нии	окончательной	модели	ее	точность	для	этих	групп	ухудшается.

В	этом	примере	мы	рассмотрим	данные	из	разных	штатов	США.	Мы можем	
определить	срез	данных	так,	чтобы	получать	статистику	только	для	Калифор-
нии,	используя	следующий	код:

from tensorflow_data_validation.utils import slicing_util

slice_fn1 = slicing_util.get_feature_value_slicer( 
    features={'state': [b'CA']})  ❶
slice_options = tfdv.StatsOptions(slice_functions=[slice_fn1]) 
slice_stats = tfdv.generate_statistics_from_csv(
    data_location='data/consumer_complaints.csv', 
    stats_options=slice_options)

 ❶ Обратите	внимание,	что	значение	признака	должно	быть	представлено	
в виде	списка	двоичных	значений

Нам	потребуется	вспомогательный	код,	чтобы	визуализировать	данные	ста-
тистики,	полученные	в срезе:

from tensorflow_metadata.proto.v0 import statistics_pb2

def display_slice_keys(stats):
    print(list(map(lambda x: x.name, slice_stats.datasets)))

def get_sliced_stats(stats, slice_key):
    for sliced_stats in stats.datasets:
        if sliced_stats.name == slice_key:
            result = statistics_pb2.DatasetFeatureStatisticsList() 
            result.datasets.add().CopyFrom(sliced_stats)
        return result
    print('Invalid Slice key')

def compare_slices(stats, slice_key1, slice_key2): 
    lhs_stats = get_sliced_stats(stats, slice_key1) 
    rhs_stats = get_sliced_stats(stats, slice_key2) 
    tfdv.visualize_statistics(lhs_stats, rhs_stats)

Мы	можем	визуализировать	результаты,	используя	следующий	код:

tfdv.visualize_statistics(get_sliced_stats(slice_stats, 'state_CA'))

Затем	мы	можем	сравнить	статистику	по	Калифорнии	с общими	результа-
тами:

compare_slices(slice_stats, 'state_CA', 'All Examples')

Результаты	выполнения	этого	кода	показаны	на	рис. 4.9.
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Рис. 4.9.	Визуализация данных с разбивкой по значениям признаков

В	этом	разделе	мы	показали	некоторые	полезные	функции	TFDV,	которые	
позволяют	обнаруживать	проблемы	в ваших	данных.	Далее	мы	рассмотрим,	
как	увеличить	масштаб	проверки	данных	с помощью	программного	продукта	
из	Google	Cloud.

ОбрабОтка бОльших набОрОв Данных С пОмОщью 
GooGle cloud plaTForM
По	мере	того	как	мы	собираем	больше	данных,	проверка	данных	становится	
более	 трудоемким	шагом	 в  нашем	 рабочем	 процессе	 машинного	 обучения.	
Один	из	способов	сократить	время	выполнения	проверки –	воспользоваться	
преимуществами	 доступных	 облачных	 решений.	 Используя	 облачного	 про-
вайдера,	мы	не ограничиваемся	вычислительной	мощностью,	ограниченной	
нашим	ноутбуком	или	локальными	вычислительными	ресурсами.

В	 качестве	 примера	 применения	 облачного	 провайдера	 мы	 расскажем,	
как	 запустить	 проверку	 данных	 TensorFlow	 (TFDV)	 в  продукте	 Google	 Cloud	
DataFlow.	TensorFlow	Data	Validation	работает	на	Apache	Beam,	что	существенно	
упрощает	переход	на	GCP	DataFlow.

DataFlow	от	Google	Cloud	позволяет	нам	ускорить	выполнение	 задач	про-
верки	данных,	распараллеливая	и распределяя	их	по	выделенным	для	нашей	
задачи	обработки	данных	узлам.	Хотя	DataFlow	взимает	плату	за	количество	
выделенных	процессоров	и гигабайт	памяти,	он	может	ускорить	выполнение	
нашего	этапа	конвейера.

Мы	продемонстрируем	минимальную	настройку	для	распределения	наших	
задач	проверки	данных.	Для	получения	дополнительной	информации	мы	на-
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стоятельно	 рекомендуем	 обратиться	 к  расширенной	 документации	 Google	
Cloud	Platform,	размещенной	по	следующей	ссылке:	https://cloud.google.com/
dataflow/docs.	Мы полагаем,	что	у вас	уже	имеется	учетная	запись	Google	Cloud,	
настроены	реквизиты	для	выставления	счетов	и настроена	переменная	среды	
GOOGLE_APPLICATION_CREDENTIALS	в вашей	терминальной	оболочке.	Если	для	того,	
чтобы	начать	работу,	вам	необходима	помощь,	вернитесь	к содержанию	гла-
вы	3	или	к документации	Google	Cloud,	размещенной	по	ссылке	https://cloud.
google.com/docs/authentication/getting-started.

Мы	можем	 использовать	 метод,	 который	мы	 обсуждали	 ранее,	 например	
tfdv.generate_statistics_from_tfrecord,	 но	 в  данном	 случае	 методы	 потребуют	
дополнительных	аргументов,	pipeline_options	и output_path.	В то	время	как	out-
put_path	указывает	на	сегмент	Google	Cloud,	куда	должны	быть	записаны	ре-
зультаты	 проверки	 данных,	 pipeline_options –	 это	 объект,	 который	 содержит	
всю	необходимую	информацию	Google	Cloud	для	запуска	нашей	проверки	дан-
ных.	В приведенном	далее	примере	показано,	как	мы	можем	настроить	такой	
объект	конвейера.

from apache_beam.options.pipeline_options import ( 
    PipelineOptions, GoogleCloudOptions, StandardOptions)

options = PipelineOptions()
google_cloud_options = options.view_as(GoogleCloudOptions) 
google_cloud_options.project = '<YOUR_GCP_PROJECT_ID>'   ❶
google_cloud_options.job_name = '<YOUR_JOB_NAME>'  ❷
google_cloud_options.staging_location = 'gs://<YOUR_GCP_BUCKET>/staging'  ❸
google_cloud_options.temp_location = 'gs://<YOUR_GCP_BUCKET>/tmp' 
options.view_as(StandardOptions).runner = 'DataflowRunner'

 ❶ Определите	идентификатор	вашего	проекта
 ❷ Задайте	имя	для	вашего	задания	(job)
 ❸ Укажите	путь	к хранилищу	для	промежуточных	и временных	файлов

Мы	рекомендуем	создать	выделенный	сегмент	хранилища	для	ваших	задач	
Dataflow.	В корзине	хранилища	будут	храниться	все	наборы	данных	и времен-
ные	файлы.

После	настройки	параметров	Google	Cloud	нам	необходимо	настроить	пара-
метры	для	объектов	worker	(исполнимых	модулей)	DataFlow.	Все	задачи	выпол-
няются	в исполнимых	модулях,	 где	должны	быть	установлены	необходимые	
пакеты	для	выполнения	задач.	В нашем	случае	нам	нужно	установить	TFDV,	
указав	его	в качестве	дополнительного	пакета.	

Для	этого	загрузите	последний	пакет	проверки	данных	TensorFlow	(двоич-
ный	файл	.whl)1	в вашу	локальную	систему.	Выберите	версию,	которая	может	
быть	выполнена	в системе	Linux,	например	tensorflow_data_validation-0.22.0-
cp37-cp37m-manylinux2010_x86_64.whl.

Чтобы	 задать	параметры	настройки	 объекта	 worker,	 укажите	путь	 к  загру-
женному	пакету	в списке	setup_options.extra_packages,	как	показано	в следую-
щем	примере:

1	 Вы	 можете	 загрузить	 пакеты	 TFDV,	 перейдя	 по	 ссылке	 https://pypi.org/project/
tensorflow-data-validation/#files.
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from apache_beam.options.pipeline_options import SetupOptions

setup_options = options.view_as(SetupOptions) setup_options.extra_packages = [
    '/path/to/tensorflow_data_validation'
    '-0.22.0-cp37-cp37m-manylinux2010_x86_64.whl']

Определив	все	параметры,	вы	можете	запустить	задачу	проверки	данных	со	
своего	локального	компьютера,	и она	будет	выполняться	в экземпляре	Google	
Cloud	DataFlow:

data_set_path = 'gs://<YOUR_GCP_BUCKET>/train_reviews.tfrecord' 
output_path = 'gs://<YOUR_GCP_BUCKET>/' 
tfdv.generate_statistics_from_tfrecord(data_set_path,
                                       output_path=output_path, 
                                       pipeline_options=options)

После	того	как	вы	начали	проверку	данных	с помощью	DataFlow,	вы	можете	
вернуться	в консоль	Google	Cloud.	Ваш	недавно	запущенный	объект	job	должен	
отображаться	в списке,	аналогично	тому,	как	это	показано	на	рис. 4.10.

Рис. 4.10.	Консоль Google Cloud DataFlow

Затем	вы	можете	проверить	информацию	о выполняющемся	задании	(job),	
его	статус	и сведения	о его	автоматическом	масштабировании,	как	показано	
на	рис. 4.11.

Рис. 4.11.	Информация об объекте Job в Google Cloud DataFlow
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С	помощью	нескольких	шагов	 вы	можете	распараллелить	и распределить	
ваши	задачи	проверки	данных	в облачной	среде.	В следующем	разделе	мы	об-
судим	интеграцию	задач	проверки	данных	в наши	автоматизированные	кон-
вейеры	машинного	обучения.

интеграция TFdV в кОнвейер машиннОгО Обучения
Пока	все	методы,	которые	мы	обсуждали,	могли	быть	использованы	в автоном-
ном	варианте	конфигурации	конвейера.	Это	может	быть	полезно	для	изуче	ния	
наборов	данных	за	пределами	нашего	конвейера.

TFX	включает	компонент	конвейера	под	названием	StatisticsGen,	который	
принимает	выход	из	предыдущих	компонентов	ExampleGen	в качестве	входных	
данных,	а затем	выполняет	генерацию	статистики.

from tfx.components import StatisticsGen

statistics_gen = StatisticsGen( 
    examples=example_gen.outputs['examples'])
context.run(statistics_gen)

Аналогично	случаю,	который	мы	обсуждали	в главе	3,	мы	можем	визуализи-
ровать	вывод	в интерактивном	контексте,	используя	следующий	код:

context.show(statistics_gen.outputs['statistics'])

Результат	визуализации	показан	на	рис. 4.11.

Рис. 4.11.	Данные статистики, генерируемые компонентом StatisticsGen

Так	же	легко,	как	мы	можем	сгенерировать	данные	статистики,	мы	можем	
сгенерировать	нашу	схему	данных:
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from tfx.components import SchemaGen

schema_gen = SchemaGen( 
    statistics=statistics_gen.outputs['statistics'], 
    infer_feature_shape=True)
context.run(schema_gen)

Компонент	 SchemaGen	 генерирует	 схему	 только	 в  том	 случае,	 если	 она	 еще	
не  существует.	 Рекомендуется	просмотреть	 схему	при	первом	 запуске	 этого	
компонента,	а затем	вручную	изменить	ее,	если	это	необходимо,	как	мы	об-
суждали	ранее	(см.	раздел	«Обновление	схемы»).	Затем	мы	можем	использо-
вать	эту	схему	до	тех	пор,	пока	не возникнет	необходимость	ее	изменить,	на-
пример	если	мы	добавим	новый	признак.

Теперь,	когда	у нас	есть	данные	статистики	и схема,	мы	можем	проверить	
наш	новый	набор	данных:

from tfx.components import ExampleValidator

example_validator = ExampleValidator( 
    statistics=statistics_gen.outputs['statistics'], 
    schema=schema_gen.outputs['schema'])
context.run(example_validator)

ExampleValidator	может	автоматически	обнаруживать	отклонения	от	
схемы	с помощью	компараторов	отклонения	и дрейфа	данных,	о ко-
торых	рассказывалось	ранее	в этой	главе.	Однако	это	может	не по-
крыть	все	потенциальные	аномалии	в ваших	данных.	Если	вам	нужно	
обнаружить	некоторые	другие	специфические	аномалии,	вам	нужно	
будет	написать	свой	собственный	компонент.	Мы покажем,	как	это	
сделать,	в главе	10.

Если	компонент	ExampleValidator	 обнаруживает	несоответствие	в  статисти-
ческих	показателях	между	новым	и предыдущим	наборами	данных	для	набора	
данных	или	схемы	данных,	компоненты	будут	иметь	состояние	failed	в храни-
лище	метаданных,	и конвейер	данных	в конечном	итоге	остановится.	В про-
тивном	случае	конвейер	данных	перейдет	к следующему	шагу –	предваритель-
ной	обработке	данных.

резюме
В	этой	главе	мы	обсудили	важность	проверки	данных	и то,	как	вы	можете	эф-
фективно	выполнять	и автоматизировать	эту	задачу.	Мы обсудили,	как	гене-
рировать	 статистические	 показатели	 и  схемы	данных	 и  как	 сравнивать	 два	
разных	набора	данных	на	основе	статистики	и схем.	Мы рассмотрели	пример	
того,	как	вы	можете	выполнить	проверку	данных	в Google	Cloud	с помощью	
DataFlow,	и в	конечном	итоге	мы	интегрировали	этот	этап	машинного	обуче-
ния	в наш	автоматизированный	конвейер.	Это	действительно	важный	шаг,	так	
как	он	предотвращает	попадание	грязных	данных	на	этапы	предварительной	
обработки	и обучения,	требующие	много	времени.

Далее	мы	продолжим	настраивать	наш	конвейер,	начиная	с предваритель-
ной	обработки	данных,	о которой	будет	рассказываться	в следующей	главе.
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Глава 5
Предварительная  

обработка данных

Данные,	 используемые	 для	 обучения	 наших	 моделей	 машинного	 обуче-
ния,	 часто	 предоставляются	 в  форматах,	 с  которыми	 модели	 машинного	
обуче	ния	не могут	работать.	Например,	в нашем	демонстрационном	про-
екте	признак,	который	мы	хотим	использовать	для	обучения	нашей	модели,	
представлен	в виде	тегов	Yes	и No.	Для	любой	модели	машинного	обучения	
требуется	числовое	представление	этих	значений	(например,	1	и 0).	В этой	
главе	мы	 объясним,	 как	 преобразовать	 признаки	 в  согласованные	 число-
вые	представления,	чтобы	обучать	вашу	модель	с использованием	числовых	
представлений	признаков.

Один	из	основных	аспектов,	который	мы	обсуждаем	в этой	главе, –	это	упор	
на	последовательную	предварительную	обработку.	Как	показано	на	рис. 5.1,	
предварительная	обработка	происходит	после	проверки	данных,	которую	мы	
рассматривали	в главе	4.	TensorFlow	Transform	(TFT),	компонент	TFX	для	пред-
варительной	обработки	данных,	позволяет	нам	выстраивать	наши	шаги	пред-
варительной	обработки	в виде	графов	TensorFlow.	В следующих	разделах	мы	
обсудим,	почему	и когда	стоит	использовать	подобный	подход	и как	экспор-
тировать	шаги	предварительной	обработки.	В главе	6	мы	будем	использовать	
предварительно	обработанные	наборы	данных	и сохраненный	граф	преобра-
зований	для	обучения	и экспорта	нашей	модели	машинного	обучения.	

Загрузка 
данных

Проверка 
данных

Предваритель-
ная обработка 

данных

Обучение 
модели

Анализ 
и проверка 

модели

Разверты-
вание 

модели

Хранилище 
метаданных

Базы данных

Петли обратной связи

Оркестровка 
конвейера машинного 
обучения

Рис. 5.1.	Предварительная обработка данных как часть конвейеров машинного обучения

Специалисты	по	 обработке	данных	могут	посчитать	 этапы	предваритель-
ной	обработки,	реализованные	как	операции	TensorFlow,	слишком	большими	



накладными	расходами.	В конце	концов,	для	этого	требуются	другие	возмож-
ности,	чем	те,	которые	вы	могли	бы	использовать,	автоматизировав	шаг	пред-
варительной	обработки	с помощью	Python	pandas	или	numpy.	Мы не	агитируем	за	
использование	TFT	на	этапе	экспериментов.	Однако,	как	мы	продемонстриру-
ем	в следующих	разделах,	преобразование	шагов	предварительной	обработки	
в операции	TensorFlow	при	переносе	модели	машинного	обучения	в производ-
ственную	среду	поможет	избежать	отклонений	в поведении	моделей	при	их	
обучении	и производственной	эксплуатации,	как	мы	обсуждали	в главе	4.

Для чегО нужна преДварительная ОбрабОтка Данных
По	нашему	опыту,	из	всех	библиотек	TFX	самая	крутая	кривая	обучения	полу-
чается	при	использовании	TFT,	потому	что	в этом	случае	используется	опре-
деление	шагов	предварительной	обработки	с помощью	операций	TensorFlow.	
Однако	есть	ряд	веских	причин,	по	которым	предварительная	обработка	дан-
ных	в конвейере	машинного	обучения	должна	быть	стандартизирована	и вы-
полняться	с использованием	TFT.	Вот	несколько	из	них:

	� эффективная	предварительная	обработка	данных	в контексте	всего	на-
бора	данных;

	� эффективное	масштабирование	шагов	предварительной	обработки;
	� предотвращение	 потенциального	 отклонения	 при	 обучении	 и  работе	
модели.

Предварительная обработка данных в контексте всего 
набора данных
Когда	мы	хотим	преобразовать	наши	данные	в числовые	представления,	нам	
часто	приходится	делать	это	в контексте	всего	набора	данных.	Например,	если	
мы	хотим	нормализовать	числовой	признак,	мы	должны	сначала	определить	
минимальное	и максимальное	значения	признака	в обучающем	наборе.	Ког-
да	определены	границы,	мы	можем	нормализовать	наши	данные	в интерва-
ле	значений	от	0	до	1.	Этот	шаг	нормализации	обычно	требует	двух	проходов	
по	данным:	один	проход	для	определения	границ	и один	для	преобразования	
каждого	значения	признака.	TFT	предоставляет	нам	функции	для	управления	
операциями	над	данными	без	активного	участия	пользователя.

Масштабирование шагов предварительной обработки
TFT	использует	Apache	 Beam	для	 выполнения	инструкций	предварительной	
обработки.	 Это	 позволяет	 нам	 при	 необходимости	 распределить	 предвари-
тельную	обработку	на	выбранном	нами	бэкенде	Apache	Beam.	Если	у вас	нет	
доступа	к продукту	Google	Cloud	Dataflow	или	кластеру	Apache	Spark	или	Apache	
Flink,	Apache	Beam	по	умолчанию	вернется	в режим	Direct	Runner.

Как избежать отклонения при обучении и работе модели
TFT	создает	и сохраняет	граф	шагов	предварительной	обработки	TensorFlow.	
Во-первых,	он	создаст	граф	для	обработки	данных	(например,	для	определения	
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минимальных	и максимальных	значений).	Далее	он	сохранит	граф	и опреде-
ленные	границы.	Затем	этот	граф	можно	использовать	на	этапе	формирования	
выводов	в контексте	жизненного	цикла	модели.	Этот	процесс	гарантирует,	что	
модель	на	этапе	формирования	выводов	видит	те	же	шаги	предварительной	
обработки,	что	и модель,	используемая	во	время	обучения.

Что такое отклонение при обучении и работе модели?
Мы	говорим	об	отклонении	при	обучении	и работе	модели,	когда	шаги	
предварительной	 обработки,	 используемые	 во	 время	 обучения	модели,	
не  соответствуют	шагам,	используемым	во	 время	формирования	выво-
дов.	 Во  многих	 случаях	 данные,	 применяемые	 для	 обучения	 моделей,	
обрабатываются	 в  блокнотах	 Python	 Notebooks	 с  помощью	 pandas	 или	
же	с использованием	задач	 (jobs)	 в Spark.	Когда	модель	развертывается	
в промышленной	среде,	этапы	предварительной	обработки	реализуются	
в API	до	того,	как	данные	попадут	в модель	для	прогнозирования.	Как	вы	
видите	на	рис. 5.2,	эти	два	процесса	требуют	координации,	цель	которой –	
гарантировать,	что	шаги	всегда	одинаковы.

Обучение 
модели

Предсказание 
модели

Модель 
машинного 
обучения

Рис. 5.2.	Часто используемая конфигурация машинного обучения

С	помощью	TFT	мы	можем	избежать	отклонения	на	этапах	предваритель-
ной	обработки.	Как	показано	на	рис. 5.3,	клиент,	который	хочет	получить	
прогноз,	теперь	может	отправить	необработанные	данные,	 а предвари-
тельная	обработка	происходит	в графе	модели,	размещенной	в промыш-
ленной	среде.

Обучение 
модели

Предсказание 
модели

Модель 
машинного 
обучения

Рис. 5.3.	Как избежать отклонения при обучении с помощью TFT

Такая	 установка	 сокращает	 объем	 усилий	 по	 координации	 и  упрощает	
развертывание.
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Развертывание шагов предварительной обработки 
и модели машинного обучения как единого артефакта
Чтобы	избежать	несоответствия	между	этапами	предварительной	обработки	
и  обученной	 моделью,	 экспортированная	 модель	 нашего	 конвейера	 должна	
включать	 граф	 предварительной	 обработки	 и  обученную	 модель.	 Затем	 мы	
можем	развернуть	модель,	как	любую	другую	модель	TensorFlow,	но	во	время	
формирования	выводов	данные	будут	предварительно	обрабатываться	на	сер-
вере	модели	как	часть	вывода	модели.	Это	позволяет	избежать	необходимости	
выполнения	предварительной	обработки	на	стороне	клиента	и упрощает	раз-
работку	клиентских	приложений	(например,	веб-приложений	или	мобильных	
приложений),	которые	выполняют	запросы	к модели,	чтобы	получить	резуль-
таты	прогнозирования.	В главах	11	и 12	мы	обсудим,	как	весь	сквозной	конвей-
ер	создает	такие	«комбинированные»	сохраненные	модели.

Проверка результатов предварительной обработки 
в конвейере
Внедрение	предварительной	обработки	данных	с помощью	TFT	и ее	интегра-
ция	в наш	конвейер	дают	нам	дополнительное	преимущество.	Мы можем	гене-
рировать	данные	статистики	на	основе	предварительно	обработанных	данных	
и проверять,	соответствуют	ли	они	нашим	требованиям	к обучению	модели.	
Примером	 этого	 варианта	 использования	 является	 преобразование	 текста	
в токены	(tokens).	Если	текст	содержит	много	новых	слов,	неизвестные	токены	
будут	преобразованы	в так	называемые	UNK	(от	слова	unknown),	или	неизвест-
ные	токены.	Если	определенное	количество	наших	токенов	просто	неизвестно,	
модели	машинного	обучения	часто	бывает	сложно	эффективно	обобщить	дан-
ные,	и,	следовательно,	это	повлияет	на	точность	модели.	В наших	конвейерах	
мы	 теперь	 можем	 проверять	 результаты	 этапа	 предварительной	 обработки,	
генерируя	данные	статистики	(как	рассказывалось	в главе	4)	после	этапа	пред-
варительной	обработки.

Различия между tf.data и tf.transform
Часто	путают	 tf.data	и  tf.transform.	 tf.data –	 это	API	TensorFlow	для	
создания	 эффективных	 конвейеров	 ввода	 при	 обучении	 модели	
с помощью	TensorFlow.	Главная	задача	библиотеки –	оптимально	ис-
пользовать	аппаратные	ресурсы,	такие	как	центральный	процессор	
и оперативная	память,	для	загрузки	и предварительной	обработки	
данных,	которые	происходят	во	время	обучения.	С другой	стороны,	
tf.transform	используется	для	выражения	предварительной	обработ-
ки,	которая	должна	происходить	как	во	время	обучения,	так	и на	эта-
пе	формирования	 выводов.	 Библиотека	 позволяет	 выполнять	 пол-
нопроходный	 анализ	 входных	данных	 (например,	для	 вычислений	
словаря	или	статистики,	используемой	для	нормализации	данных),	
и этот	анализ	выполняется	перед	обучением.
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преДварительная ОбрабОтка Данных С пОмОщью TFT
TFT –	 это	библиотека	для	предварительной	обработки	данных	в  экосистеме	
TensorFlow.	Как	и TFDV,	она	является	частью	проекта	TFX.

TFT	 обрабатывает	 данные,	 которые	 мы	 загрузили	 в  наш	 конвейер,	 с  по-
мощью	ранее	созданной	схемы	набора	данных,	и выдает	на	выходе	два	арте-
факта:

	� предварительно	обработанные	наборы	данных	для	обучения	и оценки	
в формате	TFRecord.	Созданные	наборы	данных	можно	использовать	да-
лее	в работе	нашего	конвейера,	в компоненте	Trainer;

	� экспортированный	граф	предварительной	обработки	(с ресурсами),	ко-
торый	 будет	 использоваться	 при	 экспорте	 нашей	 модели	 машинного	
обучения.

Ключевая	 функция	 TFT  –	 это	 функция	 preprocessing_fn,	 как	 показано	 на	
рис. 5.4.	Она	определяет	все	преобразования,	которые	мы	хотим	применить	
к необработанным	данным.	Когда	мы	запускаем	исполнение	компонента	Trans-
form,	 функция	 preprocessing_fn	 получает	 необработанные	 данные,	 применяет	
преобразование	и возвращает	обработанные	данные.	Данные	предоставляют-
ся	как	TensorFlow	Tensors	или	SparseTensors	(в зависимости	от	функции).	Все	
преобразования,	 применяемые	 к  тензорам,	 должны	 быть	 операциями	
TensorFlow.	Это	позволяет	TFT	эффективно	распределить	шаги	предваритель-
ной	обработки.	

Полученные 
необработанные данные

Схема необработанных 
данных

Граф преобразования

Преобразованные данные

Рис. 5.4.	Обзор TFT

Функции TFT
Функции	TFT,	которые	выполняют	сложные	этапы	обработки	без	ак-
тивного	участия	пользователя,	такие	как	tft.compute_and_apply_vocabu-
lary,	можно	распознать	по	префиксу	tft.	Обычно	TFT	сопоставляется	
с аббревиатурой	tft	в пространстве	имен	Python.	Обычные	операции	
TensorFlow	будут	загружаться	с общим	префиксом	tf,	как,	например,	
в tf.reshape.

TensorFlow	 Transform	 также	 имеет	 полезные	 функции	 (например,	 tft.
bucketize,	 tft.compute_and_apply_vocabulary	 или	 tft.scale_to_z_score).	 Когда	 эти	
функции	применяются	к объекту	набора	данных,	они	выполняют	проход	по	
данным,	а затем	применяют	полученные	границы	к данным.	Например,	tft.
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compute_and_apply_vocabulary	сгенерирует	набор	словарей	совокупности	данных,	
применит	созданное	отображение	токена	в индекс	к признаку	и вернет	зна-
чение	индекса.	Функция	может	ограничить	количество	токенов	словаря,	взяв	
n первых	наиболее	релевантных	токенов.	В следующих	разделах	мы	покажем	
некоторые	из	наиболее	полезных	операций	с TFT.

Установка
При	установке	пакета	tfx,	описанной	в главе	2,	TFT	был	установлен	как	зави-
симый	пакет.	Если	мы	хотим	использовать	TFT	как	отдельный	пакет,	то	можем	
установить	пакет	PyPI,	выполнив	команду	

$ pip install tensorflow-transform

После	установки	tfx	или	tensorflow-transform	мы	можем	интегрировать	шаги	
предварительной	обработки	в наши	конвейеры	машинного	обучения.	Давайте	
рассмотрим	пару	примеров	использования.

Стратегии предварительной обработки
Как	мы	обсуждали	ранее,	применяемые	преобразования	определяются	в функ-
ции	preprocessing_fn().	Затем	эта	функция	будет	использоваться	нашим	компо-
нентом	конвейера	преобразования	или	нашим	экземпляром	TFT,	развернутым	
при	автономной	установке.	Вот	пример	функции	предварительной	обработки,	
которую	мы	подробно	обсудим	в следующих	разделах:	

def preprocessing_fn(inputs): x = 
    inputs['x']
    x_normalized = tft.scale_to_0_1(x)
    return {
        'x_xf': x_normalized
    }

Функция	получает	пакет	входных	данных	в виде	словаря	Python.	Ключ –	это	
имя	функции	и значения,	представляющие	необработанные	данные	до	при-
менения	предварительной	обработки.	Сначала	TFT	выполняет	этап	анализа,	
как	показано	на	рис. 5.5.	В случае	нашего	небольшого	демонстрационного	при-
мера	он	определит	минимальное	и максимальное	значения	нашей	функции	
путем	полного	прохода	по	данным.	Этот	шаг	может	выполняться	распределен-
но	благодаря	выполнению	шагов	предварительной	обработки	в Apache	Beam.

Во	 втором	 проходе	 по	 данным	 определенные	 значения	 (в  нашем	 случае	
минимальное	и максимальное	значения	столбца	функций)	используются	для	
нормирования	нашей	функции	x в	интервале	значений	между	0	и 1,	как	по-
казано	на	рис. 5.6.

TFT	также	 генерирует	 граф	для	формирования	 прогноза	 с  сохраненными	
минимальным	 и  максимальным	 значениями.	 Это	 обеспечивает	 согласован-
ность	выполнения	этапов.
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Шкала

Рис. 5.5.	Этап анализа при работе TFT

Шкала

Рис. 5.6.	Применение результатов этапа анализа

preprocessing_fn()
Обратите	внимание,	что	TFT	построит	граф,	используя	функцию	pre-
processing_fn(),	и будет	работать	в своем	собственном	сеансе.	Ожида-
ется,	что	функция	вернет	словарь	с преобразованными	признаками	
как	значения	словаря	Python.
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Лучшие практики
За	время	работы	с TFT	мы	извлекли	немало	уроков.	Вот	некоторые	из	них.

Важно правильно давать названия признакам
Правильно	именовать	выходные	характеристики	предварительной	обра-
ботки –	очень	важный	момент	работы.	Как	вы	увидите	далее	в примерах,	
иллюстрирующих	 использование	 TFT,	 для	 выходных	 признаков	 мы	 ис-
пользуем	те	же	имена,	что	и для	входных	признаков,	добавляя	к ним	_xf.	
Кроме	того,	имена	входных	узлов	моделей	TensorFlow	должны	совпадать	
с именами	выходных	признаков,	получающихся	в результате	применения	
функции	preprocessing_fn.

Продумайте использование типов данных
TFT	 ограничивает	 использование	 типов	 данных	 выходных	 признаков.	
Он экспортирует	все	предварительно	обработанные	признаки	как	значе-
ния	 tf.string,	 tf.float32	 или	 tf.int64.	Об  этом	особенно	 важно	подумать,	
если	ваша	модель	не может	использовать	эти	типы	данных.	Некоторые	мо-
дели	из	TensorFlow	Hub	требуют,	чтобы	входные	данные	были	представле-
ны	как	значения	tf.int32	 (например,	модели	BERT).	Мы можем	избежать	
данной	 ситуации,	 если	 приведем	 входные	 данные	 к  правильным	 типам	
данных	внутри	наших	моделей	или	если	преобразуем	типы	данных	с по-
мощью	входных	признаков	оценки.

Предварительная обработка выполняется в пакетном режиме
Когда	вы	разрабатываете	функции	предварительной	обработки,	вы	можете	
думать	об	этом	процессе	как	об	обработке	одной	строки	данных	за	один	
раз.	Однако	фактически	TFT	выполняет	операции	в пакетном	режиме.	Вот	
почему	нам	нужно	будет	преобразовать	вывод	функции	preprocessing_fn() 
в Tensor	или	SparseTensor,	когда	мы	будем	использовать	его	в контексте	на-
шего	компонента	Transform.

Помните: энергичные вычисления не используются
Признаки	 внутри	 preprocessing_fn()	 должны	 быть	 представлены	 опера-
циями	TensorFlow.	Если	вы	хотите	перевести	в нижний	регистр	входную	
строку,	вы	не можете	использовать	функцию	lower().	Вы должны	исполь-
зовать	 операцию	 TensorFlow	 tf.strings.lower(),	 чтобы	 выполнить	 ту	 же	
процедуру	в графовом	режиме.	Энергичные	вычисления	(вычисления	по	
принципу	«вычислять,	не откладывая,	все,	что	возможно»)	не поддержи-
ваются;	все	операции	выражаются	через	операции	TensorFlow,	определя-
емые	графом.

tf.function	может	использоваться	в функциях	preprocessing_fn(),	но	с ограни-
чениями:	вы	можете	использовать	только	tf.function,	которая	работает	с тен-
зорами	(таким	образом,	lower()	не будет	работать,	поскольку	она	не обладает	
подобной	возможностью).	Вы не	можете	вызвать	анализатор	TFT	(или	модуль	
сопоставления,	 которое	 работает	 с  анализатором,	 например	 tft.scale_to_z_
score).
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Функции TFT
TFT	предоставляет	множество	функций	для	облегчения	эффективного	проек-
тирования	функций.	Список	предоставляемых	функций	обширен	и постоянно	
расширяется.	Вот	почему	мы	не претендуем	на	то,	чтобы	представить	полный	
список	 поддерживаемых	 функций,	 но	 хотим	 выделить	 полезные	 операции,	
связанные	с генерацией	словаря,	нормализацией	и размещением	признаков:
tft.scale_to_z_score()

Если	вы	хотите	нормализовать	функцию	со	средним	значением	0	и стандарт-
ным	отклонением	1,	вы	можете	использовать	эту	полезную	функцию	TFT.

tft.bucketize()

Эта	 полезная	 функция	 позволяет	 распределить	 признак	 по	 группам.	
Он  возвращает	индекс	 контейнера	или	 сегмента	 хранилища.	 Вы можете	
указать	аргумент	num_buckets,	чтобы	установить	количество	сегментов.	За-
тем	TFT	выделит	сегменты	одинакового	размера.

tft.pca()

Эта	 функция	 позволяет	 вам	 выполнять	 анализ	 главных	 компонентов	
(principal	component	analysis,	PCA)	для	заданного	признака.	PCA –	это	рас-
пространенный	метод	уменьшения	размерности	путем	линейного	проеци-
рования	данных	вниз	в подпространство,	которое	лучше	всего	сохраняет	
дисперсию	данных.	Для	того	чтобы	определить	размерность	вашего	пред-
ставления	PCA,	потребуется	аргумент	output_dim.

tft.compute_and_apply_vocabulary()

Это	одна	из	самых	удивительных	функций	TFT.	Он вычисляет	все	уникаль-
ные	значения	столбца	признаков,	 а  затем	сопоставляет	наиболее	частые	
значения	 с индексом.	Это	 отображение	индекса	потом	используется	для	
преобразования	 объекта	 в  числовое	представление.	Функция	 генерирует	
все	параметры	для	вашего	графа	без	необходимости	вмешательства	поль-
зователя.	Мы можем	настроить	параметр,	определяющий	понятие	наиболее 
частые,	двумя	способами:	либо	путем	определения	n уникальных	элемен-
тов	 с наивысшим	рейтингом	 с помощью	 top_k,	либо	используя	 значение	
frequency_threshold	для	 каждого	 элемента,	 рассматриваемого	для	 включе-
ния	в словарь.

tft.apply_saved_model()

Эта	функция	позволяет	применять	к признаку	полные	модели	TensorFlow.	
Мы можем	загрузить	сохраненную	модель	с заданным	тегом	и signature_
name,	а затем	передать	входные	данные	inputs	в модель.	После	этого	будут	
возвращены	результаты	прогнозирования	модели.

Текстовые данные для задач обработки естественного языка
Если	вы	работаете	над	задачами	обработки	естественного	языка	и намерены	
использовать	TFT	для	предварительной	обработки	вашего	текстового	массива,	
чтобы	преобразовать	ваши	документы	в числовое	представление,	то	в TFT	име-
ется	большое	количество	функций	для	этой	цели.	Помимо	введенной	функции	
tft.compute_and_apply_vocabulary(),	 вы	 также	 можете	 использовать	 следующие	
функции	TFT.	
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tft.ngrams()

Эта	функция	генерирует	n-граммы.	В качестве	входных	данных	она	при-
нимает	набор	данных	SparseTensor,	состоящий	из	строковых	значений.	На-
пример,	если	вы	хотите	сгенерировать	однограммы	и биграммы	для	списка	
['Tom',	'and',	'Jerry',	 'are',	 'friends'],	функция	возвращает	 [b'Tom',	b'Tom	and',	
b'and',	b'and	Jerry',	b'Jerry',	b'Jerry	are',	b'are',	b'are	friends',	b'friends'].
Помимо	 SparseTensor,	 функция	 принимает	 два	 дополнительных	 аргу-
мента:	 ngram_range	 и  separator.	 ngram_range	 устанавливает	 диапазон	 n  для	
n-граммов.	 Если	 ваши	 n-граммы	должны	 содержать	 одно-	 и  биграммы,	
установите	 для	 ngram_range	 значение	 (1,	 2).	 Разделитель	 позволяет	 нам	
установить	соединяющую	строку	или	символ.	В нашем	примере	мы	уста-
новили	разделитель	"".

tft.bag_of_words()

Эта	функция	использует	tft.ngrams	и генерирует	вектор	набора	слов	со	строкой	
для	каждой	уникальной	n-граммы.	Исходный	порядок	n-граммов	может	не со-
храниться,	если,	например,	токены	повторяются	внутри	ввода.
tft.tfidf()

Часто	используемым	понятием	в задачах	обработки	естественного	языка	яв-
ляется	TF-IDF,	или	«частота	употребления	слова	в документе –	обратная	часто-
та	документа»1.	Эта	функция	генерирует	два	вывода:	вектор	с индексами	то-
кенов	и вектор,	представляющий	их	веса	TF-IDF.	Функция	принимает	на	вход	
разреженный	входной	вектор,	представляющий	индексы	токенов	(результат	
применения	 функции	 tft.compute_and_apply_vocabulary()).	 Размерность	 этих	
векторов	 устанавливается	 входным	аргументом	 vocab_size.	 Вес	для	каждого	
индекса	токена	рассчитывается	путем	умножения	частоты	токена	в докумен-
те	на	обратную	частоту	документа.	Для	этих	вычислений	часто	требуются	зна-
чительные	ресурсы.	Следовательно,	использование	распределенных	вычисле-
ний	(для	вычисления	TFT)	обеспечит	большое	преимущество.

Библиотека	TensorFlow	Text	(см.	https://github.com/tensorflow/text)	предостав-
ляет	 возможность	 использовать	 все	 ее	 функции.	 Библиотека	 предоставляет	
обширную	поддержку	TensorFlow	для	нормализации	текста,	токенизации	тек-
ста,	вычисления	n-граммов	и использования	современных	языковых	моделей,	
таких	как	BERT.

Видеоинформация для задач компьютерного зрения
Если	вы	работаете	с моделями	компьютерного	зрения,	то	с помощью	TFT	мо-
жете	 предварительно	 обработать	 наборы	 данных	 изображений.	 TensorFlow	
предоставляет	 возможность	 выполнять	 различные	 операции	 предваритель-
ной	обработки	изображений,	используя	API	tf.images	(см.	документацию,	до-
ступную	по	ссылке	https://www.tensorflow.org/api_docs/python/tf/image)	и tf.io() 
(см.	 документацию,	 доступную	 по	 ссылке	 https://www.tensorflow.org/api_docs/
python/tf/io).	

1	 TF-IDF	представляет	собой	произведение	двух	сомножителей,	первый	из	которых –	
отношение	числа	вхождений	некоторого	слова	к общему	числу	слов	документа,	вто-
рой –	обратная	частота	документа,	или	инверсия	частоты,	с которой	некоторое	слово	
встречается	в коллекции	документов. –	Прим. перев.
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tf.io	предоставляет	функции,	предоставляющие	возможность	открытия	изо-
бражений	как	части	графа	модели	(например,	tf.io.decode_jpeg	и tf.io.decode_
png).	tf.images	предоставляет	функции	обрезки	или	изменения	размера	изобра-
жений,	 преобразования	 цветовых	 схем,	 настройки	 изображений	 (например,	
контрастности,	оттенка	или	яркости)	или	выполнения	преобразований	изобра-
жений,	таких	как	переворачивание	изображения,	транспонирование	и т.	д.

В	главе	3	мы	обсуждали	стратегии	загрузки	изображений	в наши	конвейе-
ры.	Теперь,	используя	TFT,	мы	можем	читать	закодированные	изображения	из	
файлов	TFRecord	и,	например,	изменять	их	размер	до	фиксированного	размера	
или	преобразовывать	цветные	изображения	до	изображений	в оттенках	серо-
го.	Вот	пример	реализации	такой	функции	preprocessing_fn:

def process_image(raw_image):
    raw_image = tf.reshape(raw_image, [-1])
    img_rgb = tf.io.decode_jpeg(raw_image, channels=3)  ❶
    img_gray = tf.image.rgb_to_grayscale(img_rgb)  ❷
    img = tf.image.convert_image_dtype(img, tf.float32) 
    resized_img = tf.image.resize_with_pad(  ❸
        img, target_height=300, 
        target_width=300
    )
    img_grayscale = tf.image.rgb_to_grayscale(resized_img)  ❹
    return tf.reshape(img_grayscale, [-1, 300, 300, 1])

 ❶ Декодирование	формата	изображения	JPEG
 ❷ Преобразование	загруженного	изображения	RGB	в оттенки	серого
 ❸ Изменение	размера	изображения	до	300×300	пикселей
 ❹ Преобразование	изображения	в оттенки	серого

Одно	замечание	относительно	операции	tf.reshape()	как	части	оператора	re-
turn:	TFT	может	обрабатывать	входные	данные	в пакетном	режиме.	Поскольку	
размер	пакета	обрабатывается	TFT	(и Apache	Beam),	нам	нужно	изменить	фор-
мат	вывода	нашей	функции,	чтобы	обрабатывать	любой	размер	пакета.	По-
этому	мы	устанавливаем	первую	размерность	нашего	возвращаемого	тензора	
равной	–1.	Остальные	размерности	представляют	наши	изображения.	Мы из-
меняем	их	размер	до	300×300	пикселей	и преобразуем	каналы	RGB	в каналы	
в оттенках	серого,	уменьшая	размер	изображений.

Автономная работа TFT
После	того	как	мы	определили	нашу	функцию	preprocessing_fn,	нам	нужно	со-
средоточиться	на	том,	как	выполнить	функцию	Transform.	У нас	есть	два	вариан-
та:	мы	можем	выполнить	преобразования	предварительной	обработки	данных	
с помощью	автономной	установки	или	как	часть	нашего	конвейера	машин-
ного	обучения,	как	его	компонента	TFX.	Оба	варианта	могут	быть	реализова-
ны	с использованием	локальной	настройки	Apache	Beam	или	службы	Dataflow	
Google	Cloud.	В этом	разделе	мы	обсудим	автономные	варианты	работы	TFT.	
Такой	подход	рекомендуется	в ситуациях,	когда	вы	хотите	эффективно	обра-
батывать	данные	вне	конвейеров.	Если	вас	интересует,	как	интегрировать	TFT	
в конвейер,	смело	переходите	к разделу	«Интеграция	TFT	в конвейер	машин-
ного	обучения»	этой	главы.
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Описание	 всех	 функциональных	 возможностей	 Apache	 Beam	 выходит	 за	
рамки	данной	книги.	Эта	тема	заслуживает	отдельной	публикации.	Однако	мы	
хотим	показать	вам	элементарный	пример	предварительной	обработки	с по-
мощью	Apache	Beam.

В	нашем	примере	мы	хотели	бы	применить	функцию	предварительной	обра-
ботки	нормализации,	которую	представили	ранее,	к нашему	очень	маленькому	
набору	необработанных	данных,	представленному	в следующем	исходном	коде:

raw_data = [
    {'x':   1.20},
    {'x':   2.99},
    {'x': 100.00}
]

Во-первых,	нам	нужно	определить	схему	данных.	Мы можем	сгенерировать	
схему	из	спецификации	признаков,	как	показано	в приведенном	ниже	исход-
ном	коде.	Наш	крошечный	набор	данных	содержит	только	один	признак	с име-
нем	x.	Мы определяем	функцию	с типом	данных	tf.float32:

import tensorflow as tf
from tensorflow_transform.tf_metadata import dataset_metadata
from tensorflow_transform.tf_metadata import schema_utils

raw_data_metadata = dataset_metadata.DatasetMetadata( 
    schema_utils.schema_from_feature_spec({
        'x': tf.io.FixedLenFeature([], tf.float32),
    }))

После	того	как	мы	загрузили	набор	данных	и сгенерировали	схему	данных,	
мы	можем	выполнить	функцию	предварительной	обработки	preprocessing_fn,	
которую	определили	ранее.	TFT	позволяет	выполнить	в Apache	Beam	функцию	
AnalyzeAndTransformDataset.	 Эта	 функция	 исполняет	 двухэтапный	 процесс,	 ко-
торый	мы	обсуждали	ранее:	сначала	анализирует	набор	данных,	а затем	пре-
образует	его.	Выполнение	осуществляется	 с помощью	диспетчера	контекста	
Python	tft_beam.Context,	который	позволяет	нам	установить,	например,	желае-
мый	размер	пакета.	Однако	мы	рекомендуем	использовать	размер	пакета	по	
умолчанию,	потому	что	в обычных	случаях	он	более	эффективен.	В следующем	
примере	показано	использование	функции	AnalyzeAndTransformDataset:

import tempfile
import tensorflow_transform.beam.impl as tft_beam

with beam.Pipeline() as pipeline:
    with tft_beam.Context(temp_dir=tempfile.mkdtemp()):

        tfrecord_file = "/your/tf_records_file.tfrecord" 
        raw_data = (
            pipeline | beam.io.ReadFromTFRecord(tfrecord_file))

        transformed_dataset, transform_fn = (
            (raw_data, raw_data_metadata) | tft_beam.AnalyzeAndTransformDataset( 
                preprocessing_fn))
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Синтаксис	вызовов	функций	Apache	Beam	немного	отличается	от	обычных	
вызовов	Python.	В предыдущем	примере	мы	используем	функцию	preprocess-
ing_fn	 с  функцией	 Apache	 Beam	 AnalyzeAndTransformDataset()	 и  передаем	 два	
аргумента	с нашими	данными	raw_data	и нашей	определенной	схемой	мета-
данных	raw_data_metadata.	Затем	AnalyzeAndTransformDataset()	возвращает	два	ар-
тефакта:	предварительно	обработанный	набор	данных	и функцию	transform_fn,	
представляющую	операции	преобразования,	примененные	к нашему	набору	
данных.

Если	мы	протестируем	наш	элементарный	пример,	выполним	шаги	пред-
варительной	обработки	и распечатаем	результаты,	то	увидим	крошечный	об-
работанный	набор	данных:

transformed_data, transformed_metadata = transformed_dataset
print(transformed_data) 
[
    {'x_xf': 0.0},
    {'x_xf': 0.018117407},
    {'x_xf': 1.0}
]

В	 нашем	 элементарном	 примере	 мы	 полностью	 проигнорировали	 тот	
факт,	что	данные	недоступны	в виде	словаря	Python,	который	часто	необхо-
димо	читать	с диска.	Apache	Beam	предоставляет	возможности	для	эффектив-
ной	обработки	загрузки	файлов	(например,	с использованием	функций	beam.
io.ReadFromText()	или	beam.io.ReadFromTFRecord())	в контексте	построения	моде-
лей	TensorFlow.

Как	 видите,	 конфигурирование	 исполнения	 Apache	 Beam	 может	 быстро	
услож	ниться,	 и мы	понимаем,	 что	 специалисты	по	 обработке	данных	и  ин-
женеры	по	машинному	обучению	не занимаются	написанием	подобных	ин-
струкций	«с нуля».	Вот	почему	TFX	так	удобен.	Он абстрагирует	все	скрытые	
инструкции	и позволяет	 специалисту	по	обработке	данных	 сосредоточиться	
на	настройках	для	конкретных	задач,	таких	как	определение	функции	prepro-
cessing_fn().	В следующем	разделе	мы	более	подробно	рассмотрим	настройку	
Transform	для	нашего	демонстрационного	проекта.

Интеграция TFT в конвейер машинного обучения
В	последнем	разделе	этой	главы	мы	обсудим,	как	применить	возможности	TFT 
в нашем	демонстрационном	проекте.	В главе	4	мы	исследовали	набор	данных	
и определили,	какие	признаки	являются	категориальными	или	числовыми,	ка-
кие	признаки	должны	быть	разделены	на	сегменты,	а какие	признаки	мы	хо-
тим	преобразовать	из	строкового	представления	в векторное.	Эта	информация	
имеет	решающее	значение	для	целей	конструирования	признаков.	

В	следующем	коде	мы	определяем	наши	признаки.	Для	упрощения	обработ-
ки	в дальнейшем	мы	группируем	имена	входных	функций	в словарях,	пред-
ставляющих	каждый	тип	выходных	данных	преобразования:	признаки	с одно-
факторным	кодированием,	контейеризованные	признаки	и необработанные	
строковые	представления:
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import tensorflow as tf
import tensorflow_transform as tft

LABEL_KEY = "consumer_disputed"

# Наименование признака, размерность признака.
ONE_HOT_FEATURES = {
    "product": 11,
    "sub_product": 45,
    "company_response": 5,
    "state": 60,
    "issue": 90
}

# Наименование признака, число контейнеров.
BUCKET_FEATURES = {
    "zip_code": 10
}

# Наименование признака, значение не используется.
TEXT_FEATURES = {
    "consumer_complaint_narrative": None
}

Прежде	 чем	 мы	 сможем	 использовать	 эти	 входные	 словари	 признаков,	
давайте	определим	несколько	вспомогательных	функций	для	эффективного	
преобразования	данных.	Рекомендуется	переименовывать	признаки,	добав-
ляя	суффикс	к наименованию	признака	(например,	_xf).	Использование	суф-
фикса	поможет	различить,	связаны	ли	ошибки	с входными	или	выходными	
признаками,	и предотвратит	случайное	использование	непреобразованных	
признаков	в нашей	реальной	модели:

def transformed_name(key):
return key + '_xf'

Некоторые	 из	 наших	 признаков	 разрежены;	 однако	 TFT	 ожидает,	 что	 ре-
зультаты	преобразования	будут	плотными.	Мы можем	использовать	следую-
щую	вспомогательную	функцию	для	преобразования	разреженных	признаков	
в плотные	и для	заполнения	отсутствующих	значений	значением	по	умолча-
нию:

def fill_in_missing(x):
    default_value = '' if x.dtype == tf.string or to_string else 0
    if type(x) == tf.SparseTensor: 
        x = tf.sparse.to_dense(
            tf.SparseTensor(x.indices, x.values, [x.dense_shape[0], 1]), default_value)
    return tf.squeeze(x, axis=1)

В	нашей	модели	мы	представляем	большинство	входных	признаков	в виде	
закодированных	 однофакторных	 векторов.	 Следующая	 вспомогательная	
функция	преобразует	данный	индекс	в закодированный	однофакторный	век-
тор	и возвращает	полученный	вектор:
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def convert_num_to_one_hot(label_tensor, num_labels=2): 
    one_hot_tensor = tf.one_hot(label_tensor, num_labels) 
    return tf.reshape(one_hot_tensor, [-1, num_labels])

Прежде	чем	мы	сможем	обработать	наши	функции,	нам	понадобится	еще	
одна	вспомогательная	функция	для	преобразования	почтовых	индексов,	пред-
ставленных	в виде	строк,	в значения	типа	float.	В нашем	наборе	данных	почто-
вые	индексы	перечислены	ниже:

zip codes 
97XXX
98XXX

Чтобы	 правильно	 контейеризовать	 записи	 с  отсутствующими	 почтовыми	
индексами,	мы	заменили	заполнители	нулями	и разделили	получившиеся	чис-
ла	типа	float	на	10	сегментов:

def convert_zip_code(zip_code):
    if zip_code == '': 
        zip_code = "00000"
    zip_code = tf.strings.regex_replace(zip_code, r'X{0,5}', "0")
    zip_code = tf.strings.to_number(zip_code, out_type=tf.float32)
    return zip_code

Применив	там,	где	нужно,	все	вспомогательные	функции,	мы	теперь	можем	
перебирать	каждый	столбец	признаков	и преобразовывать	его	в зависимости	
от	типа.	Например,	чтобы	наши	признаки	были	преобразованы	в однофактор-
ные	признаки,	мы	преобразуем	наименования	признаков	в индекс	с помощью	
tft.compute_and_apply_vocabulary(),	а затем	преобразуем	индекс	в быстрое	век-
торное	представление	с помощью	нашей	вспомогательной	функции	convert_
num_to_one_hot( ).	Поскольку	мы	используем	tft.compute_and_apply_vocabulary(),	
TensorFlow	 Transform	 сначала	 выполнит	 цикл	 по	 всем	 категориям,	 а  затем	
определит	категорию	для	сопоставления	индекса.	Далее	это	сопоставление	бу-
дет	применяться	на	этапе	оценки	и обслуживания	модели:

def preprocessing_fn(inputs): outputs = {}
for key in ONE_HOT_FEATURES.keys(): dim = ONE_HOT_FEATURES[key]
index = tft.compute_and_apply_vocabulary( fill_in_missing(inputs[key]), top_k=dim + 1)
outputs[transformed_name(key)] = convert_num_to_one_hot( index, num_labels=dim + 1)
...
return outputs

Наша	обработка	признаков	в сегменте	данных	очень	похожа	на	приведен-
ный	пример.	Мы решили	прибегнуть	к контейеризации	почтовых	индексов,	
потому	что	представление	почтовых	индексов	в виде	закодированных	одно-
факторных	векторов	казалось	слишком	разреженным.	В нашем	случае	каждый	
признак	разделен	на	10	контейнеров,	и мы	представляем	индекс	сегмента	как	
однофакторный	вектор:
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for key, bucket_count in BUCKET_FEATURES.items(): 
    temp_feature = tft.bucketize(
        convert_zip_code(fill_in_missing(inputs[key])), 
        bucket_count,  
        always_return_num_quantiles=False)
    outputs[transformed_name(key)] = convert_num_to_one_hot( temp_feature,
    num_labels=bucket_count + 1)

Наши	текстовые	входные	признаки,	а также	столбец	с метками	не требуют	
каких-либо	преобразований;	поэтому	мы	просто	преобразуем	их	 в плотные	
признаки	в том	случае,	если	имеем	разреженный	признак:

for key in TEXT_FEATURES.keys(): 
    outputs[transformed_name(key)] = \
        fill_in_missing(inputs[key])

outputs[transformed_name(LABEL_KEY)] = fill_in_missing(inputs[LABEL_KEY])

Почему мы не встроили текстовые признаки в векторы
Вы	можете	задаться	вопросом,	почему	мы	не встроили	наши	тексто-
вые	признаки	в фиксированный	вектор	на	 этапе	преобразования.	
Конечно,	это	возможно.	Но мы	решили	вместо	предварительной	об-
работки	загрузить	модель	TensorFlow	Hub	как	часть	модели.	Основ-
ная	причина	этого	решения	заключалась	в том,	что	мы	могли	сде-
лать	встраиваемые	элементы	обучаемыми	и обновлять	векторные	
представления	на	этапе	обучения.	Следовательно,	они	не могут	быть	
жестко	закодированы	на	этапе	предварительной	обработки	и пред-
ставлены	в виде	зафиксированного	графа	на	этапе	обучения.

Если	мы	используем	 компонент	 Transform	из	 TFX	 в  нашем	 конвейере,	 то	
ожидается,	 что	 код	 преобразования	 будет	 предоставлен	 в  отдельном	 фай-
ле	Python.	Имя	файла	модуля	может	быть	задано	пользователем	 (например,	
в нашем	случае	module.py),	но	точка	входа	preprocessing_fn()	должна	находиться	
в файле	модуля,	и функция	не может	быть	переименована:

transform = Transform( 
    examples=example_gen.outputs['examples'], 
    schema=schema_gen.outputs['schema'], 
    module_file=os.path.abspath("module.py"))
context.run(transform)

Когда	мы	запускаем	на	исполнение	компонент	Transform,	TFX	применяет	пре-
образования,	определенные	в нашем	файле	модуля	module.py,	к загруженным	
входным	данным,	которые	были	преобразованы	в структуры	данных	TFRecord	
на	этапе	загрузки	данных.	Затем	компонент	выведет	наши	преобразованные	
данные,	граф	преобразования	и необходимые	метаданные.

Преобразованные	данные	и  граф	преобразования	можно	использовать	на	
следующем	 шаге,	 в  компоненте	 Trainer.	 Просмотрите	 раздел	 «Запуск	 ком-
понента	 Trainer»	 главы	6,	 чтобы	узнать,	 как	использовать	 выходные	данные	
нашего	 компонента	 Transform.	 В  следующей	 главе	также	 рассказывается,	 как	
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сгенерированный	 граф	преобразования	может	 быть	 объединен	 с  обученной	
моделью	для	 экспорта	 сохраненной	модели.	 Более	 подробную	информацию	
можно	найти	в примере	6.2.

резюме
В	этой	главе	мы	обсудили,	как	эффективно	обрабатывать	данные	в наших	кон-
вейерах	машинного	обучения	с помощью	TFT.	Мы показали,	как	писать	функ-
ции	preprocessing_fn,	дали	обзор	некоторых	доступных	функций,	предоставля-
емых	TFT,	и  обсудили,	 как	интегрировать	шаги	предварительной	обработки	
в конвейер	TFX.	Теперь,	когда	предварительная	обработка	данных	завершена,	
пришло	время	обучить	нашу	модель.
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Глава 6
Обучение модели

Теперь,	 когда	 этап	 предварительной	 обработки	 данных	 завершен	 и  данные	
преобразованы	в необходимый	для	нашей	модели	формат,	следующим	шагом	
для	нашего	конвейера	является	обучение	модели	с использованием	только	что	
преобразованных	данных.

Как	мы	обсуждали	 в  главе	 1,	мы	не  будем	рассматривать	 процесс	 выбо-
ра	архитектуры	вашей	модели.	Мы предполагаем,	что	у вас	есть	отдельный	
процесс	 проведения	 экспериментов,	 который	проводился	 еще	до	того,	 как	
вы	взяли	в руки	эту	книгу,	и что	вы	уже	знаете	тип	модели,	которую	хотите	
обучать.	Мы обсудим,	как	отслеживать	процесс	проведения	экспериментов,	
в главе	15,	как	шаг,	помогающий	нам	создать	полный	контрольный	журнал 
для	 модели.	 Однако	 в  данной	 книге	 мы	 не  рассматриваем	 теоретические	
основы,	 необходимые	 для	 понимания	 процесса	 обучения	 модели.	 Если	 вы	
хотите	 узнать	об	 этом	больше,	мы	настоятельно	рекомендуем	публикацию	
O’Reilly	Hands-On Machine Learning with Scikit-Learn, Keras, and TensorFlow, 2nd 
edition	 («Практическое	 машинное	 обучение	 с  помощью	 Scikit-Learn,	 Keras	
и TensorFlow»,	2-е	изд.).

В	этой	главе	мы	рассмотрим	процесс	обучения	модели	как	часть	конвейера	
машинного	обучения,	включая	его	автоматизацию	в конвейере	TFX.	Мы так-
же	включаем	некоторые	подробности	о стратегиях	распределения,	доступных	
в TensorFlow,	и о	том,	как	настраивать	гиперпараметры	в конвейере.	Эта	глава	
более	сфокусирована	на	конвейерах	TFX,	чем	большинство	других,	поскольку	
мы	не рассматриваем	обучение	как	отдельный	процесс.

Как	показано	на	рис. 6.1,	на	данный	момент	данные	были	загружены,	про-
верены	и предварительно	обработаны.	Это	гарантирует,	что	все	данные,	необ-
ходимые	для	модели,	присутствуют	и что	они	воспроизводимо	преобразованы	
в признаки,	необходимые	модели.	Все	эти	шаги	необходимы	для	бесперебой-
ной	работы	конвейера.	Мы хотим,	чтобы	обучение	проходило	гладко,	потому	
что	часто	это	наиболее	трудоемкая	часть	всего	процесса.
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Рис. 6.1.	Обучение модели как часть конвейеров машинного обучения

Одна	очень	важная	особенность	обучения	модели	в конвейере	TFX	заключа-
ется	в том,	что	шаги	предварительной	обработки	данных,	которые	мы	обсуж-
дали	в главе	5,	сохраняются	вместе	с весами	обученной	модели.	Это	окажется	
полезным	после	развертывания	нашей	модели	в производственной	среде,	по-
тому	что	 означает,	 что	 этапы	предварительной	обработки	 всегда	 выдают	те	
признаки,	которые	ожидает	модель.	Без	этой	возможности	нам	пришлось	бы	
обновлять	этапы	предварительной	обработки	данных	без	обновления	модели,	
и тогда	модель	перестала	бы	работать	или	прогнозы	были	бы	основаны	на	не-
верных	данных.	Поскольку	мы	экспортируем	шаги	предварительной	обработки	
и модель	как	один	граф,	то	устраняем	этот	потенциальный	источник	ошибок.

В	следующих	двух	разделах	мы	подробно	рассмотрим	шаги,	необходимые	
для	обучения	модели	tf.Keras	как	части	конвейера	TFX1.

ОпреДеление мОДели Для нашегО 
ДемОнСтрациОннОгО прОекта
Несмотря	на	то	что	архитектура	модели	уже	определена,	здесь	потребуется	до-
полнительный	код.	Нам	нужно	сделать	возможным	автоматизацию	части	кон-
вейера	обучения	модели.	В этом	разделе	мы	кратко	опишем	модель,	которую	
используем	в данной	главе.

Модель	для	нашего	примера	проекта	является	гипотетической	реализаци-
ей,	и мы,	вероятно,	могли	бы	оптимизировать	архитектуру	модели.	Однако	
он	демонстрирует	некоторые	общие	компоненты	многих	моделей	глубокого	
обуче	ния:

	� перенос	обучения	из	предварительно	обученной	модели;
	� плотные	слои;
	� слои	конкатенации.

Как	мы	обсуждали	в главе	1,	набор	данных	для	нашей	модели	представля-
ет	собой	жалобы	потребителей	на	финансовые	продукты	в США	и содержит	
комбинацию	 структурированных	 данных	 (категориальных/числовых	 дан-
ных)	и неструктурированных	данных	(текста).	Источником	данных	является	

1		 В	нашем	демонстрационном	проекте	мы	используем	модель	Keras,	 но	TFX	также	
отлично	работает	с моделью	Estimator.	Примеры	можно	найти	в документации	TFX,	
доступной	по	ссылке	https://www.tensorflow.org/tfx/tutorials/tfx/components.
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Бюро	по	 защите	прав	потребителей.	 Задача	машинного	 обучения	 заключа-
ется	 в  том,	 чтобы,	 основываясь	 на	данных	 о жалобе,	 предсказать,	 будет	 ли	
жалоба	оспорена	потребителем.	Признаки	нашей	модели	включают	финан-
совый	продукт,	ответ	компании,	штат	США	и описание	жалоб	потребителей.	
Наша	модель	основана	на	архитектуре	широкой	и глубокой	модели	(Wide	and	
Deep	 model	 architecture,	 см.	 публикацию	 https://ai.googleblog.com/2016/06/
wide-deep-learning-better-together-with.html)	 с  добавлением	 модуля	 Universal	
Sentence	 Encoder	 (USE)	 (см.	 https://arxiv.org/abs/1803.11175),	 версия	 которо-
го	 опубликована	 на	 TensorFlow	 Hub	 (см.	 https://tfhub.dev/google/universal-
sentence-encoder/4),	 для	 кодирования	 признака,	 содержащего	 произвольный	
текст	(описание	жалобы	потребителей).

Визуальное	 представление	 архитектуры	 нашей	 модели	 представлено	 на	
рис. 6.2,	где	текстовая	функция	(narrative_xf)	идет	по	«глубокому»	маршруту,	
а другие	функции –	по	«широкому»	маршруту.

Рис. 6.2.	Архитектура модели для нашего демонстрационного проекта

В	примере	6.1	показано	полное	определение	архитектуры	модели.	Посколь-
ку	мы	хотим	экспортировать	модель	совместно	с шагами	предварительной	об-
работки,	нам	необходимо	гарантировать,	что	входные	имена	модели	соответ-
ствуют	именам	преобразованных	признаков	на	выходе	из	preprocessing_fn(),	
о чем	мы	подробно	говорили	в главе	5.	В нашем	примере	модели	мы	повторно	
используем	функцию	transformed_name(),	показанную	в главе	5,	чтобы	добавить	
суффикс	_xf	к нашим	признакам.
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Пример 6.1.	Определение архитектуры модели

import tensorflow as tf import tensorflow_hub as hub

def transformed_name(key):
    return key + '_xf'
def get_model():

    # Однофакторные категориальные признаки
    input_features = []
    for key, dim in ONE_HOT_FEATURES.items(): ❶
        input_features.append(
            tf.keras.Input(shape=(dim + 1,),
                           name=transformed_name(key)))

    # Добавление конвейеризованных признаков
    for key, dim in BUCKET_FEATURES.items(): 
        input_features.append(
            tf.keras.Input(shape=(dim + 1,),
                           name=transformed_name(key)))

    # Добавление текстовых входных признаков
    input_texts = []
    for key in TEXT_FEATURES.keys(): input_texts.append(
        tf.keras.Input(shape=(1,),
                       name=transformed_name(key), 
                       dtype=tf.string))

    inputs = input_features + input_texts

    # Встраивание текстовых признаков
    MODULE_URL = "https://tfhub.dev/google/universal-sentence-encoder/4" 
    embed = hub.KerasLayer(MODULE_URL)  ❷
    reshaped_narrative = tf.reshape(input_texts[0], [-1])  ❸
    embed_narrative = embed(reshaped_narrative)
    deep_ff = tf.keras.layers.Reshape((512, ), input_shape=(1, 512))(embed_narrative)

    deep = tf.keras.layers.Dense(256, activation='relu')(deep_ff) 
    deep = tf.keras.layers.Dense(64, activation='relu')(deep) 
    deep = tf.keras.layers.Dense(16, activation='relu')(deep)

    wide_ff = tf.keras.layers.concatenate(input_features)
    wide = tf.keras.layers.Dense(16, activation='relu')(wide_ff) 
    both = tf.keras.layers.concatenate([deep, wide])

    output = tf.keras.layers.Dense(1, activation='sigmoid')(both) 
    keras_model = tf.keras.models.Model(inputs, output)  ❹

    keras_model.compile(optimizer=tf.keras.optimizers.Adam(learning_rate=0.001),
                        loss='binary_crossentropy',
                        metrics=[
                            tf.keras.metrics.BinaryAccuracy(), 
                            tf.keras.metrics.TruePositives()
                            ])
    return keras_model

Определение модели для нашего демонстрационного проекта  105



 ❶ Проход	по	всем	элементам	и создание	входных	данных	для	каждого	при-
знака

 ❷ Загрузка	модуля	tf.hub	модели	кодировщика	Universal	Sentence	Encoder
 ❸ Входные	данные	Keras	двумерны,	но	кодировщик	ожидает	одномерные	
входные	данные

 ❹ Сборка	графа	модели	с функциональным	API
Теперь,	когда	мы	определили	нашу	модель,	перейдем	к описанию	процесса	

ее	интеграции	в конвейер	TFX.

кОмпОнент TFx Trainer
Компонент	 TFX	 Trainer	 обрабатывает	 этап	 обучения	 в  нашем	 конвейере.	
В этом	разделе	мы	сначала	опишем,	как	обучить	модель	Keras	на	демонстра-
ционном	проекте	в одноразовом	обучающем	прогоне.	В конце	раздела	мы	
добавим	некоторые	соображения	для	других	обучающих	ситуаций	и для	мо-
делей	Estimator.

Все	шаги,	которые	мы	опишем,	могут	показаться	длинными	и ненужными	по	
сравнению	с обычным	обучающим	кодом	Keras.	Однако	ключевым	моментом	
здесь	является	то,	что	компонент	Trainer	создаст	модель,	которая	будет	запу-
щена	в производство,	где	он	преобразует	новые	данные	и будет	использовать	
модель	 для	 прогнозирования.	 Поскольку	 шаги	 преобразования	 (компонент	
Transform)	 включены	в эту	модель,	шаги	предварительной	обработки	данных	
всегда	будут	соответствовать	ожиданиям	модели.	Это	устраняет	серьезный	по-
тенциальный	источник	ошибок	при	развертывании	нашей	модели.

В	нашем	демонстрационном	проекте	для	компонента	Trainer	будут	исполь-
зоваться	следующие	входные	данные:

	� ранее	сгенерированная	схема	данных,	созданная	на	этапе	проверки	дан-
ных,	описанном	в главе	4;

	� преобразованные	данные	и их	граф	предварительной	обработки,	о кото-
рых	рассказывалось	в главе	5;

	� параметры	обучения	(например,	количество	шагов	обучения);
	� файл	модуля,	 содержащий	функцию	 run_fn(),	 которая	определяет	про-
цесс	обучения.

В	следующем	разделе	мы	обсудим	настройку	функции	run_fn.	Мы также	рас-
скажем,	как	обучить	модель	машинного	обучения	в нашем	конвейере	и экс-
портировать	ее	на	следующий	этап	конвейера,	о котором	будет	рассказываться	
в главе	7.

Функция run_fn()
Компонент	Trainer	будет	искать	функцию	run_fn()	в нашем	файле	модуля	и ис-
пользовать	эту	функцию	как	точку	входа	для	выполнения	процесса	обучения.	
Файл	модуля	должен	быть	доступен	для	компонента	Trainer.	Если	вы	запускае-
те	компонент	в интерактивном	контексте,	вы	можете	просто	определить	аб-
солютный	путь	к файлу	модуля	и передать	его	компоненту.	Если	вы	запускае-
те	конвейеры	в производственной	среде,	обратитесь	к главе	11	или	12,	чтобы	 
узнать,	как	использовать	файл	модуля	в этом	случае.
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Функция	run_fn() –	это	общая	точка	входа	в этапы	обучения,	а не	специфич-
ная	функция	tf.Keras.	Она	выполняет	следующие	шаги:

	� загрузку	обучающих	и контрольных	данных	(или	генератор	данных);
	� определение	архитектуры	модели	и компиляцию	модели;
	� обучение	модели;
	� экспорт	модели	для	оценки	на	следующем	этапе	конвейера.

В	примере	6.2	показано,	как run_fn	выполняет	эти	четыре	шага	для	нашего	
демонстрационного	проекта.

Пример 6.2.	Функция run_fn() для нашего демонстрационного конвейера

def run_fn(fn_args):

    tf_transform_output = tft.TFTransformOutput(fn_args.transform_output) 
    train_dataset = input_fn(fn_args.train_files, tf_transform_output)   ❶
    eval_dataset = input_fn(fn_args.eval_files, tf_transform_output)

    model = get_model()   ❷
    model.fit(
        train_dataset, 
        steps_per_epoch=fn_args.train_steps, 
        validation_data=eval_dataset, 
        validation_steps=fn_args.eval_steps)  ❸

    signatures = { 
        'serving_default':
            _get_serve_tf_examples_fn( 
                model,
                tf_transform_output).get_concrete_function( 
                    tf.TensorSpec(
                        shape=[None], 
                        dtype=tf.string, 
                        name='examples')
                )
    }  ❹
    model.save(fn_args.serving_model_dir, 
               save_format='tf', signatures=signatures)

 ❶ Вызов	input_fn,	чтобы	получить	генераторы	данных
 ❷ Вызов	 функции	 get_model,	 чтобы	 получить	 скомпилированную	 модель	
Keras

 ❸ Обучение	модели	с	использованием	количества	шагов	обучения	и оце-
нок,	пройденных	компонентом	Trainer

 ❹ Определение	сигнатуры	модели	включающей	функцию	обслуживания,	
которую	мы	опишем	далее

Эта	функция	довольно	универсальна	и может	быть	повторно	использована	
с любой	другой	моделью	tf.Keras.	Специфичные	для	проекта	детали	определе-
ны	во	вспомогательных	функциях,	таких	как	get_model()	или	input_fn().

В	следующих	разделах	мы	хотим	более	подробно	рассмотреть	то,	как	мы	за-
гружаем	данные,	обучаем	и экспортируем	нашу	модель	машинного	обучения	
внутри	функции	run_fn().
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Загрузка данных
Следующие	строки	в run_fn	загружают	наши	обучающие	и контрольные	дан-
ные:

def run_fn(fn_args):
    tf_transform_output = tft.TFTransformOutput(fn_args.transform_output) 
    train_dataset = input_fn(fn_args.train_files, tf_transform_output) 
    eval_dataset = input_fn(fn_args.eval_files, tf_transform_output)

В	первой	строке	функция	run_fn	получает	набор	аргументов,	включая	граф	
преобразования,	примеры	наборов	данных	и параметры	обучения,	используя	
объект	fn_args.

Загрузка	данных	для	обучения	и проверки	модели	выполняется	в пакетном	
режиме,	и загрузка	обрабатывается	функцией	input_fn(),	как	показано	в при-
мере	6.3.

Пример 6.3.	Функция input_fn нашего демонстрационного конвейера

LABEL_KEY = 'labels'

def _gzip_reader_fn(filenames):
    return tf.data.TFRecordDataset(filenames, 
        compression_type='GZIP')

def input_fn(file_pattern,
              tf_transform_output, batch_size=32):

    transformed_feature_spec = (
        tf_transform_output.transformed_feature_spec().copy())

    dataset = tf.data.experimental.make_batched_features_dataset( 
        file_pattern=file_pattern,
        batch_size=batch_size, features=transformed_feature_spec, 
        reader=_gzip_reader_fn,
        label_key=transformed_name(LABEL_KEY))  ❶

    return dataset

 ❶ Набор	данных	будет	размещен	в пакете	правильного	размера

Функция	input_fn	позволяет	нам	загружать	сжатые,	предварительно	обрабо-
танные	наборы	данных,	которые	были	сгенерированы	на	предыдущем	шаге	
преобразования1.	Для	этого	нам	нужно	передать	функцию	tf_transform_output.	
В результате	мы	получаем	схему	данных	для	загрузки	набора	данных	из	струк-
тур	данных	TFRecord,	созданных	компонентом	Transform.	Используя	предвари-
тельно	обработанные	наборы	данных,	мы	можем	избежать	предварительной	
обработки	данных	во	время	обучения	и ускорить	процесс	обучения.

1		 Компонент	Trainer	можно	использовать	без	предыдущего	компонента	Transform,	и мы	
можем	загружать	необработанные	наборы	данных.	Однако	в этом	случае	мы	не смо-
жем	использовать	отличную	функцию	TFX,	которая	экспортирует	графы	предвари-
тельной	обработки	и моделей	в единый	граф	SavedModel.
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Функция	 input_fn	 возвращает	 генератор	 (batched_features_dataset),	 который	
будет	предоставлять	данные	модели	по	одному	пакету	за	раз.

Компиляция и обучение модели
Теперь,	когда	мы	определили	шаги	загрузки	данных,	следующим	шагом	будет	
определение	архитектуры	нашей	модели	и компиляция	нашей	модели.	В на-
шем	случае	run_fn	для	этого	потребуется	вызов	get_model(),	который	мы	описа-
ли,	поэтому	для	этого	нужна	всего	одна	строка	кода:

model = get_model()

Затем	мы	обучаем	нашу	скомпилированную	модель tf.Keras	с помощью	ме-
тода	Keras fit():

model.fit(
    train_dataset, 
    steps_per_epoch=fn_args.train_steps, 
    validation_data=eval_dataset, 
    validation_steps=fn_args.eval_steps)

Итерации обучения в сравнении с эпохами
Компонент	TFX	Trainer определяет	процесс	обучения	по	количеству	
итераций	обучения,	 а не	 эпох.	Итерация	обучения –	это	обучение	
модели	на	одном	пакете	данных.	Преимущество	подхода,	когда	ис-
пользуются	итерации,	а не	эпохи,	заключается	в том,	что	мы	можем	
обучать	или	проверять	модели	с большими	наборами	данных	и ис-
пользовать	только	часть	данных.	В то	же	время,	если	вы	хотите	мно-
гократно	перебирать	обучающий	набор	данных	во	время	обучения,	
вы	можете	увеличить	размер	итерации	до	кратного	числа	доступ-
ных	выборок.

После	завершения	обучения	модели	следующим	шагом	будет	экспорт	обучен-
ной	модели.	Мы подробно	обсудим	экспорт	моделей	для	развертывания	в главе 8.	
В следующем	разделе	мы	хотим	показать,	каким	образом	шаги	предварительной	
обработки	можно	экспортировать	вместе	с моделью.

Экспорт модели
Наконец,	 мы	 экспортируем	 модель.	Мы  объединяем	шаги	 предварительной	
обработки	из	предыдущего	компонента	конвейера	с обученной	моделью	и со-
храняем	 модель	 в  формате	 SavedModel  –	 внутреннем	 формате	 TensorFlow.	
Мы определяем	сигнатуру модели на	основе	графа,	созданного	функцией,	при-
веденной	в примере	6.4.	Мы рассмотрим	сигнатуры	моделей	более	подробно	
в разделе	«Сигнатуры	моделей»	в главе	8.

В	функции	 run_fn	мы	определяем	подпись	модели	и  сохраняем	модель	 со	
следующим	кодом:
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signatures = { 
    'serving_default':
        _get_serve_tf_examples_fn( 
            model,
            tf_transform_output).get_concrete_function( 
                tf.TensorSpec(
                    shape=[None], 
                    dtype=tf.string, 
                    name='examples')
            )
}
model.save(fn_args.serving_model_dir,
            save_format='tf', signatures=signatures)

Функция	 run_fn	 экспортирует	 get_serve_tf_examples_fn	 как	 часть	 сигнату-
ры	модели.	Когда	модель	была	экспортирована	и развернута,	каждый	запрос	
прогнозирования	 будет	 проходить	 через	 serve_tf_examples_fn(),	 как	 показано	
в примере	6.4.	С каждым	запросом	мы	анализируем	сериализованные	элемен-
ты	tf.Example	и применяем	шаги	предварительной	обработки	к необработан-
ным	данным	запроса.	Затем	модель	делает	прогноз	на	основе	предварительно	
обработанных	данных.

Пример 6.4.	Применение графа предварительной обработки к входным данным модели

def get_serve_tf_examples_fn(model, tf_transform_output): 
    model.tft_layer = tf_transform_output.transform_features_layer()  ❶
    @tf.function
    def serve_tf_examples_fn(serialized_tf_examples): 
        feature_spec = tf_transform_output.raw_feature_spec() 
        feature_spec.pop(LABEL_KEY)
        parsed_features = tf.io.parse_example( 
            serialized_tf_examples, feature_spec)  ❷
 
        transformed_features = model.tft_layer(parsed_features)   ❸
        outputs = model(transformed_features)  ❹
        return {'outputs': outputs}

    return serve_tf_examples_fn

 ❶ Загрузка	графа	предварительной	обработки
 ❷ Разбор	необработанных	записей	tf.Example	из	запроса.
 ❸ Применение	преобразования	предварительной	обработки	к необрабо-
танным	данным

 ❹ Выполнение	прогноза	с предварительно	обработанными	данными
После	того	как	мы	определили	нашу	функцию	run_fn(),	давайте	обсудим,	как	

запустить	компонент	Trainer.

Запуск компонента Trainer
Как	показано	в примере	6.5,	компонент	Trainer	принимает	в качестве	входных	
данных	следующие	элементы:	
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	� файл	модуля	Python,	здесь	сохраненный	как	module.py,	содержащий	run_
fn(),	 input_fn(),	 get_serve_tf_examples_fn()	 и другие	 связанные	функции,	
которые	мы	обсуждали	ранее;

	� преобразованные	примеры,	созданные	компонентом	Transform;
	� граф	преобразования,	созданный	компонентом	Transform;
	� схему,	созданную	компонентом	проверки	данных;
	� число	этапов	обучения	и оценки.

Пример 6.5.	Компонент Trainer

from tfx.components import Trainer
from tfx.components.base import executor_spec
from tfx.components.trainer.executor import GenericExecutor  ❶
from tfx.proto import trainer_pb2

TRAINING_STEPS = 1000
EVALUATION_STEPS = 100

trainer = Trainer( 
    module_file=os.path.abspath("module.py"),
    custom_executor_spec=executor_spec.ExecutorClassSpec(GenericExecutor),   ❷
    transformed_examples=transform.outputs['transformed_examples'], 
    transform_graph=transform.outputs['transform_graph'], 
    schema=schema_gen.outputs['schema'],
    train_args=trainer_pb2.TrainArgs(num_steps=TRAINING_STEPS),
    eval_args=trainer_pb2.EvalArgs(num_steps=EVALUATION_STEPS))

 ❶ Загрузка	GenericExecutor	с целью	переопределить	управляющую	програм-
му	(executor)	компонента	Trainer 

 ❷ Переопределение	 управляющей	 программы	 (executor)	 для	 загрузки	
функции	run_fn()

В	среде	notebook	(интерактивный	контекст)	мы	можем	запустить	компонент	
Trainer,	как	и любой	предыдущий	компонент,	с помощью	следующей	команды:

context.run(trainer)

После	 завершения	 обучения	и  экспорта	модели	 компонент	 зарегистриру-
ет	путь	к экспортированной	модели	в хранилище	метаданных.	Последующие	
компоненты	могут	выбрать	модель	для	ее	проверки.

Компонент	Trainer	является	общим,	и его	функция	не ограничивается	за-
пуском	 моделей	 TensorFlow.	 Однако	 компоненты	 конвейера,	 работающие	
на	более	поздних	этапах,	ожидают,	что	модель	будет	сохранена	в формате	
TensorFlow	 SavedModel	 (об	 этом	 формате	 более	 подробно	 рассказывается	
в  документации,	 опубликованной	 по	 ссылке	 https://www.tensorflow.org/api_
docs/python/tf/saved_model/save).	Граф	SavedModel	включает	граф	преобразо-
вания,	поэтому	этапы	предварительной	обработки	данных	являются	частью	
модели.
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Переопределение модуля исполнения (Executor) 
компонента Trainer
В	нашем	демонстрационном	проекте	мы	переопределяем	модуль	ис-
полнения	(Executor)		компонента	Trainer,	чтобы	задействовать	функ-
цию	run_fn()	общей	точки	входа	в обучение	вместо	функции	по	умол-
чанию	trainer_fn(),	которая	поддерживает	только	модели	tf.Estimator.	
В главе	12	мы	познакомим	вас	с другим	модулем	исполнения	Trainer,	
ai_platform_trainer_executor.GenericExecutor.	 Этот	модуль	исполнения	
позволяет	вам	обучать	модели	на	платформе	искусственного	интел-
лекта	Google	Cloud,	Google	Cloud’s	AI	 Platform,	 а не	 внутри	 вашего	
конвейера.	Это	подходящий	вариант,	если	для	обучения	вашей	мо-
дели	требуется	специальное	оборудование	(например,	графические	
процессоры	или	блоки	тензорной	обработки	 [TPU]),	 которые	недо-
ступны	в вашей	среде	конвейера.

Другие соображения относительно компонента Trainer
В	наших	примерах	до	 сих	пор	 в  этой	 главе	мы	рассматривали	только	 один	
обуча	ющий	прогон	модели	Keras.	Но мы	также	можем	использовать	компо-
нент	Trainer	для	точной	настройки	модели	на	основе	предыдущего	прогона	
или	для	обучения	нескольких	моделей	одновременно	(об	этом	будет	расска-
зываться	в разделе	«Расширенные	концепции	конвейеров	машинного	обуче-
ния»	главы 10).	Мы также	можем	использовать	этот	компонент	для	оптимиза-
ции	модели	с помощью	поиска	гиперпараметров,	и мы	обсудим	это	подробнее	
в разделе	«Настройка	модели»	данной	главы.

В	этом	разделе	мы	также	обсудим,	как	использовать	компонент	Trainer	с мо-
делью	Estimator	и как	загрузить	вашу	SavedModel,	экспортированную	компо-
нентом	Trainer,	вне	конвейера	TFX.

Использование компонента Trainer с моделью Estimator
До	недавнего	времени	TFX	поддерживал	только	модели	tf.Estimator,	а компо-
нент	Trainer	был	разработан	исключительно	для	модулей	Estimator.	Реализация	
компонента	Trainer	по	умолчанию	использует	функцию	trainer_fn()	как	точ-
ку	входа	в процесс	обучения,	но	эта	точка	входа	использует	специфичные	для	
tf.Estimator	способы	работы	с моделью.	Компонент	Trainer	ожидает,	что	вход-
ные	данные	модуля	оценки	(Estimator)	будут	определены	при	помощи	таких	
функций,	как	train_input_fn(),	eval_input_fn()	и serve_receiver_fn()1.	

Как	 мы	 обсуждали	 в  разделе	 «Запуск	 компонента	 Trainer»,	 основная	
функцио	нальность	компонента	может	быть	заменена	универсальным	моду-
лем	запуска	обучения	GenericExecutor,	который	использует	функцию	run_fn() 
как	точку	входа	в процесс	обучения2.	Как	следует	из	названия	модуля,	про-

1		 Модели	tf.Keras	можно	преобразовать	в модели	tf.Estimator	с помощью	преобразо-
вания	tf.model_to_estimator().	Однако	в связи	с недавними	обновлениями	TFX	такой	
способ	больше	не рекомендуется	применять.

2	 Более	подробно	об	этапах	разработки	и повторном	использовании	модулей	испол-
нения	компонентов	рассказывается	в разделе	«Повторное	использование	существу-
ющих	компонентов»	главы	10.
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цесс	 обучения	 становится	 универсальным	 и  не	 привязанным	 к  моделям	
tf.Estimator	или	tf.Keras.

Использование SavedModel вне конвейера
Если	мы	 хотим	изучить	 экспортированную	модель	 SavedModel	 вне	 конвейера	
TFX,	мы	можем	загрузить	модель	как	определенную функцию1,	 	которая	пред-
ставляет	собой	граф	одной	сигнатуры:

model_path = trainer.outputs.model.get()[0].uri 
model = tf.saved_model.load(export_dir=model_path) 
predict_fn = model.signatures["serving_default"]

Теперь,	когда	модель	загружена	как	определенная	функция,	мы	можем	стро-
ить	прогнозы.	Экспортированная	модель	ожидает,	что	входные	данные	будут	
предоставлены	 в  виде	 структуры	данных	 tf.Example,	 как	 показано	 в  следую-
щем	примере.	Более	подробную	информацию	о  структуре	данных	tf.Example 
и о	том,	как	можно	преобразовать	другие	признаки	(например,	целые	числа	
и числа	 с плавающей	запятой),	можно	найти	в примере	3.1.	В приведенном	
ниже	примере	кода	показано,	как	создать	сериализованную	структуру	данных	
и выполнить	прогнозирование	модели	путем	вызова	функции	prediction_fn():

example = tf.train.Example(features=tf.train.Features(feature={ 
    'feature_A': _bytes_feature(feature_A_value),
    ...
    }))  ❶

serialized_example = example.SerializeToString()
print(predict_fn(tf.constant([serialized_example])))

 ❶ Вспомогательная	функция	_bytes_feature	определена	в примере	3-1

Если	вы	хотите	визуально	наблюдать	за	прогрессом	процесса	обучения	мо-
дели,	то	можете	сделать	это	с помощью	инструмента	TensorBoard.	В следую-
щем	разделе	мы	расскажем,	как	использовать	TensorBoard	в нашем	конвейере.

иСпОльзОвание TensorBoard в интерактивнОм кОнвейере
TensorBoard –	еще	один	замечательный	инструмент,	который	является	частью	
экосистемы	TensorFlow.	В него	включено	множество	полезных	функций,	ко-
торые	мы	можем	 использовать	 в  наших	 конвейерах,	 например	мониторинг	
показателей	 во	 время	 обучения,	 визуализация	 встраивания	 слов	 в  задачах	
НЛП	или	просмотр	активаций	слоев	в модели.	Новая	функция	Profiler	(более	
подробно	об	этой	функции	рассказывается	в документации,	размещенной	по	
ссылке	 https://www.tensorflow.org/tensorboard/tensorboard_profiling_keras)	 позво-
ляет	 нам	 выполнять	 профилирование	 модели,	 чтобы	 выявить	 ограничения	
производительности.

Пример	стандартной	визуализации	TensorBoard	показан	на	рис. 6.3.

1	 Дополнительные	 сведения	 об	 определенных	 функциях	 см.	 в  документации	
TensorFlow	(https://www.tensorflow.org/guide/function).
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Рис. 6.3.	Просмотр метрик в TensorBoard во время обучения 

Чтобы	 иметь	 возможность	 использовать	 TensorBoard	 в  нашем	 конвейере,	
нам	нужно	добавить	 обратные	 вызовы	в функции	 run_fn	 и  разместить	файл	
журнала	обучения	в указанной	нами	папке:

log_dir = os.path.join(os.path.dirname(fn_args.serving_model_dir), 'logs') 
tensorboard_callback = tf.keras.callbacks.TensorBoard(
    log_dir=log_dir, update_freq='batch')

Нам	также	нужно	добавить	обратный	вызов	для	нашего	обучения	модели:

model.fit(
    train_dataset, 
    steps_per_epoch=fn_args.train_steps, 
    validation_data=eval_dataset, 
    validation_steps=fn_args.eval_steps, 
    callbacks=[tensorboard_callback])

Затем,	 чтобы	 просмотреть	 TensorBoard	 в  интерактивной	 среде	 notebook,	
мы	 получаем	 расположение	 журналов	 обучения	 модели	 и  передаем	 его	
в TensorBoard:

114	  Обучение модели



model_dir = trainer.outputs['output'].get()[0].uri

%load_ext tensorboard
%tensorboard --logdir {model_dir}

Мы	 также	 можем	 использовать	 TensorBoard	 вне	 интерактивной	 среды	
notebook,	выполнив	следующую	команду:

tensorboard --logdir path/to/logs

Затем	необходимо	подключиться	к http://localhost:6006/,	чтобы	просмотреть	
содержимое	TensorBoard.	Этот	вариант	предоставляет	нам	больше	информа-
ции	для	просмотра.

Далее	мы	представим	несколько	полезных	стратегий	для	обучения	больших	
моделей	на	нескольких	графических	процессорах.

Стратегии раСпреДеления
TensorFlow	предоставляет	стратегии	распределения	для	моделей	машинного	
обучения,	которые	невозможно	должным	образом	обучить	на	одном	графи-
ческом	процессоре.	Возможно,	вы	захотите	углубиться	в тему	выбора	страте-
гий	распределения,	если	хотите	ускорить	обучение,	или	в том	случае,	когда	вы	
не можете	разместить	всю	модель	на	одном	графическом	процессоре.

Описываемые	 здесь	 стратегии	 представляют	 собой	 абстракции	для	 распре-
деления	параметров	модели	между	несколькими	графическими	процессорами	
или	даже	несколькими	серверами.	В целом	есть	две	группы	стратегий:	синхрон-
ное	и асинхронное обучение.	Для	синхронных	стратегий	характерна	синхронная	
работа	всех	рабочих	процессов	обучения	(при	этом	каждый	из	таких	процессов	
работает	с разными	срезами	обучающих	данных),	а затем	выполняется	агрегация	
градиентов	от	всех	рабочих	процессов	перед	обновлением	модели.	Асинхронные	
стратегии	обучают	модели	независимо,	используя	полный	набор	данных,	в раз-
ных	рабочих	процессах.	Каждый	рабочий	процесс	обновляет	градиенты	модели	
асинхронно,	не дожидаясь	 завершения	работы	других	рабочих	процессов.	Как	
правило,	 синхронные	 стратегии	 координируются	 посредством	 операций	 all-
reduce1,	а асинхронные	стратегии –	через	архитектуру	сервера	параметров.

Существует	несколько	синхронных	и асинхронных	стратегий,	и у	каждой	из	
них	есть	свои	преимущества	и недостатки.	На момент	написания	этой	главы	
Keras	поддерживает	следующие	стратегии.

Стратегия MirroredStrategy
Эта	стратегия	актуальна	для	нескольких	графических	процессоров	в одном	
экземпляре	и использует	синхронный	шаблон	обучения.	Стратегия	зерка-
лирует	(mirror)	модель	и параметры	для	всех	рабочих	процессов,	но	каждый	
рабочий	процесс	получает	свой	пакет	данных.	MirroredStrategy –	хорошая	
стратегия	по	 умолчанию,	 если	вы	обучаете	модель	машинного	обучения	

1		 Операция	 all-reduce	приводит	информацию	от	 всех	рабочих	процессов	к  единому	
виду;	другими	словами,	она	обеспечивает	синхронизацию	между	всеми	рабочими	
процессами	обучения.
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на	одном	узле	с несколькими	графическими	процессорами	и ваша	модель	
машинного	обучения	умещается	в памяти	графического	процессора.

Стратегия CentralStorageStrategy
В	отличие	от	MirroredStrategy,	переменные	в этой	стратегии	не зеркалиру-
ются	на	всех	графических	процессорах.	Вместо	этого	они	сохраняются	в па-
мяти	ЦП,	а затем	копируются	в назначенный	графический	процессор	для	
выполнения	соответствующих	операций.	В случае	одной	операции	с гра-
фическим	процессором	CentralStorageStrategy	будет	хранить	переменные	
в  графическом	процессоре,	 а  не	 в ЦПУ.	CentralStorageStrategy –	 хорошая	
стратегия	для	распределения	вашего	процесса	обучения,	когда	вы	выпол-
няете	обучение	на	одном	узле	с несколькими	графическими	процессорами	
и ваша	полная	модель	не помещается	в памяти	одного	графического	про-
цессора,	или	когда	скорость	передачи	данных	между	графическими	про-
цессорами	слишком	ограничена.

Стратегия MultiWorkerMirroredStrategy
Эта	стратегия	основывается	на	шаблоне	MirroredStrategy,	но	копирует	пе-
ременные	через	несколько	рабочих	процессов	(например,	экземпляры	вы-
числений).	Стратегия	MultiWorkerMirroredStrategy –	подходящий	вариант,	
если	одного	узла	недостаточно	для	обучения	вашей	модели.	

Стратегия TPUStrategy
Эта	стратегия	позволяет	использовать	TPU	в Google	Cloud.	Она	следует	схеме	
синхронного	обучения	и в	основном	работает	аналогично	MirroredStrategy,	
за	исключением	того,	что	использует	TPU	вместо	графических	процессо-
ров.	Для	этого	требуется	собственная	стратегия,	поскольку	MirroredStrategy	
использует	специфичные	для	графического	процессора	функции	all-reduce.	
TPU	имеют	огромный	объем	доступной	оперативной	памяти,	а обмен	дан-
ными	между	TPU	сильно	оптимизирован,	поэтому	в стратегии	TPU	исполь-
зуется	зеркальный	подход.

Стратегия ParameterServerStrategy
ParameterServerStrategy	использует	несколько	узлов	в качестве	централь-
ного	хранилища	переменных.	Эта	стратегия	полезна	для	моделей,	превы-
шающих	доступные	ресурсы	 (например,	объем	оперативной	памяти	или	
производительности	ввода-вывода)	одного	узла.	ParameterServerStrategy –	
ваш	единственный	вариант,	если	вы	не можете	выполнять	обучение	на	од-
ном	узле,	а модель	превышает	ограничения	памяти	ОЗУ	или	производи-
тельности	ввода-вывода	узла.

Стратегия OneDeviceStrategy
Весь	 смысл	 OneDeviceStrategy	 состоит	 в  том,	 чтобы	 протестировать	 всю	
конфигурацию	модели	перед	тем,	как	приступить	к настоящему	распре-
деленному	обучению.	Эта	стратегия	использует	единственное	устройство	
(например,	один	графический	процессор)	для	обучения	модели.	Как	только	
будет	подтверждено,	что	конфигурация	работает	для	обучения,	стратегия	
может	быть	заменена.
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Не все стратегии могут использоваться совместно 
с компонентом TFX Trainer
На	момент	написания	этого	раздела	компонент	TFX	Trainer	под-
держивает	только	MirroredStrategy.	Хотя	в настоящее	время	с tf.
keras	можно	использовать	различные	стратегии,	согласно	дорож-
ной	карте	TFX	они	будут	доступны	для	использования	совместно	
с компонентом	Trainer	во	второй	половине	2020	года.	

Поскольку	MirroredStrategy	поддерживается	TFX	Trainer,	мы	покажем	здесь	
пример	использования	этого	компонента	для	реализации	данной	стратегии.	
Мы можем	легко	применить	MirroredStrategy,	добавив	несколько	строк	перед	
вызовом,	создающим	нашу	модель,	и последующим	вызовом	model.compile():

mirrored_strategy = tf.distribute.MirroredStrategy()  ❶
with mirrored_strategy.scope():  ❷
model = get_model()

 ❶ Экземпляр	стратегии	распределения
 ❷ Создание	и компиляция	оболочки	модели	с помощью	менеджера	Python

В	этом	примере	настройки	мы	создаем	экземпляр	MirroredStrategy.	Чтобы	
применить	стратегию	распределения	к нашей	модели,	мы	завершаем	создание	
и компиляцию	модели	с помощью	менеджера	Python	(в нашем	случае	все	это	
происходит	внутри	функции	get_model()).	Это	создаст	и скомпилирует	нашу	мо-
дель	в выбранной	нами	области	распределения.	MirroredStrategy	будет	исполь-
зовать	 все	 доступные	 графические	 процессоры	 экземпляра.	 Если	 вы	 хотите	
уменьшить	количество	используемых	экземпляров	графического	процессора	
(например,	в случае	их	совместного	использования),	то	можете	указать	графи-
ческие	процессоры,	которые	будут	использоваться	с MirroredStrategy,	изменив	
создание	стратегии	распределения:

mirrored_strategy = tf.distribute.MirroredStrategy(devices=["/gpu:0", "/gpu:1"])

В	этом	примере	мы	выбираем	два	графических	процессора,	которые	будут	
использоваться	для	наших	тренировочных	прогонов.

Требования к размеру пакета при использовании 
MirroredStrategy
MirroredStrategy	 требует,	 чтобы	 размер	 пакета	 был	 пропорциона-
лен	количеству	устройств.	Например,	если	вы	выполняете	обучение	
с  использованием	 пяти	 графических	 процессоров,	 размер	 пакета	
должен	быть	кратным	количеству	графических	процессоров.	Пом-
ните	об	этом	при	настройке	функции	input_fn(),	как	показано	в при-
мере	6.3.	

Стратегии	 распределения,	 с  которыми	 мы	 познакомились,	 полезны	 для	
больших	задач	машинного	обучения,	которые	не умещаются	в памяти	одно-
го	графического	процессора.	Эти	стратегии	часто	применяются	при	настройке	
модели,	которую	мы	обсудим	в следующем	разделе.
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наСтрОйка мОДели
Настройка	гиперпараметров –	важная	часть	создания	точной	модели	машин-
ного	обучения.	В зависимости	от	варианта	использования	эта	настройка	мо-
жет	выполняться	во	время	наших	первоначальных	экспериментов,	или	же	она	
может	использоваться	в качестве	составного	элемента	конвейера	машинного	
обуче	ния.	Этот	раздел	не содержит	подробных	и полных	начальных	инструк-
ций	по	настройке	модели,	мы	приведем	здесь	лишь	ее	краткий	обзор	и опи-
шем,	как	ее	можно	включить	в конвейер.

Стратегии настройки гиперпараметров
В	зависимости	от	типа	модели,	которую	вы	используете	в вашем	конвейере,	
выбор	гиперпараметров	будет	разным.	Если	модель	представляет	собой	глубо-
кую	нейронную	сеть,	настройка	гиперпараметров	особенно	важна	для	дости-
жения	хорошей	производительности	нейронных	сетей.	Два	наиболее	важных	
набора	гиперпараметров	для	настройки –	это	те	параметры,	которые	контро-
лируют	оптимизацию	и сетевую	архитектуру.	

Для	 оптимизации	мы	 рекомендуем	 по	 умолчанию	 использовать	 оптими-
заторы	Adam	(см.	документацию	по	ссылке	https://www.tensorflow.org/api_docs/
python/tf/keras/optimizers/Adam)	 или	 NAdam	 (см.	 документацию	 по	 ссылке	
https://www.tensorflow.org/api_docs/python/tf/keras/optimizers/Nadam).	 Скорость	
обучения –	 очень	 важный	 параметр	 для	 экспериментов,	 и  существует	 мно-
жество	 вариантов	 планировщиков	 скорости	 обучения	 (более	 подробно	 об	
этом	см.	https://www.tensorflow.org/api_docs/python/tf/keras/optimizers/schedules).	
Мы рекомендуем	использовать	самый	большой	размер	пакета,	который	уме-
щается	в памяти	вашего	графического	процессора.

Для	очень	больших	моделей	мы	рекомендуем	следующие	шаги:
	� настройте	начальную	скорость	обучения,	начиная	с 0,1;
	� выберите	количество	шагов	для	тренировки	(столько,	сколько	позволяет	
терпение);

	� линейно	уменьшите	скорость	обучения	до	0	за	указанное	количество	шагов.
Для	небольших	моделей	мы	рекомендуем	использовать	раннюю	остановку	

(более	подробно	об	этом	см.	https://www.tensorflow.org/api_docs/python/tf/keras/
callbacks/EarlyStopping),	чтобы	избежать	переобучения.	С помощью	этого	мето-
да	обучение	модели	останавливается,	когда	функция	потери	проверки	не улуч-
шается	после	определенного	пользователем	количества	эпох.

Для	сетевой	архитектуры	два	наиболее	важных	параметра,	которые	необ-
ходимо	настроить, –	это	размер	и количество	слоев.	Их увеличение	повысит	
эффективность	обучения,	но	может	привести	к переобучению	и означает,	что	
обучение	модели	займет	больше	времени.	Вы также	можете	рассмотреть	воз-
можность	добавления	остаточных	связей	между	слоями,	особенно	для	глубо-
ких	архитектур.

Самыми	 популярными	 подходами	 к  поиску	 гиперпараметров	 являются	
поиск по сетке	(grid	search)	и случайный поиск	(random	search).	При	поиске	по	
сетке	полностью	проверяется	каждая	комбинация	параметров,	тогда	как	при	
случайном	поиске	 параметры	 выбираются	 из	доступных	 вариантов	 и могут	
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включать	не все	возможные	комбинации.	Поиск	по	сетке	может	занять	очень	
много	времени,	если	количество	возможных	гиперпараметров	велико.	Попро-
бовав	диапазон	значений	параметров	настроек,	вы	можете	выполнить	точную	
настройку,	взяв	самые	эффективные	гиперпараметры	за	основу	и запустив	но-
вый	поиск.

В	 экосистеме	 TensorFlow	 настройка	 гиперпараметров	 реализуется	 с  по-
мощью	Keras	Tuner	(см.	документацию,	размещенную	по	ссылке	https://keras-
team.github.io/keras-tuner/),	 а  также	Katib	 (см.	 ссылку	 на	 репозиторий:	https://
github.com/kubeflow/katib),	который	обеспечивает	настройку	гиперпараметров	
в Kubeflow.	В дополнение	к поиску	по	сетке	и случайному	поиску	оба	этих	па-
кета	поддерживают	байесовский	поиск	и алгоритм	Hyperband	(см.	статью,	раз-
мещенную	по	ссылке	https://arxiv.org/pdf/1603.06560.pdf).

Настройка гиперпараметров в конвейерах TFX
В	 конвейере	TFX	настройка	 гиперпараметров	принимает	данные	из	 компо-
нента	Transform	и обучает	различные	модели	для	определения	наилучших	ги-
перпараметров.	Затем	гиперпараметры	передаются	компоненту	Trainer,	кото-
рый	обучает	окончательную	модель,	используя	их.

В	этом	случае	функция,	определяющая	модель	(в нашем	примере –	функция	
get_model),	должна	принять	гиперпараметры	в качестве	входных	данных	и по-
строить	модель	в соответствии	с указанными	гиперпараметрами.	Так,	напри-
мер,	в качестве	входного	аргумента	необходимо	определить	количество	слоев.

Компонент TFX Tuner
Компонент	TFX	Tuner	был	выпущен	в то	время,	когда	мы	завершали	
работу	над	этой	книгой.	Вы можете	просмотреть	его	исходный	код	
в репозитории	проекта	на	GitHub	(см.	https://github.com/tensorflow/tfx/
tree/master/tfx/components/tuner).

резюме
В	этой	главе	мы	показали,	как	перенести	обучение	нашей	модели	из	автоном-
ного	сценария	в интегрированную	часть	нашего	конвейера.	Это	означает,	что	
процесс	можно	автоматизировать	и запускать,	когда	мы	захотим, –	как	только	
новые	данные	поступят	в конвейер	или	когда	точность	предыдущей	модели	
окажется	 ниже	 заранее	 определенного	 уровня.	Мы также	 рассказали,	 каким	
образом	 модель	 и  шаги	 предварительной	 обработки	 данных	 сохраняются	
вмес	те,	чтобы	избежать	ошибок	из-за	несоответствия	между	предварительной	
обработкой	и обучением.	Мы дополнительно	рассмотрели	стратегии	распреде-
ления	обучения	модели	и настройки	гиперпараметров.

Теперь,	когда	у нас	есть	сохраненная	модель,	следующий	шаг –	во	всех	по-
дробностях	рассмотреть,	что	она	может	делать.
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Глава 7
Анализ и проверка модели

На	данном	этапе	конвейера	машинного	обучения	мы	проверили	статистиче-
ские	 параметры	 наших	 данных,	 преобразовали	 данные	 в  соответствующие	
признаки	и обучили	нашу	модель.	Возможно,	настало	время	приступить	к про-
мышленной	эксплуатации	нашей	модели?	По нашему	мнению,	перед	тем	как	
вы	перейдете	к развертыванию	модели,	необходимо	сделать	два	дополнитель-
ных	шага:	выполнить	углубленный	анализ	качества	модели	и проверить,	что	
все	выполненные	нами	этапы	улучшают	показатели	работы	нашей	модели	по	
сравнению	с любой	моделью,	которая	уже	находится	в производственной	экс-
плуатации.	На рис. 7.1	показано,	как	эти	шаги	реализуются	в конвейере.

Загрузка 
данных

Проверка 
данных

Предваритель-
ная обработка 

данных

Обучение 
модели

Анализ 
и проверка 

модели

Разверты-
вание 

модели

Хранилище 
метаданных

Базы данных

Петли обратной связи

Оркестровка 
конвейера машинного 
обучения

Рис. 7.1.	Анализ и проверка модели как часть конвейеров машинного обучения

Пока	мы	обучаем	модель,	мы	определяем	ее	качество	и следим	за	ним	на	
основании	 оценочного	 подмножества	 данных	 во	 время	 обучения,	 а  также	
пробуем	 различные	 гиперпараметры,	 чтобы	 получить	 наилучшее	 качество.	
Но обычно	во	время	обучения	в качестве	критерия	оценки	модели	использу-
ется	только	один	показатель,	и часто	этот	показатель –	точность.

Когда	мы	создаем	конвейер	машинного	обучения,	мы	часто	пытаемся	отве-
тить	на	сложный	бизнес-вопрос	или	пытаемся	смоделировать	сложную	реаль-
ную	систему.	Одной-единственной	метрики	часто	недостаточно,	чтобы	опре-
делить,	ответит	ли	наша	модель	на	этот	вопрос.	Это	особенно	актуально	в том	
случае,	если	наш	набор	данных	несбалансирован	или	если	некоторые	выводы	
нашей	модели	более	важны	с точки	зрения	серьезности	возможных	послед-
ствий	для	пользователей,	работающих	с моделью,	чем	другие.

Кроме	того,	одна	метрика,	которая	усредняет	качество	модели	по	всему	на-
бору	оценок,	может	скрыть	множество	важных	деталей.	Если	ваша	модель	рабо-



тает	с данными	о людях,	получают	ли	все	пользователи,	работающие	с моделью,	
однородные	результаты?	Ваша	модель	работает	лучше	для	пользователей-жен-
щин	или	для	пользователей-мужчин?	У пользователей	из	Японии	результаты	
получаются	хуже,	чем	у пользователей	из	США?	Такие	расхождения	могут	на-
нести	ущерб	коммерческой	деятельности	или	причинить	вред	реальным	лю-
дям.	Если	ваша	модель	распознает	объекты	и обнаруживает	препятствия	для	
автономного	транспортного	средства,	работает	ли	она	достаточно	хорошо	при	
любых	условиях	освещения?	Используя	одну	метрику	для	всего	обучающего	на-
бора,	вы	можете	упустить	важные	пограничные	случаи	и ситуации,	происходя-
щие	при	превышении	предельно	допустимых	параметров.	Очень	важно	иметь	
возможность	отслеживать	показатели	в разных	срезах	набора	данных.

Также	чрезвычайно	важно	отслеживать	ваши	показатели	во	времени –	до	
развертывания,	 после	 развертывания	 и  во	 время	 промышленной	 эксплуа-
тации.	 Даже	 если	 ваша	 модель	 статична,	 данные,	 загружаемые	 в  конвейер,	
со временем	будут	меняться,	часто	вызывая	снижение	качества	прогнозов.

В	 этой	 главе	 мы	 продемонстрируем	 использование	 еще	 одного	 пакета	
из экосистемы	TensorFlow:	TensorFlow	Model	Analysis	(TFMA),	который	облада-
ет	всеми	этими	возможностями.	Мы покажем,	как,	используя	его,	можно	полу-
чить	детальные	показатели	качества	своей	модели,	построить	срез	данных	для	
получения	показателей	для	разных	групп	и глубже	исследовать	объективность	
прогнозов	модели	с помощью	показателей	объективности	(Fairness	Indicators)	
и аналитического	инструмента	«Что,	если»	(What-If	Tool).	Затем	мы	расскажем,	
как	можно	выйти	за	рамки	анализа	и начать	объяснять	прогнозы,	которые	де-
лает	ваша	модель.

Мы	также	опишем	последний	шаг	перед	развертыванием	вашей	новой	мо-
дели:	 подтверждение	 того,	 что	 модель	 содержит	 улучшения	 по	 сравнению	
с любой	предыдущей	версией.	Важно,	чтобы	любая	новая	модель,	развернутая	
в промышленной	среде,	была	лучше	предыдущей	модели,	и,	соответственно,	
другие	сервисы,	зависящие	от	этой	модели,	в свою	очередь,	также	улучшались.	
Если	новая	модель	не содержит	никаких	улучшений	по	сравнению	с предыду-
щей,	ее	развертывание	не стоит	усилий.

как прОанализирОвать мОДель
Наш	процесс	анализа	модели	начинается	с выбора	показателей.	Как	мы	обсуж-
дали	ранее,	их	выбор	чрезвычайно	важен	для	успеха	построения	нашего	кон-
вейера	машинного	обучения.	Хорошей	практикой	является	выбор	нескольких	
показателей,	 которые	имеют	значение	для	нашей	бизнес-задачи,	поскольку,	
если	выбрать	один	показатель,	можно	упустить	важные	детали	при	анализе.	
В этом	разделе	мы	рассмотрим	некоторые	из	наиболее	важных	показателей	
для	задач	классификации	и регрессии.

Метрики классификации
Чтобы	вычислить	значения	множества	метрик	классификации,	необходимо	сна-
чала	 подсчитать	 количество	 истинно	 положительных	 /	 ложноположительных	
примеров	и истинно	отрицательных	/	ложноотрицательных	примеров	в нашем	
оценочном	наборе.	В качестве	примера	возьмем	любой	класс	из	наших	меток.

Как проанализировать модель  121



Истинно положительные результаты
Обучающие	примеры,	которые	принадлежат	к определенному	классу	и пра-
вильно	 помечены	 классификатором	 как	 принадлежащие	 к  этому	 классу.	
Например,	если	истинное	значение	метки	равно	1	и прогнозное	значение	
метки	также	равно	1,	то	результат	будет	истинно	положительным.

Ложноположительные результаты
Обучающие	 примеры,	 которые	 не  принадлежат	 к  определенному	 классу	
и неправильно	помечены	классификатором	как	принадлежащие	к  этому	
классу.	Например,	 если	истинное	 значение	метки	 равно	 0,	 а  прогнозное	
значение	метки	равно	1,	результат	будет	ложноположительным.

Истинно отрицательные результаты
Обучающие	 примеры,	 которые	 не  принадлежат	 к  определенному	 классу	
и правильно	помечены	классификатором	как	не принадлежащие	к этому	
классу.	Например,	 если	истинное	 значение	метки	 равно	 0,	 а  прогнозное	
значение	метки	равно	0,	результат	будет	истинно	отрицательным.

Ложноотрицательные результаты
Обучающие	примеры,	которые	принадлежат	к определенному	классу	и не-
правильно	 помечены	 классификатором	 как	 не  принадлежащие	 к  этому	
классу.	Например,	 если	истинное	 значение	метки	 равно	 1,	 а  прогнозное	
значение	метки	равно	0,	результат	будет	ложноотрицательным.

Все	эти	базовые	показатели	приведены	в табл.	7.1.

Таблица 7-1.	Матрица истинных и ложных результатов прогнозирования

Результат прогнозирования: 1 Результат  
прогнозирования: 0

Истинное значение = 1 Число истинно положитель-
ных результатов

Число ложноотрицательных 
результатов

Истинное значение = 0 Число ложноположительных 
результатов

Число истинно отрицатель-
ных результатов

Если	мы	рассчитаем	все	эти	метрики	для	модели	из	нашего	демонстрацион-
ного	проекта,	то	получим	результаты,	показанные	на	рис. 7.2.

Рис. 7.2.	Матрица истинных и ложных результатов прогнозирования для нашего 
демонстрационного проекта
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Мы	увидим,	какую	конкретную	пользу	приносят	эти	расчеты,	когда	будем	
говорить	 о достоверности	модели	далее	 в  этой	 главе.	 Существует	несколько	
других	показателей	для	сравнения	моделей,	которые	объединяют	эти	резуль-
таты	расчетов	в одно	число.

Верность
Верность	 определяется	 как	 отношение	 «(число	 истинно положительных 
результатов	+	число	истинно отрицательных результатов)	 /	общее число 
примеров»	и представляет	собой	долю	примеров,	которые	были	правильно	
классифицированы.	Это	подходящий	показатель	для	набора	данных,	в ко-
тором	 положительный	 и  отрицательный	 классы	 представлены	 в  равных	
долях	(набор	данных	сбалансирован	в равных	пропорциях),	но	он	может	
ввести	вас	в заблуждение,	если	набор	данных	несбалансирован.

Точность
Точность	 определяется	 как	 отношение	 «число	 истинно положительных 
результатов	 /	 (число	истинно отрицательных результатов	 +	 число	лож-
ноположительных результатов)»	 и  представляет	 собой	 долю	 примеров,	
отнесенных	в результате	выполнения	прогноза	к положительному	классу,	
которые	были	правильно	классифицированы.	Таким	образом,	 если	клас-
сификатор	имеет	высокую	точность,	большинство	примеров,	которые	он	
в результате	выполнения	относит	к положительному	классу,	действительно	
будут	принадлежать	к положительному	классу.

Полнота
Полнота	определяется	как	отношение	«число	истинно положительных ре-
зультатов	/	(число	истинно положительных результатов + ложноотрица-
тельных результатов)»	 и представляет	 собой	долю	примеров,	 в  которых	
истинное	значение	положительно	и правильно	идентифицировано	клас-
сификатором.	Таким	образом,	если	классификатор	имеет	высокий	уровень	
полноты,	он	правильно	определит	большинство	примеров,	действительно	
относящихся	к положительному	классу.

Другой	способ	получить	некое	обобщенное	число,	характеризующее	качест-
во	модели, –	это	AUC	(площадь	под	кривой).	Под	«кривой»	здесь	подразумева-
ется	ROC-кривая	(receiver	operating	characteristic,	рабочая	характеристика	при-
ёмника),	которая	отображает	соотношение	частоты	истинно	положительных	
результатов	(TPR,	true	positive	rate)	и частоты	ложноположительных	результа-
тов	(FPR,	false	positive	rate).

Метрика	TPR –	это	альтернативное	название	для	полноты,	которая	опреде-
ляется,	как	показано	ниже:

Частота	истинно	
положительных	
результатов	

=
число	истинно	положительных	результатов

число	истинно	положительных	результатов	+	 
число	ложноотрицательных	результатов
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Метрика	FPR	определяется	следующим	образом:

Частота	ложно-
положительных	
результатов

=
число	ложноположительных	результатов

число	ложноположительных	результатов	+	 
число ложноотрицательных	результатов

ROC-кривая	строится	путем	вычисления	TPR	и FPR	для	всех	порогов	клас-
сификации.	Порог классификации –	это	 граница	вероятности	отнесения	при-
меров	к положительному	или	отрицательному	классу	(обычно	значение	этого	
параметра	равно	0,5).	На рис. 7.3	показаны	ROC-кривая	и AUC	для	нашего	де-
монстрационного	проекта.	Для	 случайного	предсказателя	ROC-кривая	 будет	
прямой	линией,	выходящей	из	начала	координат	и входящей	в точку	с коор-
динатами	[1,1].	По мере	того	как	кривая	ROC	смещается	все	дальше	от	оси	x в	
левый	верхний	угол	графика,	модель	улучшается,	а AUC	увеличивается.	AUC –	
еще	одна	полезная	метрика,	которую	можно	отобразить	в TFMA.

Рис. 7.3.	ROC для нашего демонстрационного проекта

Метрики регрессии
В	 задаче	 регрессии	 модель	 предсказывает	 некоторое	 числовое	 значение	 для	
каждого	обучающего	примера,	которое	сравнивается	с фактическим	значением.	
Общие	метрики	регрессии,	которые	мы	можем	использовать	в TFMA,	включают:

Средняя абсолютная ошибка (mean absolute error, MAE)
MAE	определяется	следующим	образом:



1
MAE ,y y

n
= −∑
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где	n –	количество	обучающих	примеров,	y –	истинное	значение,	а  
1

MAE ,y y
n

= −∑  –	прог-
нозируемое	 значение.	Для	 каждого	 обучающего	примера	 вычисляется	 абсо-
лютная	 разность	между	 предсказанным	 значением	 и  истинным	 значением.	
Другими	словами,	MAE –	это	средняя	ошибка	модели.

Средняя абсолютная ошибка в процентах (mean absolute percentage error, MAPE)
MAPE	определяется	следующим	образом:

1MAPE 100 %.y y
n y

−
= ×∑

Как	следует	из	названия,	эта	метрика	дает	ошибку	для	всех	примеров,	выра-
женную	в процентах.	Это	особенно	полезно	для	случая,	когда	вам	нужно	опре-
делить,	допускает	ли	модель	систематические	ошибки.

Среднеквадратичная ошибка (mean squared error, MSE)
MSE	определяется	следующим	образом:


21MSE ( ) .y y

n
= −∑

Определение	MSE	похоже	на	MAE,	за	исключением	того,	что	член	y – 
1

MAE ,y y
n

= −∑  возве-
ден	в квадрат.	Это	делает	среднеквадратичную	ошибку,	гораздо	более	чувстви-
тельную	к выбросам	значений,	нежели	средняя	абсолютная	ошибка.

После	того	как	вы	выбрали	метрики,	подходящие	для	вашей	бизнес-зада-
чи,	следующим	шагом	будет	их	включение	в конвейер	машинного	обучения.	
Вы можете	сделать	это	с помощью	пакета	TFMA,	о чем	мы	расскажем	в следу-
ющем	разделе.

анализ мОДели TensorFlow
Пакет	 TFMA	 предоставляет	 нам	 простой	 способ	 получить	 более	 подробные	
мет	рики,	 чем	 те,	 которые	 используются	 во	 время	 обучения	модели.	 Он  по-
зволяет	нам	визуализировать	метрики	в  виде	 временных	рядов	по	 версиям	
модели	и дает	возможность	просматривать	метрики	на	различных	срезах	на-
бора	данных.	Он также	легко	масштабируется	до	больших	оценочных	наборов	
благодаря	Apache	Beam.

В	конвейере	TFX	TFMA	рассчитывает	метрики	на	основе	сохраненной	моде-
ли,	которая	экспортируется	компонентом	Trainer,	и именно	эта	модель	будет	
развернута.	Таким	образом,	можно	избежать	путаницы	между	разными	вер-
сиями	модели.	Во время	обучения	модели,	в том	случае,	если	вы	используете	
TensorBoard,	 вы	 получите	 только	 приблизительные	 метрики,	 экстраполиро-
ванные	из	 измерений	на	мини-пакетах,	 но	TFMA	рассчитывает	метрики	по	
всему	 оценочному	набору.	 Это	 особенно	 актуально	для	 больших	 оценочных	
наборов.
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Анализ одной модели в TFMA
В	этом	разделе	главы	мы	покажем,	как	использовать	TFMA	как	отдельный	па-
кет.	TFMA	устанавливается	следующим	образом:

$ pip install tensorflow-model-analysis

В	 качестве	 входных	 данных	 требуется	 сохраненная	 модель	 и  оценочный	
набор	данных.	В этом	примере	мы	предположим,	что	модель	Keras	сохранена	
в формате	SavedModel,	а оценочный	набор	данных	доступен	в виде	файла	в фор-
мате	TFRecord.

Для	начала	SavedModel	необходимо	преобразовать	в EvalSharedModel:

import tensorflow_model_analysis as tfma

eval_shared_model = tfma.default_eval_shared_model( 
    eval_saved_model_path=_MODEL_DIR, 
    tags=[tf.saved_model.SERVING])

Далее	нам	потребуется	файл	EvalConfig.	На этом	этапе	мы	сообщаем	TFMA,	
что	представляет	собой	наша	метка,	предоставляем	любые	спецификации	для	
разделения	модели	по	одному	из	признаков	и задаем	все	метрики,	которые	
хотим	рассчитывать	и отображать	с помощью	TFMA:

eval_config=tfma.EvalConfig( 
    model_specs=[tfma.ModelSpec(label_key='consumer_disputed')], 
    slicing_specs=[tfma.SlicingSpec()], 
    metrics_specs=[ 
        tfma.MetricsSpec(metrics=[
            tfma.MetricConfig(class_name='BinaryAccuracy'), 
            tfma.MetricConfig(class_name='ExampleCount'), 
            tfma.MetricConfig(class_name='FalsePositives'), 
            tfma.MetricConfig(class_name='TruePositives'), 
            tfma.MetricConfig(class_name='FalseNegatives'), 
            tfma.MetricConfig(class_name='TrueNegatives')
        ])
    ]
)

Анализ моделей TFLite
Мы	можем	также	анализировать	модели	TFLite	в TFMA.	В этом	случае	
тип	модели	необходимо	передать	в ModelSpec:

eval_config = tfma.EvalConfig( 
    model_specs=[tfma.ModelSpec(label_key='my_label',
                                model_type=tfma.TF_LITE)],
...
)

Более	подробно	TFLite	будет	обсуждаться	в разделе	«TFLite»	главы	9.
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Затем	запустите	анализ	модели:
eval_result = tfma.run_model_analysis( 
    eval_shared_model=eval_shared_model, 
    eval_config=eval_config, 
    data_location=_EVAL_DATA_FILE, 
    output_path=_EVAL_RESULT_LOCATION, 
    file_format='tfrecords')

Просмотрите	полученные	результаты	в среде	Jupyter	Notebook:

tfma.view.render_slicing_metrics(eval_result)

Несмотря	на	то	что	мы	хотим	просмотреть	общие	метрики,	мы	все	равно	
вызываем	 render_slicing_metrics.	 Срез	 в данном	контексте –	 это	 общий	 срез,	
который	представляет	собой	весь	набор	данных.	Результат	показан	на	рис. 7.4.

Рис. 7.4.	Визуализация TFMA в блокноте Jupyter Notebook для общих показателей

Работа с TFMA в блокноте Jupyter Notebook
Как	было	показано	ранее,	TFMA	работает	в блокноте	интерактив-
ной	среды	Google	Colab.	Но для	просмотра	визуализаций	в авто-
номной	среде	Jupyter	Notebook	требуется	несколько	дополнитель-
ных	шагов.	 Установите	 и  включите	 расширение	 TFMA	 notebook,	
выполнив	следующие	команды:
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$ jupyter nbextension enable --py widgetsnbextension
$ jupyter nbextension install --py \
    --symlink tensorflow_model_analysis
$ jupyter nbextension enable --py tensorflow_model_analysis

Добавьте	флаг	--sys_prefix	к каждой	из	этих	команд,	если	вы	запус-
каете	их	в виртуальной	среде	Python.	Вам	также	может	потребо-
ваться	установить	или	обновить	пакеты	widgetsnbextension,	ipywid-
gets	и jupyter_nbextensions_configurator.
На	тот	момент,	когда	мы	работали	над	этой	книгой,	визуализации	
TFMA	были	недоступны	в Jupyter	Lab,	только	в Jupyter	Notebook.

Все	метрики,	которые	мы	описали	в разделе	«Как	проанализировать	модель»	
ранее	в этой	главе,	можно	отобразить	в TFMA,	перечислив	их	в аргументе	met-
rics_specs	файла	EvalConfig:

metrics_specs=[ 
    tfma.MetricsSpec(metrics=[
        tfma.MetricConfig(class_name='BinaryAccuracy'), 
        tfma.MetricConfig(class_name='AUC'), 
        tfma.MetricConfig(class_name='ExampleCount'), 
        tfma.MetricConfig(class_name='Precision'), 
        tfma.MetricConfig(class_name='Recall')
    ])
]

Результаты,	которые	должны	получиться	в результате	выполнения	этих	дей-
ствий,	показаны	на	рис. 7.5.

Рис. 7.5.	Визуализация блокнота TFMA для других показателей
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Анализ нескольких моделей в TFMA
Мы	также	можем	использовать	TFMA	для	сравнения	наших	показателей	для	
нескольких	моделей.	Это	может	быть,	например,	одна	и та	же	модель,	обучен-
ная	на	разных	наборах	данных,	или	две	модели	с разными	гиперпараметрами,	
обученные	на	одном	и том	же	наборе	данных.

Для	 начала	 нам	 необходимо	 сгенерировать	 eval_result	 для	 сравниваемых	
моделей,	 как	 в  предыдущих	 примерах	 кода.	 Нам	 нужно	 убедиться,	 что	 мы	
правильно	указали	расположение	output_path	для	сохранения	моделей.	Мы ис-
пользуем	один	и тот	же	файл	EvalConfig	для	обеих	моделей,	чтобы	у нас	была	
возможность	вычислять	одни	и те	же	метрики:

eval_shared_model_2 = tfma.default_eval_shared_model( 
    eval_saved_model_path=_EVAL_MODEL_DIR, tags=[tf.saved_model.SERVING])

eval_result_2 = tfma.run_model_analysis( 
    eval_shared_model=eval_shared_model_2, 
    eval_config=eval_config, 
    data_location=_EVAL_DATA_FILE, 
    output_path=_EVAL_RESULT_LOCATION_2, 
    file_format='tfrecords')

Затем	мы	должны	загрузить	их	при	помощи	следующего	фрагмента	кода:

eval_results_from_disk = tfma.load_eval_results( 
    [_EVAL_RESULT_LOCATION, _EVAL_RESULT_LOCATION_2],
    tfma.constants.MODEL_CENTRIC_MODE)

И	мы	можем	визуализировать	их	с помощью	следующего	фрагмента	кода:

tfma.view.render_time_series(eval_results_from_disk, slices[0])

Результат	показан	на	рис. 7.6.

Рис. 7.6.	Визуализация TFMA, сравнение двух моделей
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Здесь	важно	отметить,	что	как	для	моделей	классификации,	так	и для	регрес-
сионных	моделей	в TFMA	можно	просматривать	множество	метрик	одновре-
менно,	а не	ограничиваться	одной	или	двумя	из	них	во	время	обучения.	Это	по-
могает	предотвратить	неожиданное	поведение	модели	после	ее	развертывания.

Мы	также	можем	создавать	срезы	оценочных	данных	на	основе	признаков	
набора	данных,	например	чтобы	получить	значение	метрики	верности	по	про-
дуктам	в нашем	демонстрационном	проекте.	Мы расскажем,	как	это	сделать,	
в следующем	разделе.

анализ ДОСтОвернОСти мОДели
Во	всех	наборах	данных,	которые	мы	используем	для	обучения	модели,	неко-
торым	 образом	 присутствует	 смещение:	 реальный	 мир	 невероятно	 сложен,	
и  невозможно	 взять	 образец	 данных,	 который	 адекватно	 отражает	 всю	 эту	
сложность.	В главе	4,	во	время	первых	шагов	на	пути	к построению	целостно-
го	конвейера	машинного	обучения,	мы	познакомились	с понятием	смещения	
данных,	а в	этой	главе	мы	посмотрим,	верны	ли	прогнозы	модели.

Справедливость и смещение данных
Термины	 «справедливость»	 и  «предвзятость»	 часто	 используются	
как	синонимы	для	обозначения	того,	различаются	ли	количествен-
ные	характеристики	качества	прогнозов	модели	машинного	обуче-
ния	для	разных	групп	людей.	Здесь	мы	будем	использовать	термин	
«справедливость»,	чтобы	избежать	путаницы	со	смещением	данных,	
или	предвзятостью	данных,	которое	мы	обсуждали	в главе	4.

Чтобы	оценить,	справедлива	ли	наша	модель,	нам	нужно	определить,	когда	
и в	каких	случаях	опыт	одних	групп	людей	отличается	от	опыта	других	групп	
людей,	в результате	чего	возникают	проблемы.	Например,	такой	группой	людей	
могут	быть	люди,	которые	не возвращают	деньги,	взятые	взаймы.	Если	наша	мо-
дель	пытается	предсказать,	кому	следует	предоставить	кредит,	такая	группа	лю-
дей	должна	иметь	результат	предсказания,	отличающийся	от	остальных	групп.	
В данном	случае	мы	хотим	избежать	проблемы,	когда,	например,	все	люди,	кото-
рым	ошибочно	отказывают	в кредите,	принадлежат	к определенной	расе.

Ярким	примером	групп,	получающих	разные	результаты	при	работе	моде-
ли,	 является	 алгоритм	COMPAS,	прогнозирующий	риск	повторного	 соверше-
ния	 правонарушений	 преступниками.	 Согласно	 данным,	 опубликованным	
Propublica	 (см.	 https://www.propublica.org/article/machine-bias-risk-assessments-in-
criminal-sentencing),	частота	ошибок	алгоритма	была	примерно	одинаковой	для	
черных	и белых	обвиняемых.	Однако	вероятность	ошибочного	предсказания	
того,	что	чернокожие	обвиняемые	впоследствии	совершат	повторные	правона-
рушения,	была	особенно	велика	и оказалась	примерно	вдвое	больше,	чем	веро-
ятность	аналогичного	неверного	прогноза	для	белых	подсудимых.

Мы	должны	попытаться	распознать	такие	проблемы	до	того,	как	наши	моде-
ли	будут	запущены	в промышленную	эксплуатацию.	Для	начала	полезно	дать	
численные	определения	того,	что	мы	понимаем	под	справедливостью.	Вот	не-
сколько	примеров	численных	определений	для	решения	задач	классификации.
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Демографический паритет
Модель	 выполняет	 оценку,	 выдавая	 одинаковую	 процентную	 ставку	 для	
всех	групп.	Так,	например,	модель	не завышает	процентную	ставку	по	кре-
диту	ни	для	мужчин	(по	сравнению	с женщинами),	ни	для	женщин	(по срав-
нению	с мужчинами).

Равные возможности
Частота	 ошибок	 для	 класса,	 предоставляющего	 возможность,	 одинакова	
для	всех	групп.	В зависимости	от	того,	как	поставлена	задача,	это	может	
быть	положительный	или	отрицательный	класс.	Например,	для	представи-
телей	положительного	класса –	категории	всех	кредитоспособных	людей –	
и мужчины,	и женщины –	смогут	получить	кредит	с одинаковой	процент-
ной	ставкой.

Одинаковая верность
Некоторые	показатели,	такие	как	верность,	точность	или	AUC,	одинаковы	для	
всех	групп.	Например,	система	распознавания	лиц	должна	выдавать	настоль-
ко	же	верные	результаты	для	темнокожих	женщин,	как	и для	белых	мужчин.

Равная	верность	иногда	может	вводить	в заблуждение,	как	в предыдущем	
примере	с COMPAS.	В этом	примере	верность	прогноза	была	одинаковой	для	
обеих	групп,	но	ошибки	при	предсказании	вероятности	рецидива	были	намно-
го	выше	для	одной	из	групп.	Важно	определять	и учитывать	определенные	тен-
денции	для	ошибок,	которые	могут	иметь	самые	серьезные	последствия	для	
вашей	модели.

Определения справедливости
Единого	 определения	 справедливости,	 подходящего	 для	 всех	
проектов	машинного	 обучения,	 не  существует.	 Вам	 нужно	 будет	
определить,	что	лучше	всего	подходит	для	вашей	конкретной	биз-
нес-задачи,	 принимая	 во	 внимание	 потенциальный	 вред	 и  пре-
имущества	 для	 пользователей,	 работающих	 с  вашей	 моделью.	
За дополнительными	рекомендациями	обратитесь	к литературе –	
книге	Солона	Барокаса	и др.	«Справедливость	в машинном	обуче-
нии»	(Solon	Barocas	et	al.,	Fairness in Machine Learning),	статье	Мар-
тина	Ваттенберга	(Martin	Wattenberg)	и других	авторов	из	Google,	
опубликованной	 по	 ссылке	 http://research.google.com/bigpicture/
attacking-discrimination-in-ml/,	а также	к документации	по	метрикам	
справедливости	Бена	Хатчинсона	(Ben	Hutchinson)	и других	авто-
ров	(см.	https://oreil.ly/O237L).

Группы,	которые	мы	здесь	упоминаем,	могут	быть	разными	типами	клиен-
тов,	пользователями	продуктов	из	разных	стран	или	людьми	разного	пола	и эт-
нической	принадлежности.	В законодательстве	США	существует	концепция	за-
щищенных	групп,	в которой	люди	защищены	от	дискриминации	по	признаку	
пола,	расы,	возраста,	инвалидности,	цвета	кожи,	вероисповедания,	националь-
ного	происхождения,	религии	и генетической	информации.	И эти	группы	пере-
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секаются:	вам	может	потребоваться	проверить,	что	ваша	модель	не проявляет	
дискриминацию	по	отношению	к нескольким	комбинациям	таких	групп.

Группы – это упрощение
Группы	 людей	 в  реальном	 мире	 никогда	 не  бывают	 однознач-
но	определенными.	У каждого	 своя	 сложная	история:	например,	
кто-то	мог	сменить	религию	или	пол.	Кто-то	может	принадлежать	
к нескольким	расам	или	нескольким	национальностям.	Ищите	эти	
пограничные	случаи	и предоставьте	людям	возможность	обратной	
связи,	если	ваша	модель	для	них	плохо	работает.

Даже	если	вы	не используете	эти	группы	в качестве	признаков	в своей	мо-
дели,	это	не означает,	что	ваша	модель	непредвзята.	Многие	другие	призна-
ки,	такие	как	географическое	положение,	могут	сильно	коррелировать	с одной	
из	этих	защищенных	групп.	Например,	если	вы	используете	почтовый	индекс	
США	в качестве	признака,	то	такой	признак	сильно	коррелирует	с расой.	Вы мо-
жете	проверить	наличие	этих	проблем,	выделив	отдельный	набор	данных	для	
одной	из	защищенных	групп,	как	мы	опишем	в следующем	разделе,	даже	если	
это	не признак,	который	вы	использовали	для	обучения	своей	модели.

Справедливость –	нелегкая	тема,	и она	приводит	нас	ко	многим	этическим	
вопросам,	которые	могут	быть	сложны	и неоднозначны.	Однако	есть	несколько	
проектов,	которые	могут	помочь	нам	проанализировать	наши	модели	с точки	
зрения	справедливости,	и в	следующих	разделах	этой	главы	мы	расскажем,	как	
их	можно	использовать.	Такой	анализ	может	дать	вам	преимущество	этиче-
ского	и коммерческого	плана,	выдавая	корректные	результаты	для	всех	поль-
зователей	безотносительно	их	принадлежности	к определенной	группе.	Этот	
анализ	даже	может	дать	вам	шанс	исправить	неявную	несправедливость,	за-
ложенную	в системе,	для	которой	вы	создаете	модель, –	так,	например,	анализ	
автоматизированного	 инструмента	 найма	 персонала	 в Amazon	 выявил	дис-
криминацию	в отношении	кандидатов-женщин.

В	следующих	разделах	мы	опишем,	как	использовать	три	проекта	для	оцен-
ки	 справедливости	 в  TensorFlow:	 TFMA,	 метрики	 справедливости	 и  инстру-
мент	«Что,	если».

Формирование срезов для прогнозов модели в TFMA
Первым	шагом	в оценке	справедливости	вашей	модели	машинного	обучения	
является	разделение	прогнозов	вашей	модели	по	интересующим	вас	группам,	
например	по	признаку:	полу,	расе	или	стране.	Эти	срезы	могут	быть	созданы	
с помощью	TFMA	или	инструментов,	вычисляющих	метрики	справедливости.	

Чтобы	создать	срез	данных	в TFMA,	столбец	среза	должен	быть	предоставлен	
как	SliceSpec.	В этом	примере	мы	выберем	признак	Product	для	создания	среза:

slices = [tfma.slicer.SingleSliceSpec(), 
          tfma.slicer.SingleSliceSpec(columns=['Product'])]

SingleSliceSpec	без	указания	аргументов	возвращает	весь	набор	данных.	За-
тем	запустите	анализ	модели	с указанными	срезами:
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eval_result = tfma.run_model_analysis( 
    eval_shared_model=eval_shared_model, 
    eval_config=eval_config_viz, 
    data_location=_EVAL_DATA_FILE, 
    output_path=_EVAL_RESULT_LOCATION, 
    file_format='tfrecords',
    slice_spec = slices)

Просмотрите	результаты,	как	показано	на	рис. 7.7:

tfma.view.render_slicing_metrics(eval_result, slicing_spec=slices[1])

Если	мы	хотим	исследовать	демографический	паритет	(определение	демо-
графического	паритета	приведено	ранее),	то	нам	нужно	проверить,	принад-
лежит	ли	одинаковая	доля	людей	в каждой	группе	к положительному	классу.	
Мы можем	проверить	это,	посмотрев	на	TPR	и TNR	для	каждой	группы.

Рис. 7.7.	Визуализация среза, формируемого в TFMA

Определите, какой класс получает преимущество
Чтобы	определить,	какой	класс	получает	преимущество,	мы	должны	
исследовать	 выбор	модели	и  его	потенциальную	выгоду.	 Здесь	мы	
предполагаем,	что	модель	делает	выбор,	который	выгоден	человеку,	
и предполагаем,	что	это	положительный	класс.	Если	положительный	
класс	не приносит	выгоды,	а отрицательный	класс	приносит	вред,	то	
вместо	этого	мы	должны	рассматривать	метрики,	оперирующие	с со-
отношениями	истинно	отрицательных	результатов	и ложноположи-
тельных	результатов.
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Для	проверки	равных	возможностей	мы	можем	проверить	FPR	для	каждой	
группы.	Для	получения	более	подробной	информации	по	этой	теме	обратитесь	
к документации	из	раздела	полезных	советов	проекта	«Метрики	справедливо-
сти»	(см.	https://oreil.ly/s8Do7).

Проверка пороговых значений решений с использованием 
метрик справедливости
Метрики	 справедливости	 (Fairness	 Indicators)	  –	 чрезвычайно	 полезный	ин-
струмент	для	 анализа	модели.	 Некоторые	 из	 его	 возможностей	 аналогичны	
TFMA,	но	особенно	полезной	его	функцией	является	возможность	просмотра	
показателей,	сгруппированных	по	признакам,	с различными	порогами	приня-
тия	решения.	Как	мы	обсуждали	ранее,	порог	принятия	решения –	это	оценка	
вероятности,	по	которой	мы	проводим	границу	между	классами	для	модели	
классификации.	Это	позволяет	нам	проверить,	справедлива	ли	наша	модель	по	
отношению	к группам	с разными	порогами	принятия	решений.

Есть	несколько	способов	получить	доступ	к инструменту	определения	мет-
рик	справедливости,	и самый	простой	из	них –	использовать	его	как	автоном-
ную	библиотеку	через	TensorBoard.	Мы также	покажем,	как	загрузить	его	как	
часть	конвейера	TFX,	в разделе	«Компонент	Evaluator».	Для	установки	подклю-
чаемого	модуля	Tensor	Board	Fairness	Indicators	мы	выполним	команду

$ pip install tensorboard_plugin_fairness_indicators

Затем	мы	используем	TFMA	для	оценки	модели	и просим	ее	вычислить	мет-
рики	 для	 набора	 пороговых	 значений	 решений,	 которые	 предоставим.	 Эти	
данные	передаются	в TFMA	в качестве	значения	аргумента	metrics_spec	для	Ev-
alConfig	вместе	с любыми	другими	метриками,	которые	мы	хотим	вычислить:

eval_config=tfma.EvalConfig( 
    model_specs=[tfma.ModelSpec(label_key='consumer_disputed')], 
    slicing_specs=[tfma.SlicingSpec(),
        tfma.SlicingSpec(feature_keys=['product'])], 
    metrics_specs=[
        tfma.MetricsSpec(metrics=[ 
            tfma.MetricConfig(class_name='FairnessIndicators',
                              config='{"thresholds":[0.25, 0.5, 0.75]}')
        ])
    ]
)

Затем	 запустите	шаг	 анализа	 модели,	 как	 и  раньше,	 через	 tfma.run_model_
analysis.

Далее	 запишите	 результат	 оценки	 TFMA	 в  каталог	 журналов,	 чтобы	
TensorBoard	мог	его	забрать:

from tensorboard_plugin_fairness_indicators import summary_v2

writer = tf.summary.create_file_writer('./fairness_indicator_logs')
with writer.as_default(): 
    summary_v2.FairnessIndicators('./eval_result_fairness', step=1)
writer.close()
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И	загрузите	результат	в TensorBoard	в блокнот	Jupyter	Notebook:

%load_ext tensorboard
%tensorboard --logdir=./fairness_indicator_logs

Инструмент,	с помощью	которого	мы	получаем	визуализацию	индикаторов	
справедливости,	выделяет	отклонения	от	общего	значения	показателя,	как	по-
казано	на	рис. 7.8.

Рис. 7.8.	Визуализация срезов индикаторов справедливости

А	для	нашего	демонстрационного	проекта	на	рис. 7.9	показаны	более	силь-
ные	различия	между	группами,	когда	порог	принятия	решения	снижен	до	0,25.
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Рис. 7.9.	Визуализация пороговых значений индикаторов справедливости

Помимо	исследования	значений	метрик	справедливости	в общей	модели,	
мы	можем	захотеть	посмотреть	на	отдельные	точки	данных,	чтобы	увидеть,	
как	наша	модель	влияет	на	отдельных	пользователей.	К счастью,	в экосистеме	
TensorFlow	есть	еще	один	инструмент,	который	поможет	нам	в этом:	инстру-
мент	анализа	альтернатив	(What-If	Tool).

Проведение более детального анализа с помощью 
инструмента анализа альтернатив (What-If Tool)
Посмотрев	на	срезы	нашего	набора	данных	с помощью	TFMA	и визуальных	ин-
струментов	отображения	индикаторов	справедливости,	мы	можем	более	под-
робно	рассмотреть	еще	один	проект	Google:	инструмент	анализа	альтернатив	
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What-If	Tool	(WIT).	Этот	инструмент	позволяет	нам	создавать	очень	полезные	
визуализации,	а также	исследовать	отдельные	точки	данных.

Есть	 несколько	 способов	 использовать	 WIT	 для	 вашей	 модели	 и  данных.	
Его	 можно	 применять	 для	 анализа	 модели,	 которая	 уже	 была	 развернута	
с TensorFlow	Serving	через	TenorBoard,	или	модели,	которая	работает	на	GCP.	
Его	также	можно	использовать	напрямую	с моделью	Estimator.	Но для	нашего	
демонстрационного	проекта	наиболее	простой	способ	применить	его –	напи-
сать	настраиваемую	функцию	прогнозирования,	которая	принимает	на	вход	
список	обучающих	примеров	и возвращает	прогнозы	модели	для	этих	приме-
ров.	Таким	образом,	мы	можем	загрузить	визуализацию	в автономный	блок-
нот	Jupyter	Notebook.

Мы	можем	установить	WIT,	используя	следующую	команду:

$ pip install witwidget

Затем	мы	создаем	TFRecordDataset	для	загрузки	файла	данных.	Мы отбира-
ем	 1000	 обучающих	примеров	 и  преобразуем	их	 в  список	 TFExamples.	 Визуа-
лизации,	получаемые	с помощью	инструмента	What-If	Tool,	хорошо	работают	
с таким	количеством	обучающих	примеров,	но	их	становится	труднее	понять	
при	больших	размерах	выборки:

eval_data = tf.data.TFRecordDataset(_EVAL_DATA_FILE) 
subset = eval_data.take(1000)
eval_examples = [tf.train.Example.FromString(d.numpy()) for d in subset]

Затем	мы	загружаем	модель	и определяем	функцию	прогнозирования,	кото-
рая	принимает	список	TFExamples	и возвращает	прогнозы	модели:

model = tf.saved_model.load(export_dir=_MODEL_DIR) predict_fn = model.signatures['serving_
default']

def predict(test_examples):
    test_examples = tf.constant([example.SerializeToString() for example in examples]) 
    preds = predict_fn(examples=test_examples)
    return preds['outputs'].numpy()

Потом	мы	настраиваем	WIT,	выполняя	следующую	команду:

from witwidget.notebook.visualization import WitConfigBuilder

config_builder = WitConfigBuilder(eval_examples).set_custom_predict_fn(predict)

И	можем	просмотреть	результат	в записной	книжке,	используя:

from witwidget.notebook.visualization import WitWidget

WitWidget(config_builder)

Результат	визуализации	показан	на	рис. 7.10.
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Рис. 7.10.	Главная страница WIT

Использование WIT в блокноте Jupyter Notebook
Как	и для	TFMA,	для	запуска	WIT	в автономном	блокноте	потре-
буется	несколько	дополнительных	шагов.	Установите	и включите	
расширение	WIT	для	блокнота	с помощью	следующих	команд:

$ jupyter nbextension install --py --symlink \
--sys-prefix witwidget

$ jupyter nbextension enable witwidget --py --sys-prefix

Добавьте	флаг	--sys_prefix	к каждой	из	этих	команд,	если	вы	запус-
каете	их	в виртуальной	среде	Python.

В	WIT	включено	множество	функций,	и здесь	мы	опишем	некоторые	из	наи-
более	полезных.	Полная	документация	доступна	на	домашней	странице	про-
екта	WIT	(см.	https://pair-code.github.io/what-if-tool/index.html).

WIT	предоставляет	возможности	для	альтернативных	сценариев	(контрфак-
ты),	 которые	 для	 любого	 отдельного	 обучающего	 примера	 показывают	 его	
ближайшего	соседа	из	другой	классификации.	Все	признаки	максимально	по-
хожи,	но	предсказание	модели	для	альтернативного	сценария	попадает	в дру-
гой	класс.	Это	помогает	нам	увидеть,	как	каждый	признак	влияет	на	прогноз	
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модели	для	конкретного	обучающего	примера.	Если	мы	видим,	что	изменение	
демографической	характеристики	(расы,	пола	и т.	д.)	меняет	прогноз	модели,	
относя	его	к другому	классу, –	это	предупреждение	о том,	что	модель	может	
быть	несправедливой	по	отношению	к разным	группам.

Мы	можем	продолжить	исследовать	данный	признак,	отредактировав	вы-
бранный	пример	в браузере.	Затем	мы	можем	снова	вывести	результат	и по-
смотреть,	как	это	повлияет	на	прогнозы,	сделанные	для	конкретного	примера.	
Этот	подход	можно	использовать	для	проведения	исследования,	справедлива	
ли	наша	модель	в отношении	демографических	признаков,	а также	в отноше-
нии	любых	других	характеристик,	и увидеть,	что	произойдет,	если	значения	
признаков	будут	изменены	на	противоположные.

Альтернативные	сценарии	также	могут	быть	использованы	для	объяснения	
поведения	модели.	Но обратите	внимание,	что	для	каждой	точки	данных	может	
существовать	множество	возможных	контрфактов,	которые	близки	к тому,	что-
бы	быть	ближайшим	соседом,	а также	что	между	признаками,	вероятно,	будут	
существовать	сложные	взаимозависимости.	Таким	образом,	не следует	рассмат-
ривать	альтернативные	сценарии	как	полное	объяснение	поведения	модели.

Еще	одна	особенно	полезная	функция	WIT –	графики	частичной	зависимо-
сти	(partial	dependence	plots,	PDP).	Они	показывают	нам,	как	каждый	из	при-
знаков	 влияет	на	прогнозы	модели,	 например	 влияет	ли	 увеличение	 значе-
ния	числового	признака	на	вероятность	прогноза	для	класса.	PDP	показывает	
нам	форму	этой	зависимости:	линейная,	монотонная	или	более	сложная.	PDP	
также	могут	 быть	 созданы	для	 категориальных	 признаков,	 как	 показано	 на	
рис. 7.11.	Опять	же,	если	прогнозы	модели	показывают	зависимость	от	демо-
графической	характеристики,	это	может	служить	предупреждением	о том,	что	
прогнозы	вашей	модели	недостоверны.

Рис. 7.11.	WIT PDP
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Более	продвинутая	функция,	о которой	мы	не будем	рассказывать	подроб-
но, –	это	оптимизация	порогов	принятия	решения	для	стратегий	справедли-
вости.	 Результаты	 представлены	 на	 странице	 в  WIT;	 можно	 автоматически	
устанавливать	пороги	принятия	решений	на	основе	выбранной	стратегии,	как	
показано	на	рис. 7.12.

Рис. 7.12.	Пороги принятия решений в WIT

Все	 инструменты,	 которые	 мы	 описываем	 в  этом	 разделе,	 посвященном	
справедливости	 моделей,	 также	 можно	 использовать	 для	 исследования	 лю-
бой	модели,	даже	если	она	не может	нанести	пользователям	какой-либо	вред.	
Их  можно	 использовать,	 чтобы	 лучше	 понять	 поведение	 модели	 до	 ее	 раз-
вертывания,	и они	могут	помочь	избежать	сюрпризов,	когда	модель	попадет	
в реальный	мир.	Это	область	активных	исследований,	и новые	инструменты	
для	подобных	исследований	выпускаются	часто.	Одна	из	интересных	разрабо-
ток –	это	ограниченная оптимизация	для	метрики	справедливости	модели,	при	
которой	вместо	простой	оптимизации	для	одной	метрики	модели	могут	быть	
оптимизированы	 с  учетом	 других	 ограничений,	 таких	 как	 равная	 точность.	
Для	этого	в TensorFlow	существует	экспериментальная	библиотека	(см.	https://
ai.googleblog.com/2020/02/setting-fairness-goals-with-tensorflow.html).

ОбъяСнение мОДели
Обсуждение	справедливости	модели	и использования	WIT	естественным	об-
разом	приводит	нас	к вопросу	о том,	как	мы	можем	не только	описать	характе-
ристики	нашей	модели,	но	и объяснить,	что	происходит	внутри	нее.	Мы кратко	
упомянули	об	этом	в предыдущем	разделе,	посвященном	справедливости,	но	
здесь	подробнее	рассмотрим	данный	процесс.
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В	процессе	 объяснения	модели	мы	пытаемся	 объяснить,	 почему	предска-
зания,	сделанные	моделью,	оказываются	именно	такими.	Объяснение	модели	
контрастирует	с ее	анализом,	который	описывает	работу	модели	и ее	качество	
при	 помощи	 различных	 показателей.	Объяснимость	машинного	 обучения –	
большая	 область,	 в  которой	 сейчас	 ведется	 много	 активных	 исследований.	
Мы не	можем	автоматизировать	объяснение	модели	как	часть	нашего	конвейе-
ра,	потому	что,	по	определению,	объяснения	нужно	показывать	людям.	Поэто-
му	мы	просто	приведем	здесь	краткий	обзор,	а для	получения	более	подробной	
информации	рекомендуем	электронную	книгу	«Интерпретируемое	машинное	
обучение»	Кристофа	Мольнара	(Interpretable Machine Learning, Christoph Molnar)	
и еще	одну	статью,	посвященную	этому	вопросу	(см.	https://storage.googleapis.
com/cloud-ai-whitepapers/AI%20Explainability%20Whitepaper.pdf).

Есть	несколько	возможных	причин,	по	которым	вам	потребуется	объяснить	
прогнозы	вашей	модели:

	� помощь	специалистам	по	анализу	данных	в отладке	проблем	с их	моделью;
	� повышение	доверия	к модели;
	� аудит	модели;
	� объяснение	предсказаний	модели	пользовательской	аудитории.

Методы,	которые	мы	обсудим	далее,	полезны	во	всех	этих	случаях.
Прогнозы,	основанные	на	более	простых	моделях,	гораздо	легче	объяснить,	

чем	прогнозы	на	основе	сложных	моделей.		Линейную	регрессию,	логистиче-
скую	регрессию	и деревья	отдельных	решений	относительно	легко	интерпре-
тировать.	Мы можем	просматривать	веса	для	каждого	признака	и знаем	точ-
ный	вклад	этого	признака.	Для	таких	моделей	простой	взгляд	на	всю	модель	
целиком	дает	необходимое	объяснение,	потому	что	их	архитектура	делает	их	
интерпретируемыми	по	замыслу,	так	что	человек	может	понять	их.	Например,	
коэффициенты	модели	линейной	регрессии	дают	объяснение,	которое	понят-
но	и не	требует	дополнительной	работы	по	разъяснению.

Сложнее	объяснить	модель	случайного	леса	и другие	ансамблевые	модели,	
а труднее	всего	объяснить	глубокие	нейронные	сети.	Это	связано	с огромным	
количеством	параметров	и связей	в нейронной	сети,	что	приводит	к чрезвы-
чайно	 сложным	 взаимодействиям	между	 признаками.	 Если	 прогнозы	 вашей	
модели	имеют	серьезные	последствия	и вам	требуются	объяснения,	мы	реко-
мендуем	 вам	 выбирать	 модели,	 которые	 легче	 объяснить.	 Более	 подробную	
информацию	о том,	как	и когда	использовать	объяснения,	можно	найти	в статье	
«Объясняемое	 машинное	 обучение	 на	 этапе	 развертывания»	 Уманга	 Бхатта	
и др.	 («Explainable	Machine	Learning	 in	Deployment»	 by	Umang	Bhatt	 et	 al,	 см.	
https://arxiv.org/pdf/1909.06342.pdf).

Локальные и глобальные объяснения
Мы	можем	разделить	методы	объяснения	машинного	обучения	на	
две	большие	группы:	локальные	и глобальные	объяснения.	Локаль-
ные	объяснения	стремятся	объяснить,	почему	модель	сделала	кон-
кретный	прогноз	для	одной-единственной	точки	данных.	 Глобаль-
ные	объяснения	стремятся	объяснить,	как	модель	работает	в целом,	
и исследования	 с  целью	объяснения	проводятся	 с  использованием	
большого	набора	точек	данных.	Мы познакомим	вас	с обеими	этими	
техниками	в следующем	разделе.	
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А	также	разберем	некоторые	методы	генерации	объяснений	на	основе	ва-
шей	модели.

Генерация объяснений с помощью WIT
В	разделе	«Проведение	более	детального	анализа	с помощью	инструмента	
анализа	альтернатив	(What-If	Tool)»		мы	показали,	как	можем	использовать	
WIT,	чтобы	ответить	на	вопрос	о такой	характеристике	нашей	модели,	как	
справедливость.	 Но  инструмент	 WIT	 также	 может	 оказаться	 полезен	 для	
объяснения	 наших	 моделей  –	 в  частности,	 используя	 контрфакты	 и  PDP,	
как	мы	уже	упоминали	ранее.	Использование	контрфактов	может	помочь	
нам	 сформировать	 локальные	 объяснения,	 но	 методы	 PDP	 могут	 давать	
локальные	или	 глобальные	 объяснения.	 Ранее	на	 рис.  7.11	мы	приводили	
пример	глобальных	PDP,	а теперь	рассмотрим	локальные	PDP,	как	показано	
на рис. 7.13.

Рис. 7.13.	Локальные PDP в WIT 
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PDP	показывают	изменение	результатов	прогноза	(оценку вывода)	для	раз-
личных	допустимых	значений	признака.	Нет	никаких	изменений	в оценке	вы-
вода	по	характеристикам	компании,	что	показывает,	что	прогнозы	для	этой	
точки	данных	не зависят	от	значения	этого	признака.	Но для	признака	compa-
ny_response	есть	изменение	в оценке	вывода,	которая	показывает,	что	прогноз	
модели	имеет	некоторую	зависимость	от	значения	признака.

Допущения PDP
PDP	содержит	важное	допущение:	все	признаки	независимы	друг	
от	друга.	Для	большинства	наборов	данных,	особенно	тех,	которые	
достаточно	сложны,	чтобы	для	точных	прогнозов	требовалась	мо-
дель	нейронной	сети,	это	предположение	не подходит.	К получае-
мым	с помощью	этого	инструмента	графикам	следует	относиться	
с осторожностью:	они	могут	дать	вам	представление	о том,	что	де-
лает	ваша	модель,	но	они	не дают	вам	полноценного	объяснения.

Если	ваша	модель	развернута	с использованием	платформы	искусственного	
интеллекта	Google	Cloud,	вы	можете	увидеть	атрибуцию признаков	в WIT.	Для	
одного	примера	данных	атрибуция	признаков	дает	положительные	или	отри-
цательные	оценки	для	каждого	признака,	что	указывает	на	эффект	и величину	
вклада	признака	в прогноз	модели.	Их также	можно	агрегировать,	чтобы	дать	
общее	объяснение	важности	признака	в вашей	модели.	Атрибуция	признаков	
основана	на	 значениях Шепли,	 о  которых	будет	рассказываться	в  следующем	
разделе.	Значения	Шепли	не предполагают,	что	ваши	признаки	независимы,	
поэтому,	 в  отличие	от	PDP,	их	рекомендуется	использовать,	 если	ваши	при-
знаки	коррелированы	друг	с другом.	На момент	написания	этой	книги	атри-
буция	признаков	была	доступна	только	для	моделей,	обученных	с помощью	
TensorFlow	1.x.

Другие методы объяснения
Локальные	 интерпретируемые	 независимые	 от	 модели	 объяснения	 (local	
interpretable	 model-agnostic	 explanations,	 LIME,	 см.	 https://oreil.ly/SrlWc)  –	
это еще	один	метод	получения	локальных	объяснений.	Он рассматривает	мо-
дель	 как	 черный	 ящик	и  генерирует	 новые	точки	данных	 вокруг	точки,	для	
которой	мы	хотели	бы	получить	объяснение.	Затем	LIME	получает	прогнозы	
модели	для	этих	новых	точек	данных	и обучает	простую	модель,	используя	эти	
точки.	Веса	для	этой	простой	модели	дают	нам	объяснения.

Библиотека	SHAP,	или	Shapley	Additive	Explanations	 (аддитивные	объясне-
ния	Шепли,	 см.	https://github.com/slundberg/shap),	 предоставляет	 как	 глобаль-
ные,	так	и локальные	объяснения	с использованием	значений	Шепли.	Для	их	
вычисления	 потребуются	 значительные	 ресурсы,	 поэтому	 библиотека	 SHAP	
содержит	реализации,	которые	ускоряют	вычисления	или	используют	прибли-
жения	для	усиленных	деревьев	и глубоких	нейронных	сетей.	Эта	библиотека	
предоставляет	вам	отличный	способ	показать	важность	признака	для	ваших	
моделей.
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Значения Шепли
Значения	Шепли	используются	как	для	локальных,	так	и для	глобальных	
объяснений.	 Эта	 концепция	 представляет	 собой	 алгоритм,	 заимство-
ванный	из	теории	игр,	 который	 распределяет	 выигрыши	и  проигрыши	
между	каждым	игроком	в  совместной	игре	для	достижения	определен-
ного	результата	игры.	В контексте	машинного	обучения	каждый	признак	
рассмат	ривается	как	«игрок»,	и значения	Шепли	можно	получить	следу-
ющим	образом:

1)	 получите	все	возможные	подмножества	признаков,	которые	не со-
держат	признак	F;

2)	 определите	 влияние	 добавления	 F  ко	 всем	 подмножествам	 на	
прог	нозы	модели;

3)	 объедините	эти	эффекты,	чтобы	получить	важность	признака	F.
Все	они	относятся	к некоторой	базе.	В нашем	демонстрационном	проекте	
мы	могли	бы	сформулировать	это	как	«сколько	было	предсказаний,	осно-
ванных	на	том	факте,	что	конечный	статус	ответа	на	описание	проблемы	
company_response	был	Closed with explanation	(закрыт	с объяснением	причи-
ны),	а не	Closed with monetary relief	(закрыт	с освобождением	от	платежа)».	
Значение	Closed with monetary relief	(закрыт	с освобождением	от	платежа)	
является	нашей	базой.

Нам	также	хотелось	бы	упомянуть	карточки	модели	(см.	https://modelcards.
withgoogle.com/about),	 основной	инструмент	для	 отчетности	по	моделям	ма-
шинного	 обучения.	 Это	формальный	 способ	поделиться	фактами	 о моделях	
машинного	 обучения	 и  существующих	 в  них	 ограничениях.	 Мы  включаем	
описание	этого	инструмента	в свою	книгу,	потому	что,	хотя	они	не объясняют,	
почему	модель	делает	свои	прогнозы,	они	чрезвычайно	важны	для	формиро-
вания	доверия	к модели.	Карточка	модели	должна	содержать	следующую	ин-
формацию:

	� оценка	достоверности	модели	на	общедоступных	наборах	данных,	в том	
числе	 достоверность	 с  разбивкой	 по	 демографическим	 характеристи-
кам;

	� ограничения	модели,	например	раскрытие	информации	о том,	приведет	
ли	снижение	качества	изображения	к менее	точному	результату	для	мо-
дели	классификации	изображений;

	� любые	компромиссные	решения,	использованные	в модели,	например	
объяснение	того,	требует	ли	изображение	большего	размера	более	дли-
тельного	времени	обработки.

Карточки	модели	чрезвычайно	полезны	для	формирования	представления	
о моделях	в ситуациях,	когда	ставки	весьма	высоки;	они	побуждают	специа-
листов	по	данным	и инженеров	по	машинному	обучению	задокументировать	
варианты	использования	и ограничения	создаваемых	ими	моделей.
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Ограничения объяснений
Мы	рекомендуем	проявлять	осторожность	при	объяснении	моде-
ли.	Эти	техники	могут	вызвать	у вас	ощущение,	что	вы	понимаете,	
что	делает	ваша	модель,	но	на	самом	деле	она	может	делать	нечто	
очень	сложное,	что-то	такое,	что	невозможно	объяснить.	В особен-
ности	это	относится	к моделям	глубокого	обучения.
Невозможно	представить	всю	сложность	глубокой	нейронной	сети,	
с ее	миллионами	весовых	коэффициентов,	в удобочитаемом	для	че-
ловека	виде.	В ситуациях,	когда	предсказания	модели	могут	иметь	
серьезные	последствия	для	реального	мира,	мы	рекомендуем	стро-
ить	простейшие	модели	с признаками,	которые	легко	объяснить.

анализ и прОверка мОДели в TFx
До	 этого	 момента	 мы	 рассматривали	 анализ	 модели	 с  участием	 человека.	
Такие	инструменты	чрезвычайно	полезны	для	мониторинга	наших	моделей	
и проверки,	что	они	работают	так,	как	мы	хотим.	Но для	конвейера	автомати-
зированного	машинного	обучения	мы	предъявляем	несколько	другие	требо-
вания –	мы	хотим,	чтобы	конвейер	работал	бесперебойно	и предупреждал	нас	
о проблемах.	В TFX	есть	несколько	компонентов,	которые	автоматизируют	эту	
часть	конвейера:	Resolver,	Evaluator	и Pusher.	Вместе	эти	компоненты	проверя-
ют	производительность	модели	на	наборе	оценочных	данных	и отправляют	ее	
в то	место,	где	она	будет	эксплуатироваться,	в том	случае	если	она	улучшает	
предыдущую	модель.

TFX	использует	концепцию	одобрения	(blessing)	для	описания	процесса	се-
лекции	для	принятия	решения	о развертывании	модели	для	ее	эксплуатации.	
Если,	сравнивая	характеристики	двух	моделей	на	основе	определенного	нами	
порога,	мы	приходим	к выводу,	что	новая	модель	лучше	предыдущей,	то	новая	
модель	одобряется,	и конвейер	может	перейти	к следующему	шагу.

ResolverNode
Компонент	Resolver необходим	в случае,	если	мы	хотим	сравнить	новую	модель	
с предыдущей.	ResolverNodes –	это	общие	компоненты,	которые	делают	запросы	
к хранилищу	метаданных.	В этом	случае	мы	используем	latest_blessed_model_
resolver.	Он проверяет	наличие	последней	одобренной	модели	и возвращает	ее	
в качестве	базовой,	чтобы	ее	можно	было	передать	компоненту	Evaluator	вмес-
те	с новой	моделью-кандидатом.	Resolver	не понадобится,	если	мы	не хотим	
проверять	нашу	модель	по	порогу	некоторой	метрики,	однако	мы	настоятель-
но	рекомендуем	выполнять	этот	шаг.	Если	вы	не проверите	новую	модель,	она	
будет	автоматически	отправлена	в директорию,	где	размещаются	рабочие	мо-
дели,	даже	если	ее	рабочие	характеристики	окажутся	хуже,	чем	у предыдущей	
модели.	При	первом	запуске	компонента	Evaluator,	когда	у нас	нет	одобренной	
модели,	Evaluator	автоматически	одобряет	модель.

В	интерактивном	контексте	мы	можем	запустить	компонент	Resolver	следу-
ющим	образом:
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from tfx.components import ResolverNode
from tfx.dsl.experimental import latest_blessed_model_resolver
from tfx.types import Channel
from tfx.types.standard_artifacts import Model
from tfx.types.standard_artifacts import ModelBlessing

model_resolver = ResolverNode( 
    instance_name='latest_blessed_model_resolver', 
    resolver_class=latest_blessed_model_resolver.LatestBlessedModelResolver, 
    model=Channel(type=Model),
    model_blessing=Channel(type=ModelBlessing)
)
context.run(model_resolver)

Компонент Evaluator
Компонент	Evaluator	использует	библиотеку	TFMA	для	оценки	прогнозов	мо-
дели	на	контрольном	наборе	данных.	Он принимает	входные	данные	из	ком-
понента	ExampleGen,	обученную	модель	из	компонента	Trainer	и EvalConfig	для	
TFMA	(так	же,	как	при	использовании	TFMA	в качестве	автономной	библио-
теки).

Сначала	мы	определяем	EvalConfig:

import tensorflow_model_analysis as tfma

eval_config=tfma.EvalConfig( 
    model_specs=[tfma.ModelSpec(label_key='consumer_disputed')], 
    slicing_specs=[tfma.SlicingSpec(),
                   tfma.SlicingSpec(feature_keys=['product'])], 
    metrics_specs=[
        tfma.MetricsSpec(metrics=[ 
            tfma.MetricConfig(class_name='BinaryAccuracy'), 
            tfma.MetricConfig(class_name='ExampleCount'), 
            tfma.MetricConfig(class_name='AUC')
        ])
    ]
)

Затем	запускаем	компонент	Evaluator:

from tfx.components import Evaluator

evaluator = Evaluator( 
    examples=example_gen.outputs['examples'], 
    model=trainer.outputs['model'], 
    baseline_model=model_resolver.outputs['model'], 
    eval_config=eval_config
)
context.run(evaluator)

Мы	также	можем	показать	визуализацию	TFMA	с помощью:

eval_result = evaluator.outputs['evaluation'].get()[0].uri 
tfma_result = tfma.load_eval_result(eval_result)
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И	мы	можем	загрузить	индикаторы	справедливости	с помощью

tfma.addons.fairness.view.widget_view.render_fairness_indicator(tfma_result)

Проверка при помощи компонента Evaluator
Компонент	Evaluator	также	выполняет	проверку,	в ходе	которой	он	проверяет,	
имеет	ли	модель-кандидат,	которую	мы	только	что	обучили,	улучшенные	па-
раметры	по	сравнению	с базовой	моделью	(например,	моделью,	которая	в на-
стоящее	время	находится	в производственной	среде).	Он получает	прогнозы	
обеих	моделей	на	оценочном	наборе	данных	и сравнивает	метрики	качества	
(например,	 точность	 модели)	 для	 обеих	 моделей.	 Если	 новая	 модель	 имеет	
лучшие	значения	метрик	по	сравнению	с предыдущей	моделью,	новая	модель	
получает	признак	«одобрение».	В настоящее	время	можно	рассчитать	метрику	
только	для	всего	оценочного	набора	данных,	но	не для	его	срезов.

Чтобы	выполнить	проверку,	нам	нужно	установить	порог	в EvalConfig:

eval_config=tfma.EvalConfig( 
    model_specs=[tfma.ModelSpec(label_key='consumer_disputed')], 
    slicing_specs=[tfma.SlicingSpec(),
                   tfma.SlicingSpec(feature_keys=['product'])], 
    metrics_specs=[
        tfma.MetricsSpec( 
            metrics=[
                tfma.MetricConfig(class_name='BinaryAccuracy'), 
                tfma.MetricConfig(class_name='ExampleCount'), 
                tfma.MetricConfig(class_name='AUC')
            ],
            thresholds={ 
                'AUC':
                    tfma.config.MetricThreshold( 
                        value_threshold=tfma.GenericValueThreshold(
                            lower_bound={'value': 0.65}), 
                        change_threshold=tfma.GenericChangeThreshold(
                            direction=tfma.MetricDirection.HIGHER_IS_BETTER, 
                            absolute={'value': 0.01}
                        )
                    )
                }
            )
    ]
)

В	 рассматриваемом	 примере	 мы	 объявляем,	 что	 AUC	 должна	 быть	 выше	
0,65,	и мы	хотим,	чтобы	модель	была	проверена,	если	ее	AUC	как	минимум	на	
0,01	выше,	чем	у базовой	модели.	Вместо	AUC	можно	добавить	любую	другую	
метрику,	но	обратите	внимание,	что	добавляемая	метрика	также	должна	быть	
включена	в список	метрик	в MetricsSpec.

Мы	можем	проверить	результаты	с помощью	следующей	команды:

eval_result = evaluator.outputs['evaluation'].get()[0].uri
print(tfma.load_validation_result(eval_result))
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Если	проверка	прошла	успешно,	она	вернет	следующий	результат:

validation_ok: true

Компонент TFX Pusher
Компонент	Pusher –	небольшая,	но	важная	часть	нашего	конвейера.	Он прини-
мает	в качестве	входных	данных	сохраненную	модель,	выходные	данные	ком-
понента	Evaluator	и путь	к файлу,	в котором	будут	храниться	наши	модели	для	
обслуживания.	Затем	он	проверяет,	одобрил	ли	компонент	Evaluator	модель	(то	
есть	модель	обладает	улучшенными	характеристиками	по	сравнению	с преды-
дущей	версией,	и она	превышает	те	пороговые	значения,	которые	мы	устано-
вили).	Если	модель	была	одобрена,	Pusher	перемещает	модель	в рабочий	каталог.

Компонент	Pusher	получает	в качестве	входных	данных	модель,	полученную	
на	выходе	от	компонента	Evaluator,	и путь	к рабочему	каталогу:

from tfx.components import Pusher
from tfx.proto import pusher_pb2
_serving_model_dir = "serving_model_dir" 
pusher = Pusher(
    model=trainer.outputs['model'], 
    model_blessing=evaluator.outputs['blessing'], 
    push_destination=pusher_pb2.PushDestination(
        filesystem=pusher_pb2.PushDestination.Filesystem( 
            base_directory=_serving_model_dir)))
context.run(pusher)

Как	только	новая	модель	будет	помещена	в рабочий	каталог,	она	может	быть	
выбрана	службой	TensorFlow	Serving	(подробнее	об	этом	будет	рассказываться	
в следующей	главе).

резюме
В	этой	главе	мы	рассмотрели,	как	выполнять	анализ	рабочих	характеристик	
модели;	этот	анализ	гораздо	более	детализирован,	чем	анализ,	проводимый	во	
время	обучения	модели,	и остановились	на	такой	характеристике	модели,	как	
ее	справедливость.	Мы также	обсудили	процесс	проверки	улучшения	рабочих	
характеристик	модели	по	сравнению	с ранее	развернутой	версией,	познако-
мились	с объяснением	машинного	обучения	и дали	краткий	обзор	некоторых	
технологий	в этой	области.

Однако	мы	должны	посоветовать	 здесь	проявлять	осторожность:	то,	 что	вы	
подробно	проанализировали	характеристики	своей	модели	с помощью	индика-
торов	справедливости,	не гарантирует,	что	ваша	модель	является	справедливой	
или	этически	обоснованной.	Важно	продолжать	наблюдать	за	работой	вашей	мо-
дели,	после	того	как	она	будет	запущена	в производство,	и предоставить	пользо-
вателям	способы	обратной	связи,	если	они	считают,	что	прогнозы	модели	невер-
ны.	Это	особенно	важно,	когда	ставки	высоки,	а решения,	принимаемые	в рамках	
модели,	могут	оказать	большое	влияние	на	пользователей	в реальном	мире.

Теперь,	когда	мы	выполнили	анализ	и проверку	нашей	модели,	пора	перейти	
к следующему	важному	этапу	конвейера:	развертыванию	модели.	Следующие	
две	главы	содержат	необходимую	информацию	об	этом	важном	этапе.
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Глава 8
Развертывание модели 

с помощью TensorFlow Serving

Развертывание	 вашей	модели	 машинного	 обучения –	 последний	шаг	 перед	
тем,	 как	 пользователи	 смогут	 работать	 с  вашей	 моделью	 и  делать	 с  ее	 по-
мощью	прогнозы.	К сожалению,	развертывание	моделей	машинного	обучения	
попадает	в «серую	зону»	в современных	представлениях	о разделении	труда	
в цифровом	мире.	Это	не просто	задача	DevOps,	поскольку	она	требует	некото-
рых	знаний	об	архитектуре	модели	и ее	требованиях	к аппаратным	средствам.	
В то	же	время	задачи	по	развертыванию	моделей	машинного	обучения	немно-
го	выходят	за	пределы	зоны	комфорта	инженеров	по	машинному	обучению	
и специалистов	по	обработке	данных.	Они	прекрасно	знают	свои	модели,	но,	
как	правило,	испытывают	трудности	с их	развертыванием.	В этой	и следующей	
главах	мы	хотим	преодолеть	разрыв	между	этими	двумя	мирами	и провести	
специалистов	по	данным	и инженеров	DevOps	через	этапы	развертывания	мо-
делей	машинного	обучения.	На рис. 8.1	показано	место	этапа	развертывания	
в общей	цепочке	конвейера	машинного	обучения.	
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Рис. 8.1.	Развертывание моделей как часть конвейера машинного обучения

Модели	машинного	обучения	можно	развернуть	тремя	основными	способами:	
с помощью	сервера	моделей,	в пользовательском	браузере	или	на	периферийном	
устройстве.	Наиболее	распространенным	способом	сегодня	является	разверты-
вание	модели	машинного	обучения	на	сервере	моделей.	Клиент,	который	хочет	
получить	прогноз,	отправляет	исходные	данные	на	сервер	моделей	и получает	
прогноз	в ответ.	Для	этого	необходимо,	чтобы	клиент	мог	подключиться	к серверу	
моделей.	В этой	главе	мы	сосредоточимся	на	таком	типе	развертывания	модели.



Существуют	 ситуации,	 когда	 пользователи	 не  хотят	 отправлять	 исходные	
данные	на	 сервер	моделей,	 например	 когда	 эти	данные	 являются	 конфиден-
циальными	или	когда	возникают	вопросы	по	поводу	соблюдения	конфиденци-
альности.	В этой	ситуации	вы	можете	развернуть	модель	машинного	обучения	
в  браузере	пользователя.	Например,	 если	вы	хотите	определить,	 содержит	ли	
изображение	 конфиденциальную	информацию,	то	можете	 классифицировать	
уровень	конфиденциальности	изображения	до	его	загрузки	на	облачный	сервер.

Однако	существует	и третий	вариант	развертывания	модели:	развертывание	
на	периферийных	устройствах.	Существуют	ситуации,	когда	вы	не можете	под-
ключиться	 к  серверу	моделей,	 чтобы	 получать	 прогнозы,	 например	 когда	 по-
ставщиками	входных	данных	являются	удаленные	датчики	или	устройства IoT.	
Количество	приложений,	развертываемых	на	периферийных	устройствах,	увели-
чивается,	и теперь	такой	способ	является	приемлемым	вариантом	развертывания	
моделей.	В главе	10	мы	расскажем,	как	можно	преобразовать	модели	TensorFlow	
в модели	TFLite,	которые	могут	работать	на	периферийных	устройствах.

В	 этой	 главе	 мы	 расскажем	 про	 модуль	 Tensorflow	 Serving  –	 простой	
и последо	вательный	способ	развертывания	моделей	TensorFlow	при	помощи	
сервера	моделей.	Мы представим	его	настройку	и обсудим	эффективные	ва-
рианты	развертывания.	Это	не единственный	способ	развертывания	моделей	
глубокого	обучения;	есть	несколько	альтернативных	вариантов,	которые	мы	
обсудим	в конце	этой	главы.

Давайте	в начале	главы	рассмотрим	примеры	того,	как	не следует	настраи-
вать	сервер	моделей,	прежде	чем	мы	углубимся	в тему	TensorFlow	Serving.

прОСтОй Сервер мОДелей
Большинство	 вводных	 инструкций	 по	 развертыванию	 моделей	 машинного	
обуче	ния	сводятся	примерно	к одному	и тому	же	сценарию:

	� создание	веб-приложения	на	Python	(Flask	или	Django);	
	� создание	конечной	точки	API	в веб-приложении	(как	показано	в приме-
ре 8.1);

	� загрузка	структуры	модели	и ее	веса;
	� вызов	метода	прогнозирования	в загруженной	модели;
	� возвращение	результатов	прогноза	в виде	HTTP-запроса.

Пример 8.1.	Пример настройки конечной точки Flask для вывода прогнозов модели

import json
from flask import Flask, request
from tensorflow.keras.models import load_model
from utils import preprocess  ❶

model = load_model('model.h5')   app = Flask(__name__) ❷

@app.route('/classify', methods=['POST'])
def classify():
    complaint_data = request.form["complaint_data"] 
    preprocessed_complaint_data = preprocess(complaint_data) 
    prediction = model.predict([preprocessed_complaint_data])   ❸
    return json.dumps({"score": prediction})  ❹
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 ❶ Предварительная	обработка	для	преобразования	структуры	данных	
 ❷ Загрузка	вашей	обученной	модели
 ❸ Выполнение	прогноза
 ❹ Возвращение	прогноза	в виде	ответа	HTTP

Этот	 вариант	 является	 быстрой	 и  простой	 реализацией,	 идеально	 под-
ходящей	для	демонстрационных	проектов.	Однако	мы	не рекомендуем	ис-
пользовать	 пример	 8.1	 для	 развертывания	 моделей	 машинного	 обучения	
на	конечных	точках,	которые	предполагается	использовать	в реальной	ра-
бочей	среде.	

В	следующем	разделе	давайте	обсудим,	почему	мы	не рекомендуем	развер-
тывать	модели	глубокого	обучения	с использованием	таких	настроек.	Причи-
ной,	почему	мы	не рекомендуем	это	делать,	являются	наши	результаты	срав-
нительного	тестирования	предлагаемого	нами	решения	для	развертывания.

неДОСтатки развертывания мОДелей С пОмОщью api 
на ОСнОве pyThon
Хотя	реализации,	приведенной	в примере	6.1,	может	быть	вполне	достаточно	
для	демонстрационных	целей,	она	имеет	несколько	существенных	недостат-
ков.	Один	из	этих	недостатков –	невозможность	корректного	разделения	API	
и кода	науки	о данных,	несогласованная	структура	API	и,	как	следствие,	несо-
гласованное	управление	версиями	модели	и неэффективные	выводы	модели.	
Мы более	подробно	рассмотрим	эти	проблемы	в следующих	разделах.	

Отсутствие разделения кода
В	нашем	демонстрационном	примере	(пример 8.1)	предполагается,	что	обучен-
ная	модель	развернута	на	базе	исходного	кода	API	и также	размещается	в ко-
довой	базе.	Это	означает,	что	отсутствует	разделение	между	кодом	API	и мо-
делью	машинного	обучения.	Это	может	создавать	дополнительные	сложности,	
когда	специалисты	по	машинному	обучению	хотят	обновить	модель,	и такое	
обновление	требует	координации	с командой	API.	Для	такой	координации	так-
же	требуется,	чтобы	команды	API	и Data	Science	работали	синхронно,	дабы	из-
бежать	ненужных	задержек	при	развертывании	модели.

Такая	смешанная	кодовая	база	API	и машинного	обучения	также	создает	не-
однозначную	ситуацию	вокруг	владения	API.	

Отсутствие	разделения	кода	требует,	чтобы	модель	загружалась	на	том	же	
языке	программирования,	что	и код	API.	Такое	смешение	кода	серверной	час-
ти	и кода	науки	о данных	может	в конечном	итоге	помешать	вашей	коман-
де	API	обновить	серверную	часть	API.	Однако	он	также	обеспечивает	хорошее	
разделение	обязанностей:	специалисты	по	обработке	данных	могут	сосредо-
точиться	на	обучении	моделей,	а коллеги	по	DevOps	могут	сосредоточиться	на	
развертывании	обученных	моделей.

Мы	 уделим	 особое	 внимание	 возможности	 эффективно	 отделить	 моде-
ли	 от	 кода	 API	 и  упростить	 рабочие	 процессы	 развертывания	 с  помощью	
TensorFlow	Serving.
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Отсутствие контроля версий модели
Пример	 8.1	 не  предоставляет	 никаких	 возможностей	 для	 создания	 разных	
версий	модели.	Если	вы	хотите	добавить	новую	версию,	вам	придется	создать	
новую	конечную	точку	(или	добавить	некоторую	логику	ветвления	к сущест-
вующей	конечной	точке).	Это	требует	дополнительного	внимания,	чтобы	со-
хранить	все	конечные	точки	структурно	одинаковыми,	и вам	потребуется	на-
писать	много	шаблонного	кода,	реализуя	функции,	которые	уже	существуют	
в других	системах.

Отсутствие	 контроля	 версий	 модели	 также	 накладывает	 дополнительные	
ограничения	на	совместную	работу	команды	разработчиков	API	и специалис-
тов	по	обработке	данных	и машинному	обучению:	они	должны	будут	согласо-
вать	между	собой,	какая	версия	является	версией	по	умолчанию	и как	вводить	
в эксплуатацию	новые	модели.	

Неэффективный вывод модели
Как	 показано	 в  примере	 8.1,	 для	 любого	 запроса	 к  вашей	 конечной	точке	
выдачи	результатов	прогнозирования,	указанной	в настройке	Flask,	выпол-
няется	полный	цикл	обмена	данными.	Это	означает,	что	каждый	запрос	об-
рабатывается	 индивидуально,	 и  для	 каждого	 запроса	 отдельно	 выводятся	
его	результаты.	Основная	причина,	по	которой	мы	утверждаем,	что	подоб-
ный	 вариант	 развертывания	 предназначен	только	для	демонстрационных	
целей,	заключается	в том,	что	он	крайне	неэффективен.	Во время	обучения	
вашей	модели	вы,	вероятно,	используете	метод	пакетной	обработки,	кото-
рый	позволяет	вам	обрабатывать	несколько	выборок	одновременно,	а затем	
применять	изменение	градиента,	вычисленного	на	основе	пакета,	к весам	
вашей	сети.	Вы можете	применить	ту	же	технику,	когда	хотите,	чтобы	модель	
делала	 прогнозы.	 Сервер	 моделей	 может	 собирать	 все	 запросы	 в  течение	
ожидаемого	периода	времени	или	до	тех	пор,	пока	не будет	 сформирован	
полный	пакет,	и отправлять	запрос	модели	для	получения	ее	прогнозов.	Этот	
метод	особенно	эффективен,	когда	логический	вывод	модели	вычисляется	
на	графических	процессорах.

В	разделе	«Пакетные	запросы	на	вывод	прогнозов	модели»	этой	главы	мы	
расскажем,	как	можно	легко	настроить	такое	поведение	пакетной	обработки	
для	вашего	сервера	моделей.	

TensorFlow serVinG
Как	 вы	 видели	 в  предыдущих	 главах	 этой	 книги,	 TensorFlow	 поставляется	
вмес	те	с экосистемой	расширений	и инструментов.	Одно	из	ранних	расшире-
ний	с открытым	исходным	кодом –	TensorFlow	Serving.	Оно	позволяет	вам	раз-
вернуть	любой	граф	TensorFlow,	и вы	можете	делать	прогнозы	из	графа	через	
стандартизированные	конечные	точки.	Как	мы	вскоре	покажем,	TensorFlow	
Serving	 осуществляет	 управление	 моделями	 и  версиями,	 позволяет	 обслу-
живать	модели	на	основе	политик	и дает	возможность	загружать	модели	из	
различных	источников.	В то	же	время	он	ориентирован	на	высокую	пропуск-
ную	способность	для	уменьшения	времени	задержки	при	составлении	и вы-
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даче	результатов	прогнозов.	Служба	TensorFlow	Serving	используется	в Google,	
а также	многими	другими	корпорациями	и стартапами1.

ОбзОр архитектуры TensorFlow
TensorFlow	 Serving	 предоставляет	 вам	 возможности	 для	 загрузки	 моделей	
из	заданного	источника	(например,	сегментов	AWS	S3)	и уведомляет	модуль	
Model	 Loader,	 если	 источник	 изменился.	 Как	 показано	 на	 рис.  8.2,	 все,	 что	
находится	«за	кулисами»	TensorFlow	Serving,	контролируется	модулем	Model	
Manager,	который	следит	за	тем,	когда	нужно	обновлять	модели	и какая	мо-
дель	должна	использоваться	для	прогнозов.	Правила,	определяющие	вывод	
данных,	 устанавливаются	 политикой,	 которой	 управляет	 Model	 Manager.	
В зависимости	от	конфигурации	вы	можете,	например,	загружать	по	одной	
модели	за	раз	и автоматически	обновлять	модель,	когда	модуль	Model	Source	
обнаружит	более	новую	версию.

Клиент
Настраивае-
мый модуль 
обработки

Диспетчер моделей 
(Model manager) 
с управлением 

версиями моделей

Модуль 
загрузки 
моделей 

(Model loader)

Источник 
модели

Рис. 8.2.	Обзор архитектуры TensorFlow Serving

экСпОрт мОДелей Для TensorFlow serVinG
Прежде	чем	мы	углубимся	в тему	конфигурации	TensorFlow	Serving,	давайте	
обсудим,	 как	 вы	можете	 экспортировать	 свои	модели	машинного	 обучения,	
чтобы	они	могли	использоваться	в TensorFlow	Serving.

В	зависимости	от	вашего	типа	модели	TensorFlow	этапы	экспорта	могут	не-
много	отличаться.

Экспортируемые	модели	имеют	такую	же	файловую	структуру,	какую	мы	ви-
дим	в примере	8.2.

Для	моделей	Keras	вы	можете	использовать	команду

saved_model_path = model.save(file path=”./saved_models”, save_format=”tf”)

1	 Описание	 вариантов	 использования	 см.	 по	 ссылке	 https://www.tensorflow.org/about/
case-studies.
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Добавление метки времени к пути экспорта
При	сохранении	модели	вручную	для	модели	Keras	рекомендуется	
добавить	метку	времени	экспорта	в путь	экспорта.	В отличие	от	ме-
тода	сохранения	tf.Estimator, model.save()	не создает	путь	с отмет-
кой	 времени	 в  автоматическом	режиме.	 Вы можете	легко	 создать	
путь	к файлу,	содержащий	метку	времени,	с помощью	следующего	
кода	Python:

import time

ts = int(time.time())
file path = "./saved_models/{}".format(ts) 
saved_model_path = model.save(file path=file path,
                              save_format=”tf”)

Для	моделей	TensorFlow	Estimator	необходимо	сначала	объявить	функцию	
receiver:

import tensorflow as tf

def serving_input_receiver_fn():
# an example input feature
input_feature = tf.compat.v1.placeholder( 
    dtype=tf.string, shape=[None, 1], name=”input”)

fn = tf.estimator.export.build_raw_serving_input_receiver_fn( 
    features={"input_feature": input_feature})
return fn

а	затем	экспортировать	модель	с помощью	метода	export_saved_model модуля	
Estimator:

estimator = tf.estimator.Estimator(model_fn, "model", params={}) 
estimator.export_saved_model(
    export_dir_base=”saved_models/”, 
    serving_input_receiver_fn=serving_input_receiver_fn)

Результат	при	использовании	обоих	методов	выглядит	приблизительно	так:

...
INFO:tensorflow:Signatures INCLUDED in export for Classify: None 
INFO:tensorflow:Signatures INCLUDED in export for Regress: None 
INFO:tensorflow:Signatures INCLUDED in export for Predict: ['serving_default'] 
INFO:tensorflow:Signatures INCLUDED in export for Train: None 
INFO:tensorflow:Signatures INCLUDED in export for Eval: None 
INFO:tensorflow:No assets to save.
INFO:tensorflow:No assets to write.
INFO:tensorflow:SavedModel written to: saved_models/1555875926/saved_model.pb 
Model exported to: b’saved_models/1555875926’

В	нашем	примере	мы	использовали	saved_models/	в качестве	выходного	ката-
лога,	 в  котором	будет	размещена	модель.	Для	каждой	экспортируемой	модели	
TensorFlow	создает	каталог	с меткой	времени	экспорта	в качестве	имени	каталога.
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Пример 8.2.	Каталог и файловая структура экспортируемых моделей

$ tree saved_models/ saved_models/
└── 1555875926
├── assets
│ └── saved_model.json
├── saved_model.pb
└── variables
  ├── checkpoint
  ├── variables.data-00000-of-00001
  └── variables.index 
3 directories, 5 files

Каталог	содержит	следующие	файлы	и подкаталоги:

saved_model.pb
Буферный	файл	двоичного	протокола	содержит	экспортированную	струк-
туру	графа	модели	в виде	объекта	MetaGraphDef.

variables (переменные)
Каталог	содержит	двоичные	файлы	со	значениями	экспортированных	пе-
ременных	и контрольными	точками,	соответствующими	графу	экспорти-
рованной	модели.

assets (ресурсы)
Этот	каталог	создается,	когда	для	загрузки	экспортируемой	модели	требу-
ются	дополнительные	файлы.	Дополнительный	файл	может	включать	сло-
вари,	о чем	мы	рассказывали	в главе	5.

Сигнатуры мОДелей
Сигнатуры	модели	идентифицируют	входы	и выходы	графа	модели,	а также	
метод	 сигнатуры	 графа.	Определение	входных	и выходных	 сигнатур	позво-
ляет	нам	сопоставить	служебные	входы	с заданным	узлом	графа	для	вывода.	
Эти	сопоставления	полезны,	если	мы	хотим	обновлять	модель	без	изменения	
запросов	к серверу	модели.

Кроме	того,	метод	модели	определяет	ожидаемый	образец	ее	входов	и вы-
ходов.	На данный	момент	существует	три	поддерживаемых	типа	сигнатуры:	
прогнозирование	 (predict),	 классификация	 (classify)	 и  регрессия	 (regress).	
Мы более	подробно	рассмотрим	эти	методы	в следующем	разделе.

Методы сигнатуры
Самый	гибкий	метод	сигнатуры –	это	прогнозирование (predict).	Если	мы	не укажем	
другой	метод	сигнатуры,	TensorFlow	будет	использовать	метод	predict	по	умолча-
нию.	В примере	8.3	показан	пример	сигнатуры	для	метода	predict.	В этом	примере	
мы	сопоставляем	ключ	inputs	с узлом	графа	с именем	sentence.	Прогноз	модели –	
это	вывод	узла	графа	y,	который	мы	сопоставляем	с выходным	ключом	scores.

Метод	predict	 позволяет	 вам	 определять	дополнительные	 выходные	 узлы.	
Полезно	 добавить	 дополнительные	 выходные	 данные	 логического	 вывода,	
когда	вы	хотите	зафиксировать	выходные	данные	технического	плана	для	ви-
зуализации	или	для	отладки	сетевого	узла.	
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Пример 8.3.	Пример сигнатуры predict модели

signature_def: {
  key : "prediction_signature" 
  value: {
    inputs: {
      key : "inputs" 
      value: {
        name: "sentence:0" 
        dtype: DT_STRING 
        tensor_shape: ...
      },
...
    }
    outputs: {
      key : "scores" 
      value: {
        name: "y:0"
        dtype: ... 
        tensor_shape: ...
      }
    }
    method_name: "tensorflow/serving/predict"
  }
}

Другой	метод	сигнатуры –	классификация	(classify).	Метод	принимает	на	вход	
один	элемент	с именем	inputs	и выдает	два	выходных	тензора,	classes	и scores.	Не-
обходимо	определить	хотя	бы	один	из	выходных	тензоров.	В нашем	примере	(см.	
пример	8.4)	модель	классификации	принимает	на	вход	значения	sentence	и выво-
дит	предсказанные	категории	(classes),	а также	соответствующие	оценки	(scores).

Пример 8.4.	Пример сигнатуры classify модели

signature_def: {
  key : "classification_signature" 
  value: {
    inputs: {
      key : "inputs" 
      value: {
        name: "sentence:0" 
        dtype: DT_STRING 
        tensor_shape: ...
      }
    }
    outputs: {
      key : "classes" 
      value: {
        name: "y_classes:0" 
        dtype: DT_UINT16 
        tensor_shape: ...
      }
    }
    outputs: {
      key : "scores" 
      value: {
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        name: "y:0" 
        dtype: DT_FLOAT 
        tensor_shape: ...
      }
    }
    method_name: "tensorflow/serving/classify"
  }
}

Третий	доступный	метод	сигнатуры –	регрессия	(regress).	Этот	метод	при-
нимает	на	вход	только	один	элемент	с именем	inputs	и имеет	только	один	вы-
ходной	 элемент	 с  именем	outputs.	 Данный	метод	 сигнатуры	разработан	для	
регрессионных	моделей.	В примере	8.5	показан	пример	сигнатуры	regress.

Пример 8.5.	Пример сигнатуры regress модели

signature_def: {
  key : "regression_signature" 
  value: {
    inputs: {
      key : "inputs" 
      value: {
        name: "input_tensor_0" 
        dtype: ... 
        tensor_shape: ...
      }
    }
    outputs: {
      key : "outputs" 
      value: {
        name: "y_outputs_0" 
        dtype: DT_FLOAT 
        tensor_shape: ...
      }
    }
    method_name: "tensorflow/serving/regress"
  }
}

В	разделе	«Структура	URL-адреса»	этой	главы	мы	снова	увидим	методы	
сигнатуры,	когда	определим	структуру	URL-адресов	для	конечных	точек	на-
шей	модели.

прОверка экСпОртирОванных мОДелей
После	всего	разговора	об	экспорте	вашей	модели	и соответствующих	сигна-
турах	модели	давайте	обсудим,	как	вы	можете	проверить	экспортированные	
модели	перед	их	развертыванием	с помощью	TensorFlow	Serving.

Вы	можете	установить	TensorFlow	Serving	Python	API	с помощью	следующей	
команды:

$ pip install tensorflow-serving-api
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После	 установки	 у  вас	 есть	 доступ	 к  полезному	 инструменту	 командной	
строки,	который	называется	SavedModel	Command	Line	Interface	(CLI).	Этот	ин-
струмент	позволяет:

проверить подписи экспортированных моделей
Это	очень	полезно,	в первую	очередь	когда	вы	не экспортируете	модель	са-
мостоятельно	и хотите	узнать	о входных	и выходных	данных	графа	модели:

протестировать экспортированные модели
Утилита	SavedModel	CLI	позволяет	вывести	модель	без	ее	развертывания	
с помощью	TensorFlow	Serving.	Это	чрезвычайно	полезно,	когда	вы	хотите	
протестировать	входные	данные	вашей	модели.

Мы	рассмотрим	оба	варианта	использования	в следующих	двух	разделах.

Проверка модели
saved_model_cli	помогает	понять	зависимости	модели	без	проверки	исходного	
кода	графа.

Если	вам	неизвестны	доступные	наборы	тегов1,	вы	можете	проверить	мо-
дель	с помощью:

$ saved_model_cli show --dir saved_models/
The given SavedModel contains the following tag-sets:
serve

Если	ваша	модель	содержит	разные	графы	для	разных	сред,	например	граф	
для	вывода	центрального	процессора	или	графического	процессора,	вы	уви-
дите	несколько	тегов.	Если	ваша	модель	содержит	несколько	тегов,	вам	нужно	
указать	тег,	чтобы	проверить	соответствующие	характеристики	модели.

Если	вам	известен	набор	тегов	tag_set,	который	вы	хотите	проверить,	до-
бавьте	его	в качестве	аргумента,	и saved_model_cli	предоставит	вам	доступные	
сигнатуры	 модели.	 Наша	 модель,	 используемая	 в  качестве	 примера,	 имеет	
только	одну	сигнатуру,	которая	называется	serving_default.

$ saved_model_cli show --dir saved_models/ --tag_set serve
The given SavedModel 'MetaGraphDef' contains 'SignatureDefs' with the following keys:
SignatureDef key: «serving_default»

Используя	 информацию	 tag_set	 и  signature_def,	 вы	 теперь	можете	 прове-
рить	входные	и выходные	данные	модели.	Чтобы	получить	подробную	инфор-
мацию,	добавьте	signature_def	к аргументам	CLI.

Следующий	пример	 сигнатуры	 взят	 из	 нашей	модели,	 созданной	 нашим	
демонстрационным	конвейером.	 В примере	 6.4	мы	определили	нашу	функ-
цию	сигнатуры,	которая	принимает	сериализованные	записи	tf.Example	в ка-
честве	входных	данных	и выдает	прогноз	посредством	выводов	Tensor	outputs,	
как	показано	в следующем	примере	сигнатуры	модели:

1 Наборы	тегов	модели	используются	для	идентификации	MetaGraphs	для	загрузки.	
Модель	может	быть	экспортирована	с графом,	указанным	для	обучения	и обслу-
живания.	Оба	элемента	MetaGraph	могут	быть	представлены	с помощью	разных	
тегов	модели.
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$ saved_model_cli show --dir saved_models/ \
        --tag_set serve --signature_def serving_default
The given SavedModel SignatureDef contains the following input(s): 
  inputs['examples'] tensor_info:
      dtype: DT_STRING 
      shape: (-1)
      name: serving_default_examples:0
The given SavedModel SignatureDef contains the following output(s): 
  outputs['outputs'] tensor_info:
      dtype: DT_FLOAT 
      shape: (-1, 1)
      name: StatefulPartitionedCall_1:0 
Method name is: tensorflow/serving/predict

Если	вы	хотите	видеть	все	сигнатуры	независимо	от	tag_set	и signature_def,	
вы	можете	использовать	аргумент	--all:

$ saved_model_cli show --dir saved_models/ --all
...

После	 того	 как	 мы	 исследовали	 сигнатуру	 модели,	 теперь	 мы	 можем	
протестировать	 вывод	модели	 перед	 развертыванием	модели	машинного	
обуче	ния.

Тестирование модели
saved_model_cli	также	позволяет	вам	тестировать	экспортируемую	модель,	ис-
пользуя	выборочные	наборы	входных	данных.

У	вас	есть	три	различных	способа	представить	пример	входных	данных	
для	получения	тестового	вывода	модели.

--inputs

Аргумент	указывает	на	файл	NumPy,	содержащий	входные	данные,	отфор-
матированные	как	ndarray	в NumPy.

--input_exprs

Аргумент	 позволяет	 определить	 команду	 Python	 для	 указания	 входных	
данных.	 Вы	можете	 использовать	 функциональность	 NumPy	 в  своих	 ко-
мандах.

--input_examples

Аргумент	ожидает	входные	данные,	имеющие	формат	структуры	данных	
tf.Example	(см.	главу	4).

Для	тестирования	модели	вы	можете	точно	указать	один	из	входных	аргу-
ментов.	 Более	 того,	 saved_model_cli	 предоставляет	 три	 необязательных	 аргу-
мента:

--outdir

saved_model_cli	будет	записывать	любой	вывод	графа	в стандартный	вывод.	
Если	вы	предпочитаете	записывать	вывод	в файл,	то	можете	указать	целе-
вой	каталог	с помощью	--outdir.
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--overwrite

Если	вы	решили	записать	вывод	в файл,	вы	с помощью	--overwrite	можете	
указать,	что	файлы	могут	быть	перезаписаны.

--tf_debug

Если	вы	также	хотите	проверить	модель,	то	можете	выполнить	обход	графа	
модели	с помощью	отладчика	TensorFlow	Debugger	(TFDBG).

$ saved_model_cli run --dir saved_models/ \
                      --tag_set serve \
                      --signature_def x1_x2_to_y \
                      --input_examples 'examples=[{"company": "HSBC", ...}]'

После	знакомства	с тем,	как	экспортировать	модели	и как	их	проверять,	да-
вайте	перейдем	к установке,	настройке	и эксплуатации	TensorFlow	Serving.

уСтанОвка TensorFlow serVinG
Существует	два	простых	способа	установить	TensorFlow	Serving	на	ваших	экземп-
лярах	рабочих	машин.	Вы можете	запустить	TensorFlow	Serving	на	Docker	или,	
если	ваши	машины	работают	на	ОС	Ubuntu,	можете	установить	пакет	Ubuntu.

Установка Docker
Самый	простой	способ	установить	TensorFlow	Serving –	это	загрузить	предва-
рительно	созданный	образ	Docker.	Как	вы	видели	в главе	2,	вы	можете	полу-
чить	образ	Docker,	запустив	команду

$ docker pull tensorflow/serving

Если	вы	запускаете	контейнер	Docker	на	вычислительном	узле	с графиче-
скими	процессорами,	вам	необходимо	загрузить	последнюю	сборку,	поддер-
живающую	графические	процессоры.

$ docker pull tensorflow/serving:latest-gpu

Для	образа	Docker	с поддержкой	графических	процессоров	необходима	ап-
паратная	поддержка	Docker	для	 графических	процессоров,	 предоставляемая	
NVIDIA.

Описание	 шагов	 установки	 можно	 найти	 на	 сайте	 компании	 (см.	 https://
github.com/NVIDIA/nvidia-docker#quick-start).

Установка на Ubuntu
Если	 вы	 хотите	 запускать	 TensorFlow	 Serving	 без	дополнительных	 затрат	 на	
запуск	Docker,	вы	можете	установить	двоичные	пакеты	Linux,	доступные	для	
дистрибутивов	Ubuntu.	

Этапы	установки	аналогичны	этапам	установки	других	нестандартных	па-
кетов	Ubuntu.	Во-первых,	вам	нужно	добавить	новый	пакет	в исходный	список	
источников	дистрибутива	или	добавить	новый	файл	списка	в каталог	sources.
list.d,	выполнив	следующую	команду	в терминале	Linux:
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$ echo "deb [arch=amd64] http://storage.googleapis.com/tensorflow-serving-apt \ 
stable tensorflow-model-server tensorflow-model-server-universal" \
| sudo tee /etc/apt/sources.list.d/tensorflow-serving.list

После	обновления	реестра	пакетов	вы	можете	установить	TensorFlow	Serving	
в вашей	операционной	системе	Ubuntu.	

$ apt-get update
$ apt-get install tensorflow-model-server

Два пакета Ubuntu для TensorFlow Serving
Google	 предоставляет	 два	 пакета	 Ubuntu	 для	 TensorFlow	 Serving.	
Пакет	tensorflow-model-server,	на	который	мы	ранее	ссылались,	яв-
ляется	пакетом	по	умолчанию,	и он	включает	в себя	специальные	
предварительно	 скомпилированные	 средства	 оптимизации	 ЦП	
(например,	инструкции	AVX).
На	момент	написания	этой	главы	также	был	выпущен	второй	пакет	
с именем	tensorflow-model-server-universal.	Он не	содержит	предва-
рительно	скомпилированных	оптимизаций	и поэтому	может	быть	
запущен	на	старом	оборудовании	 (например,	ЦП	без	набора	ин-
струкций	AVX).

Сборка TensorFlow Serving из исходного кода
Рекомендуется	 запускать	 TensorFlow	 Serving,	 используя	 при	 этом	предвари-
тельно	созданный	образ	Docker	или	пакеты	Ubuntu.	Однако	в некоторых	си-
туациях	вам	может	понадобиться	 скомпилировать	пакет	TensorFlow	Serving,	
например	когда	вы	хотите	оптимизировать	развертывание	модели	для	вашего	
специфического	аппаратного	обеспечения.	На данный	момент	вы	можете	со-
брать	TensorFlow	Serving	только	для	операционных	систем	Linux,	и для	этого	
вам	потребуется	инструмент	 сборки	 bazel.	 Вы можете	найти	подробные	ин-
струкции	в документации	TensorFlow	Serving	(см.	https://www.tensorflow.org/tfx/
serving/setup#building_from_source).

Оптимизация экземпляров TensorFlow Serving
Если	вы	собираете	TensorFlow	Serving	«с	нуля»,	настоятельно	реко-
мендуется	скомпилировать	версию	Serving	для	конкретной	версии	
TensorFlow,	которая	используется	в ваших	моделях	и поддержива-
ется	 аппаратными	 средствами	 ваших	 вычислительных	 узлов,	 осу-
ществляющих	развертывание	модели.

наСтрОйка Сервера TensorFlow
По	 умолчанию	 TensorFlow	 Serving	 может	 работать	 в  двух	 разных	 режимах.	
Вы можете	указать	модель,	и TensorFlow	Serving	всегда	будет	выдавать	самую	
последнюю	модель.	Вы также	можете	указать	файл	конфигурации	со	всеми	мо-
делями	и версиями,	которые	будут	загружены,	и TensorFlow	Serving	загрузит	
все	названные	модели.
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Конфигурация при работе с одной моделью
Если	вы	хотите	 запустить	TensorFlow	Serving,	 загрузив	одну	модель,	и пере-
ключаться	на	более	новые	версии	моделей,	когда	они	будут	доступны,	предпо-
чтительна	конфигурация	с одной	моделью.

Если	вы	запускаете	TensorFlow	Serving	в среде	Docker,	то	можете	запустить	
образ	tensorflow\serving	с помощью	следующей	команды:

$ docker run -p 8500:8500 \  ❶
             -p 8501:8501 \
             --mount type=bind,source=/tmp/models,target=/models/my_model \  ❷
 
             -e MODEL_NAME=my_model \  ❸
             -e MODEL_BASE_PATH=/models/my_model \
             -t tensorflow/serving  ❹

 ❶ Укажите	порты	по	умолчанию
 ❷ Смонтируйте	каталог	моделей
 ❸ Укажите	вашу	модель
 ❹ Укажите	образ	Docker

По	 умолчанию	 TensorFlow	 Serving	 настроен	 на	 создание	 конечной	 точки	
REST	(Representational	State	Transfer)	и gRPC	(Google	Remote	Procedure	Calls).	
Указав	оба	порта,	8500	и 8501,	мы	обеспечиваем	поддержку	REST	и gRPC1.	Ко-
манда	Docker	run	монтирует	каталог	на	хост-системе	(источнике)	в файловую	
систему	контейнера	(цели).	В главе	2	мы	обсуждали,	как	передавать	перемен-
ные	среды	в контейнер	Docker.	Чтобы	запустить	сервер	в конфигурации	одной	
модели,	вам	необходимо	указать	название	модели	MODEL_NAME	.

Если	вы	хотите	запустить	образ	Docker,	предварительно	созданный	для	ис-
пользования	графического	процессора,	вам	нужно	поменять	имя	образа	Docker 
на	имя	последней	сборки,	поддерживающей	использование	графического	про-
цессора,	с помощью	команды

$ docker run ...
             -t tensorflow/serving:latest-gpu

Если	вы	решили	запустить	TensorFlow	Serving	без	контейнера	Docker,	то	
можете	запустить	его	с помощью	следующей	команды:

$ tensorflow_model_server --port=8500 \
                          --rest_api_port=8501 \
                          --model_name=my_model \
                          --model_base_path=/models/my_model

В	обоих	сценариях	вы	должны	получить	результат,	который	выводится	на	
терминал,	аналогичный	приведенному	ниже:

1	 Более	подробно	о работе	с REST	и gRPC	рассказывается	в разделе	«REST	или	gRPC»	
этой	главы.
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2019-04-26 03:51:20.304826: I
tensorflow_serving/model_servers/ server.cc:82]
  Building single TensorFlow model file config:
  model_name: my_model model_base_path: /models/my_model
2019-04-26 03:51:20: I tensorflow_serving/model_servers/server_core.cc:461] 
  Adding/updating models.
2019-04-26 03:51:20: I
tensorflow_serving/model_servers/ server_core.cc:558]
  (Re-)adding model: my_model
...
2019-04-26 03:51:34.507436: I tensorflow_serving/core/loader_harness.cc:86] 
  Successfully loaded servable version {name: my_model version: 1556250435}
2019-04-26 03:51:34.516601: I tensorflow_serving/model_servers/server.cc:313] 
  Running gRPC ModelServer at 0.0.0.0:8500 ...
[warn] getaddrinfo: address family for nodename not supported 
[evhttp_server.cc : 237] RAW: Entering the event loop ...
2019-04-26 03:51:34.520287: I tensorflow_serving/model_servers/server.cc:333] 
  Exporting HTTP/REST API at:localhost:8501 ...

Из	данных,	полученных	от	сервера,	вы	можете	видеть,	что	сервер	успешно	
загрузил	нашу	модель	my_model	и создал	две	конечные	точки:	одну	конечную	
точку	REST	и одну	конечную	точку	gRPC.	

TensorFlow	Serving	существенно	упрощает	развертывание	моделей	машин-
ного	обучения.	Одним	из	больших	преимуществ	такого	развертывания	моделей	
является	возможность	«горячей замены».	Если	загружена	новая	модель,	менед-
жер	моделей	сервера	(модуль	model	manager)	обнаружит	новую	версию,	выгру-
зит	существующую	модель	и загрузит	более	новую	модель	для	работы	с ней.	

Допустим,	 вы	 обновили	 модель	 и  экспортировали	 новую	 версию	 модели	
в  смонтированный	 каталог	 на	 хост-компьютере	 (если	 вы	 работаете	 с  уста-
новленным	Docker),	 никаких	 изменений	 конфигурации	 не  требуется.	Model	
manager	 обнаружит	 более	 новую	 модель	 и  перезагрузит	 конечные	 точки.	
Он уведомит	вас	о событиях	выгрузки	старой	модели	и загрузки	новой	моде-
ли.	На вашем	терминале	должны	отображаться	сообщения,	аналогичные	при-
веденным	ниже:

2019-04-30 00:21:56.486988: I tensorflow_serving/core/basic_manager.cc:739] 
  Successfully reserved resources to load servable
  {name: my_model version: 1556583584}
2019-04-30 00:21:56.487043: I tensorflow_serving/core/loader_harness.cc:66] 
  Approving load for servable version {name: my_model version: 1556583584} 
2019-04-30 00:21:56.487071: I tensorflow_serving/core/loader_harness.cc:74]
  Loading servable version {name: my_model version: 1556583584}
...
2019-04-30 00:22:08.839375: I tensorflow_serving/core/loader_harness.cc:119] 
  Unloading servable version {name: my_model version: 1556583236}
2019-04-30 00:22:10.292695: I ./tensorflow_serving/core/simple_loader.h:294] 
  Calling MallocExtension_ReleaseToSystem() after servable unload with 1262338988
2019-04-30 00:22:10.292771: I tensorflow_serving/core/loader_harness.cc:127] 
  Done unloading servable version {name: my_model version: 1556583236}

По	умолчанию	TensorFlow	Serving	загрузит	модель,	имеющую	наибольший	
номер	версии.	Если	вы	используете	методы	экспорта,	показанные	ранее	в этой	
главе,	 все	модели	 будут	 экспортированы	в  каталоги	 с меткой	 времени	 epoch 
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в качестве	имени	каталога.	Следовательно,	более	новые	модели	будут	иметь	
больший	номер	версии,	чем	более	старые	модели.

Эта	 политика	 загрузки	 модели	 по	 умолчанию,	 используемая	 TensorFlow	
Serving,	также	допускает	откаты	модели.	Если	вы	хотите	откатить	версию	мо-
дели,	вы	можете	удалить	версию	модели	из	базового	пути.	Затем	сервер	мо-
дели	обнаружит,	что	версия	была	удалена,	при	следующем	опросе	файловой	
системы1,	выгрузит	удаленную	модель	и загрузит	самую	последнюю	существу-
ющую	версию	модели.

Конфигурация при работе с несколькими моделями
Вы	можете	сконфигурировать	TensorFlow	Serving	для	загрузки	нескольких	мо-
делей	одновременно.	Для	этого	вам	нужно	создать	файл	конфигурации,	в ко-
тором	будут	указаны	используемые	модели.	

model_config_list { 
  config {
    name: 'my_model'
    base_path: '/models/my_model/' 
    model_platform: 'tensorflow'
  }
  config {
    name: 'another_model'
    base_path: '/models/another_model/' 
    model_platform: 'tensorflow'
  }
}

Файл	конфигурации	содержит	один	или	несколько	словарей	конфигура-
ции,	все	они	перечислены	в списке	model_config_list.

В	конфигурации	Docker	вы	можете	смонтировать	файл	конфигурации	и за-
грузить	на	сервер	моделей	файл	конфигурации	вместо	единственной	модели:

$ docker run -p 8500:8500 \
             -p 8501:8501 \
             --mount type=bind,source=/tmp/models,
             target=/models/my_model \ ❶
             --mount type=bind,source=/tmp/model_config,\ target=/models/model_config \  
             -e MODEL_NAME=my_model \
             -t tensorflow/serving \
             --model_config_file=/models/model_config  ❷

 ❶ Смонтируйте	файл	конфигурации
 ❷ Укажите	файл	конфигурации	модели

Если	вы	используете	TensorFlow	Serving	вне	контейнера	Docker,	то	можете	
указать	 серверу	модели	файл	 конфигурации	 с дополнительным	 аргументом	
model_config_file,	и конфигурация	будет	загружена	из	этого	файла:

1	 Загрузка	 и  выгрузка	 моделей	 работает	 только	 в  том	 случае,	 если	 для	 параметра	
file_system_poll_wait_seconds	было	задано	значение,	большее	0.	Значение	по	умол-
чанию	равно	2	секунды.
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$ tensorflow_model_server --port=8500 \
                          --rest_api_port=8501 \
                          --model_config_file=/models/model_config

Конфигурация с выбранными версиями модели
Существуют	 ситуации,	 когда	 вы	хотите	 загрузить	не только	последнюю	
версию	модели,	но	или	все,	или	конкретные	версии	модели.	Например,	
вы	можете	захотеть	провести	A/B-тестирование	модели,	как	будет	обсуж-
даться	в разделе	«A/B-тестирование	модели	с использованием	TensorFlow	
Serving»,	или	использовать	стабильную	версию	модели	и версию,	пред-
назначенную	 для	 разработки.	 TensorFlow	 Serving	 по	 умолчанию	 всегда	
загружает	последнюю	версию	модели.	Если	вы	хотите	загрузить	все	до-
ступные	версии	модели,	то	можете	расширить	файл	конфигурации	моде-
ли	с помощью	команды

...
config {
  name: 'another_model'
  base_path: '/models/another_model/' 
  model_version_policy: {all: {}}
}
...

Если	 вы	 хотите	 указать	 конкретные	 версии	 модели,	 вы	 также	 можете	
определить	их:

config {
  name: 'another_model'
  base_path: '/models/another_model/' 
  model_version_policy {
    specific {
      versions: 1556250435
      versions: 1556251435
    }
  }
}
...

Вы	даже	можете	задать	метки	версий	моделей.	Метки	могут	быть	очень	
полезны	впоследствии,	когда	вы	будете	строить	прогнозы	на	основании	
моделей.	На момент	написания	этой	главы	метки	версий	были	доступны	
только	для	конечных	точек	gRPC	TensorFlow	Serving:

...
model_version_policy {
  specific {
    versions: 1556250435
    versions: 1556251435
  }
}
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version_labels {
  key: 'stable'
  value: 1556250435
}
version_labels {
  key: 'testing'
  value: 1556251435
}
...

Теперь,	когда	мы	выбрали	нужную	версию	модели,	мы	можем	использовать	
эти	конечные	точки	для	выбранных	версий	для	запуска	нашего	A/B-теста	мо-
дели.	Если	вас	интересует,	как	получить	прогнозные	данные	этих	различных	
версий	модели,	мы	рекомендуем	обратиться	к разделу	«A/B-тестирование	
модели	с использованием	TensorFlow	Serving»,	где	приведен	пример	простой	
реализации.
Начиная	с TensorFlow	Serving	2.3	функциональность	version_label	будет	также	
доступна	для	конечных	точек	REST,	а не	только	для	gRPC	TensorFlow	Serving.

resT или Grpc
В	 разделе	 «Конфигурация	 при	 работе	 с  одной	моделью»	мы	 обсуждали,	 что	
TensorFlow	Serving	поддерживает	два	разных	типа	API:	REST	и gRPC.	Оба	про-
токола	имеют	свои	преимущества	и недостатки,	и мы	хотели	бы	воспользо-
ваться	моментом,	чтобы	представить	оба	протокола,	прежде	чем	мы	начнем	
подробно	разбирать,	как	вы	можете	организовать	обмен	данными	с конечны-
ми	точками	этих	протоколов.

REST
REST	представляет	собой	протокол	обмена	данными,	используемый	современ-
ными	веб-сервисами.	Это	не формальный	протокол,	а скорее	формат	обмена	
данными,	определяющий,	каким	образом	клиенты	обмениваются	сообщения-
ми	с веб-сервисами.	Клиенты	REST	связываются	с сервером,	используя	стан-
дартные	методы	HTTP,	такие	как	GET,	POST,	DELETE	и т.	д.	Информационные	
сообщения	запросов	состоят	из	данных	в формате	XML	или	JSON.

gRPC
gRPC –	это	протокол	удаленных	вызовов	процедур,	разработанный	Google.	Хотя	
gRPC	поддерживает	различные	форматы	данных,	стандартным	форматом	дан-
ных,	используемым	в gRPC,	является	буфер	протокола	(Protobuf),	который	мы	
применяли	в этой	книге.	Характерными	особенностями	gRPC	являются	низкая	
задержка	связи	и информационные	сообщения,	которые	несут	меньшую	на-
грузку,	если	используются	буферы	протокола.	gRPC	был	разработан,	ориенти-
руясь	на	API,	и ошибки	по	большей	части	относятся	к API.	Недостатком	явля-
ется	то,	что	передаваемые	полезные	данные	представлены	в первоначальном	
формате,	что	может	затруднить	быструю	проверку.
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Какой протокол использовать
На	первый	взгляд,	очень	удобно	общаться	с сервером	моделей	через	REST.	
Данные	легко	получить	от	конечных	точек,	передаваемые	полезные	дан-
ные	легко	проверить,	а конечные	точки	можно	протестировать	с помощью	
запросов	 curl	 или	 инструментов	 браузера.	 Библиотеки	REST	широко	до-
ступны	для	всех	типов	клиентов	и часто	уже	бывают	доступны	в клиентской	
системе	(т.	е.	в мобильном	приложении).	
С	другой	стороны,	API	gRPC	изначально	имеют	более	высокую	входную	на-
грузку.	Библиотеки	gRPC	часто	необходимо	устанавливать	на	стороне	клиента.	
Однако	они	могут	привести	к значительному	повышению	производительно-
сти	в зависимости	от	структур	данных,	выводимых	моделью.	Если	к вашей	мо-
дели	выполняется	много	запросов,	уменьшение	объема	передаваемых	данных	
благодаря	сериализации	буфера	протокола	может	оказаться	очень	полезным.
TensorFlow	Serving	преобразует	структуры	данных	JSON,	переданные	через	
REST,	в структуры	данных	tf.Example,	что	может	привести	к снижению	про-
изводительности.	Поэтому	вы	можете	получить	более	высокую	производи-
тельность	запросов	gRPC,	если	требуется	выполнить	много	различных	типов	
преобразований	(например,	если	вы	отправляете	большой	массив	со	значе-
ниями	с плавающей	точкой).

выпОлнение прОгнОзОв на Сервере мОДелей
До	 сих	 пор	 мы	 полностью	 сосредоточились	 на	 настройке	 сервера	 моделей.	
В  этом	 разделе	мы	 хотим	 продемонстрировать,	 как	 клиент,	 например	 веб-
приложение,	 может	 взаимодействовать	 с  сервером	 моделей.	 Все	 примеры	
кода,	касающиеся	запросов	REST	или	gRPC,	выполняются	на	стороне	клиента.

Получение прогнозов модели с использованием REST
Чтобы	 выполнить	 запрос	 к  серверу	 моделей	 через	 REST,	 вам	 понадобится	
биб	лиотека	 Python,	 которая	 облегчит	 вам	 общение.	  Стандартная	 библиоте-
ка,	используемая	в настоящее	время, –	requests.	После	того	как	вы	установите	
библио	теку	с помощью	команды

$ pip install requests

вы	можете	выполнить	запросы.	Пример	ниже	демонстрирует	пример	запроса	
POST.

import requests

url = "http://some-domain.abc" payload = {"key_1": "value_1"}
r = requests.post(url, json=payload)  ❶
print(r.json())  ❷
# {'data': ...}

 ❶ Отправка	запроса
 ❸ Просмотр	ответа	HTTP
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Структура URL-адреса
URL	для	вашего	http-запроса	к серверу	моделей	содержит	информацию	о том,	
какую	модель	и какую	версию	вы	бы	хотели	вывести.

http://{HOST}:{PORT}/v1/models/{MODEL_NAME}:{VERB}

HOST
Хост –	это	IP-адрес	или	доменное	имя	вашего	сервера	моделей.	Если	вы	за-
пускаете	сервер	моделей	на	той	же	машине,	где	вы	запускаете	код	клиента,	
вы	можете	установить	в качестве	параметра	HOST	значение	localhost.

PORT
Вам	 потребуется	 указать	 порт	 в  URL	 вашего	 запроса.	 Стандартный	 порт	
для	REST	API –	8501.	Если	это	значение	конфликтует	с другими	сервисами	
в вашей	экосистеме	сервисов,	вы	можете	изменить	порт,	изменив	значения	
параметров	вашего	сервера	во	время	его	запуска.

MODEL_NAME
Имя	модели	должно	совпадать	с именем	вашей	модели,	когда	вы	настраи-
ваете	конфигурацию	модели	или	когда	запускаете	сервер	моделей.

VERB
Тип	модели	указывается	посредством	команды	в URL.	Вы можете	выбрать	
один	из	трех	вариантов	команды:	predict,	classify	или	regress.	Параметр	VERB	
соответствует	методу	сигнатуры,	используемому	для	вашей	конечной	точки.

MODEL_VERSION
Если	вы	хотите	 строить	прогнозы	на	основе	конкретной	версии	модели,	
вам	необходимо	добавить	в URL-адрес	идентификатор	нужной	версии:

http://{HOST}:{PORT}/v1/models/{MODEL_NAME}[/versions/${MODEL_
VERSION}]:{VERB}

Полезная нагрузка запросов
Посмотрев	на	структуру	URL-адресов,	давайте	обсудим	полезные	нагрузки	за-
просов.	TensorFlow	Serving	принимает	входные	данные	в виде	структуры	дан-
ных	JSON,	показанной	в следующем	примере:

{
  "signature_name": <string>,
  "instances": <value>
}

Параметр	signature_name	необязательный.	Если	он	не указан,	сервер	моделей	
выведет	граф	модели,	подписанный	меткой	serving,	используемой	по	умолча-
нию.

В	качестве	входных	данных	может	использоваться	либо	список	объектов,	
либо	список	входных	значений.	Если	вы	хотите	отправить	несколько	выборок	
данных,	вы	можете	представить	их	в виде	списка	в параметре	instances.

Если	вы	хотите,	чтобы	выводился	только	один	пример	данных,	то	можете	
использовать	параметр	inputs	и перечислить	все	входные	значения	в виде	списка.	
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Должен	присутствовать	только	один	из	параметров,	instances	либо	inputs,	но	
не оба	одновременно.

{
  "signature_name": <string>,
  "inputs": <value>
}

В	примере	8.6	показан	пример	кода,	позволяющий	выполнить	запрос	для	
получения	 прогноза	 модели	 от	 нашей	 конечной	 точки	 TensorFlow	 Serving.	
Мы  отправляем	 только	 один	 пример	 данных	 для	 получения	 ответа	 модели	
в нашем	примере,	но	мы	могли	бы	легко	отправить	список	входных	данных,	
представляющих	несколько	запросов.

Пример 8.6.	Пример запроса прогноза модели с использованием клиента Python

import requests

def get_rest_request(text, model_name=”my_model”):
    url = "http://localhost:8501/v1/models/{}:predict".format(model_name)   ❶
    payload = {"instances": [text]}  ❷
    response = requests.post(url=url, json=payload)
    return response

rs_rest = get_rest_request(text=”classify my text”) 
rs_rest.json()

 ❶ Замените	localhost	на	IP-адрес,	если	сервер	работает	не на	той	же	самой	
машине,	что	и клиент

 ❷ Добавьте	больше	примеров	в список	instance,	если	хотите	вывести	боль-
ше	образцов	данных

Работа с TensorFlow Serving через gRPC
Если	вы	хотите	использовать	модель	с помощью	gRPC,	то	шаги,	которые	вам	
необходимо	выполнить,	будут	немного	отличаться	от	запросов	REST	API.

Сначала	 вам	необходимо	 создать	 канал	 gRPC	 (channel).	 Канал	обеспечива-
ет	соединение	с сервером	gRPC,	используя	заданный	адрес	хоста	и заданный	
порт.	Если	вам	требуется	безопасное	соединение,	вам	нужно	создать	безопас-
ный	канал	на	данном	этапе.	Как	только	канал	будет	создан,	вы	создадите	за-
глушку	(stub).	stub –	это	локальный	объект,	который	дублирует	доступные	ме-
тоды	сервера.

import grpc
from tensorflow_serving.apis import predict_pb2
from tensorflow_serving.apis import prediction_service_pb2_grpc
import tensorflow as tf

def create_grpc_stub(host, port=8500): 
    hostport = "{}:{}".format(host, port) 
    channel = grpc.insecure_channel(hostport)
    stub = prediction_service_pb2_grpc.PredictionServiceStub(channel)
    return stub
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После	создания	заглушки	gRPC	мы	можем	указать	модель	и сигнатуру	для	
доступа	к прогнозам	из	нужной	нам	модели	и отправить	наши	данные	для	по-
лучения	вывода	модели:

def grpc_request(stub, data_sample, model_name=’my_model’, \ 
                 signature_name=’classification’):
    request = predict_pb2.PredictRequest() 
    request.model_spec.name = model_name 
    request.model_spec.signature_name = signature_name

    request.inputs['inputs'].CopyFrom(tf.make_tensor_proto(data_sample,
                                                           shape=[1,1]))  ❶
    result_future = stub.Predict.future(request, 10)  ❷
    return result_future

 ❶ input –	это	имя	входа	нашей	нейронной	сети
 ❷ 10 –	максимальное	время	до	истечения	времени	ожидания	функции

Теперь,	когда	мы	можем	использовать	две	эти	функции,	мы	можем	вывести	
наши	наборы	данных	с помощью	двух	вызовов	функций.

stub = create_grpc_stub(host, port=’8500’)
rs_grpc = grpc_request(stub, data)

Безопасные соединения
Библиотека	grpc	также	предоставляет	функциональные	возможности	для	
безопасного	подключения	к конечным	точкам	gRPC.	В следующем	при-
мере	показано,	как	создать	безопасный	канал,	использующий	протокол	
gRPC,	на	стороне	клиента:

import grpc

cert = open(client_cert_file, 'rb').read() 
key = open(client_key_file, 'rb').read()
ca_cert = open(ca_cert_file, 'rb').read() if ca_cert_file else '' 
credentials = grpc.ssl_channel_credentials(
    ca_cert, key, cert
)
channel = implementations.secure_channel(hostport, credentials)

Если	 используется	 SSL,	 на	 стороне	 сервера	 TensorFlow	 Serving	может	
разрывать	безопасные	соединения.	Чтобы	TensorFlow	Serving	мог	разры-
вать	безопасные	соединения,	создайте	файл	конфигурации	SSL,	как	по-
казано	в следующем	примере1:

1	 Файл	 конфигурации	SSL	использует	 буфер	протокола	 конфигурации	SSL,	 который	
можно	найти	в репозитории	TensorFlow	Serving	API	(см.	https://github.com/tensorflow/
serving/blob/master/tensorflow_serving/config/ssl_config.proto).
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server_key:  "-----BEGIN PRIVATE KEY \n
              <your_ssl_key>\n
              -----END PRIVATE KEY "
server_cert: "-----BEGIN CERTIFICATE \n
              <your_ssl_cert>\n
              -----END CERTIFICATE "
custom_ca: "" 
client_verify: false

После	того	как	вы	создадите	файл	конфигурации,	вы	можете	передать	
путь	к этому	файлу,	используя	аргумент	Tensor	Flow	Serving	--ssl_config_
file	при	запуске	TensorFlow	Serving:

$ tensorflow_model_server --port=8500 \
                          --rest_api_port=8501 \
                          --model_name=my_model \
                          --model_base_path=/models/my_model \
                          --ssl_config_file=”<path_to_config_file>”

Получение прогнозов из моделей классификации и регрессии
Если	вы	хотите	получать	прогнозы	на	основе	моделей	классификации	и ре-
грессионных	моделей,	вы	можете	сделать	это	с помощью	API	gRPC.

Если	вы	хотите	получить	прогнозы	на	основе	модели	классификации,	вам	
нужно	заменить	приведенные	ниже	строки

from tensorflow_serving.apis import predict_pb2
...
request = predict_pb2.PredictRequest()

следующими	строками:

from tensorflow_serving.apis import classification_pb2
...
request = classification_pb2.ClassificationRequest()

Если	вы	хотите	получить	прогнозы	на	основе	регрессионной	модели,	вы	мо-
жете	использовать	следующий	вариант	операции	импорта:	

from tensorflow_serving.apis import regression_pb2
...
regression_pb2.RegressionRequest()

Структура полезных данных
API	gRPC	использует	буферы	протокола	в качестве	структуры	данных	для	за-
проса	API.	Благодаря	использованию	буферов	протокола	запросы	API	сжима-
ются	и поэтому	могут	работать	при	меньшей	пропускной	способности,	нежели	
протоколы,	обменивающиеся	данными	в формате	 JSON.	Кроме	того,	в  зави-
симости	 от	 структуры	 входных	данных	модели,	 используя	 gRPC,	 вы	можете	
получать	прогнозы	быстрее,	чем	в случае,	когда	используются	конечные	точки	
REST.	 Разница	 в  производительности	 объясняется	 тем,	 что	 представленные	
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данные	JSON	должны	быть	преобразованы	в структуру	данных	tf.Example.	Та-
кое	преобразование	может	замедлить	вывод	данных	сервера	моделей,	и в	ре-
зультате	вы	можете	столкнуться	с более	низкой	производительностью	вывода,	
чем	в случае	API	gRPC.

Ваши	данные,	отправленные	на	конечные	точки	gRPC,	должны	быть	преоб-
разованы	в структуру	данных	буфера	протокола.	TensorFlow	предоставляет	вам	
удобную	служебную	функцию	для	выполнения	преобразования	под	названи-
ем	 tf.make_tensor_proto.	 Эта	функция	допускает	различные	форматы	данных,	
включая	скаляры,	списки,	скаляры	NumPy	и массивы	NumPy.	Затем	функция	
преобразует	указанные	структуры	данных	Python	или	NumPy	в формат	буфера	
протокола	для	вывода.

a/B-теСтирОвание мОДели С иСпОльзОванием 
TensorFlow serVinG
A/B-тестирование –	это	отличная	методология,	позволяющая	протестировать	
разные	модели	в реальных	ситуациях.	В нашем	сценарии	определенный	про-
цент	клиентов	будет	получать	прогнозы,	выполненные	версией	модели	A,	а все	
остальные	запросы	будут	обслуживаться	версией	модели	B.

Ранее	мы	упоминали,	что	вы	можете	настроить	TensorFlow	Serving	для	за-
грузки	нескольких	версий	модели,	а затем	указать	версию	модели	в URL-адресе	
запроса	REST	или	в спецификации	gRPC.

TensorFlow	Serving	не поддерживает	A/B-тестирование	на	стороне	сервера,	
но,	немного	изменив	URL	нашего	запроса,	мы	можем	поддерживать	случайное	
A/B-тестирование	на	стороне	клиента1.

from random import random  ❶

def get_rest_url(model_name, host=’localhost’, port=8501, 
                 verb=’predict’, version=None):
    url = "http://{}:{}/v1/models/{}/".format(host, port, model_name)
    if version:
        url += "versions/{}".format(version) 
    url += ":{}".format(verb)
    return url

...

# Submit 10% of all requests from this client to version 1. # 90% of the requests should go 
to the default models. threshold = 0.1
version = 1 if random() < threshold else None  ❷
url = get_rest_url(model_name=’complaints_classification’, version=version)

 ❶ Библиотека	random	поможет	нам	выбрать	модель
 ❷ Если	 version = None,	 TensorFlow	 Serving	 будет	 использовать	 версию	по	
умолчанию

1	 A/B-тестирование	не будет	полным	без	 статистической	проверки	результатов,	по-
лученных	от	людей,	взаимодействующих	с этими	двумя	моделями.	В приведенном	
здесь	примере	просто	представлена	реализация	бэкенда	A/B-тестирования.
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Как	видите,	 случайное	изменение	URL-адреса	запроса	для	нашего	вывода	
прогноза	модели	 (в  нашем	примере	REST	API)	может	 предоставить	 вам	не-
которые	основные	функциональные	возможности	A/B-тестирования.	Если	вы	
хотите	 расширить	 возможности,	 выполняя	 произвольную	 маршрутизацию	
вывода	модели	на	 стороне	 сервера,	мы	настоятельно	рекомендуем	для	 этой	
цели	инструменты	маршрутизации,	такие	как,	например,	Istio	(см.	https://istio.io/).	
Первоначально	разработанный	для	веб-трафика,	этот	инструмент	можно	ис-
пользовать	для	маршрутизации	трафика	на	 конкретные	модели.	 Вы можете	
включать	модели,	выполнять	A/B-тесты	или	создавать	политики	для	данных,	
перенаправляемых	на	конкретные	модели.

Когда	вы	выполняете	A/B-тестирование,	используя	свои	модели,	часто	
бывает	полезно	запросить	информацию	о модели	с сервера	модели.	В сле-
дующем	разделе	мы	объясним,	как	можно	запросить	информацию	о мета-
данных	у TensorFlow	Serving.

запрОС метаДанных мОДели С Сервера мОДелей
В	начале	книги	мы	представили	жизненный	цикл	модели	и описали	то,	каким	
образом		мы	хотим	автоматизировать	жизненный	цикл	машинного	обучения.	
Важным	компонентом	непрерывного	жизненного	цикла	является	получение	
обратной	 связи	относительно	точности	или	общей	производительности	ва-
ших	версий	модели.	Мы подробно	обсудим,	как	создавать	эти	петли	обратной	
связи,	 в  главе 13,	 а пока	представьте,	 что	 ваша	модель	классифицирует	не-
которые	данные,	например	эмоциональную	тональность	текста,	и затем	про-
сит	пользователя	оценить	прогноз.	Информация	о том,	правильно	ли	модель	
спрогнозировала	что-либо,	ценна	для	улучшения	будущих	версий	модели,	но	
она	может	быть	полезна,	только	если	мы	знаем,	какая	именно	версия	модели	
выполнила	прогноз.

Метаданные,	предоставляемые	сервером	модели,	будут	 содержать	инфор-
мацию,	которая	будет	отражена	в  комментариях	к нашим	циклам	обратной	
связи.

REST-запросы метаданных модели
Запрашивать	метаинформацию	модели	с помощью	TensorFlow	Serving	чрез-
вычайно	легко.

TensorFlow	Serving	предоставляет	конечную	точку	для	получения	метаин-
формации	модели.

http://{HOST}:{PORT}/v1/models/{MODEL_NAME}[/versions/{MODEL_VERSION}]/metadata

Подобно	тому,	как	недавно	было	показано	на	примере	запросов	REST	API,	
используемых	для	вывода	данных	прогнозов	модели,	у вас	есть	возможность	
указать	версию	модели	в URL-адресе	запроса;	а в	случае,	если	вы	не укаже-
те	ее,	сервер	модели	предоставит	информацию	о модели,	используемой	по	
умолчанию.

Как	показано	в примере	8.7,	мы	можем	запросить	метаданные	модели	с по-
мощью	одного	запроса	GET.
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Пример 8.7.	Пример запроса метаданных модели с использованием клиента Python

import requests

def metadata_rest_request(model_name, host=”localhost”,
                          port=8501, version=None):
    url = "http://{}:{}/v1/models/{}/".format(host, port, model_name)
    if version:
        url += "versions/{}".format(version) 
    url += "/metadata"  ❶
    response = requests.get(url=url)  ❷
    return response

 ❶ Добавьте /metadata,	чтобы	указать	информацию	о модели
 ❷ Выполните	запрос	GET

Сервер	моделей	вернет	спецификации	модели	как	словарь	model_spec	и опре-
деления	модели –	как	словарь	metadata.

{
  "model_spec": {
    "name": "complaints_classification",
    "signature_name": "",
    "version": "1556583584"
},
  "metadata": {
    "signature_def": {
      "signature_def": {
        "classification": {
          "inputs": {
            "inputs": {
              "dtype": "DT_STRING",
                "tensor_shape": {
...

Запросы gRPC для метаданных модели
Запрашивать	метаданные	модели	с помощью	gRPC	почти	так	же	просто,	как	
в случае	использования	REST	API.	В случае	gRPC	вы	размещаете	запрос	GetMod-
elMetadataRequest,	добавляете	имя	модели	в  спецификации	и отправляете	 за-
прос	с помощью	метода	GetModelMetadata	объекта	stub.

from tensorflow_serving.apis import get_model_metadata_pb2

def get_model_version(model_name, stub):
    request = get_model_metadata_pb2.GetModelMetadataRequest() 
    request.model_spec.name = model_name 
    request.metadata_field.append("signature_def")
    response = stub.GetModelMetadata(request, 5)
    return response.model_spec

model_name = 'complaints_classification' 
stub = create_grpc_stub('localhost') 
get_model_version(model_name, stub)
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name: "complaints_classification" 
version {
  value: 1556583584
}

Ответ	gRPC	содержит	объект	ModelSpec,	который	включает	номер	версии	за-
груженной	модели.

Более	интересным	является	случай	получения	информации	о сигнатурах	
загруженных	моделей.	Используя	почти	те	же	 самые	функции	 запроса,	мы	
можем	получить	метаданные	модели.	Единственное	отличие	состоит	в том,	
что	 мы	 обращаемся	 не  к  атрибуту	 model_spec	 объекта	 response,	 а  к	 metadata.	
Для повышения	удобочитаемости	информация	должна	быть	сериализована,	
поэтому	мы	используем	 SerializeToString	для	преобразования	информации	
буфера	протокола.

from tensorflow_serving.apis import get_model_metadata_pb2

def get_model_meta(model_name, stub):
    request = get_model_metadata_pb2.GetModelMetadataRequest() 
    request.model_spec.name = model_name 
    request.metadata_field.append("signature_def")
    response = stub.GetModelMetadata(request, 5)
    return response.metadata['signature_def']

model_name = 'complaints_classification' 
stub = create_grpc_stub('localhost') 
meta = get_model_meta(model_name, stub)

print(meta.SerializeToString().decode("utf-8", 'ignore')) 
# type.googleapis.com/tensorflow.serving.SignatureDefMap # serving_default
# complaints_classification_input 
#          input_1:0
#                2@
# complaints_classification_output( 
# dense_1/Sigmoid:0
#              tensorflow/serving/predict

Запросы	gRPC	сложнее	запросов	REST;	однако	в приложениях	с высокими	
требованиями	 к  производительности	 они	 могут	 обеспечить	 более	 высокую	
производительность	 прогнозирования.	 Еще	 один	 способ	повысить	произво-
дительность	прогнозирования	нашей	модели –	это	размещение	запросов	на	
прогнозирование	внутри	пакетов	обмена	данными.

пакетные запрОСы на вывОД прОгнОзОв мОДели
Пакетные	запросы	на	вывод	прогнозов	модели	являются	одной	из	самых	мощ-
ных	функций	TensorFlow	Serving.	Во время	обучения	модели	пакетная	обработ-
ка	запросов	ускоряет	процесс	обучения,	потому	что	мы	можем	распараллели-
вать	вычисления	наших	обучающих	выборок.	Одновременно	с этим	мы	также	
можем	эффективно	использовать	вычислительное	оборудование,	если	согласу-
ем	требования	к памяти	для	наших	пакетов	с доступной	памятью	графического	
процессора.
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Как	показано	на	рис. 8.3,	если	вы	запускаете	TensorFlow	Serving	без	включен-
ной	пакетной	обработки,	каждый	клиентский	запрос	с одной	или	несколькими	
выборками	данных	создает	отдельный	вывод	результатов	модели.	Например,	
если	вы	классифицируете	изображение,	ваш	первый	запрос	будет	определять	
модель	 вашего	 процессора	 или	 графического	 процессора,	 прежде	 чем	 будет	
классифицирован	второй	запрос,	третий	запрос	и т.	д.	В этом	случае	мы	неэф-
фективно	используем	доступную	память	CPU	или	GPU.

Клиент API

Клиент API

Клиент API

Клиент API

Входы модели

Входы модели

Входы модели

Входы модели

Модель

Рис. 8.3.	Схема работы TensorFlow Serving без использования пакетного режима

Как	показано	на	рис. 8.4,	несколько	клиентов	могут	запрашивать	предска-
зания	модели,	а сервер	модели	объединяет	различные	клиентские	запросы	
в единый	«пакет»	для	выполнения	вычислений.	Обработка	каждого	отдель-
ного	запроса	на	шаге	процесса,	использующем	пакетную	обработку,	может	
занять	немного	больше	времени,	чем	обработка	каждого	отдельного	запроса,	
из-за	тайм-аута	или	ограничений	пакета.	Однако,	как	и на	этапе	обучения,	
мы	можем	обрабатывать	пакет	параллельно	и возвращать	результаты	всем	
клиентам	 после	 завершения	 вычислений,	 связанных	 с  обработкой	 пакета.	
Это	позволит	использовать	 оборудование	 более	 эффективно,	 чем	 в  случае,	
если	бы	каждый	отдельный	клиентский	запрос	обрабатывался	отдельно.
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Пакет с выводом 
результатов

Рис. 8.4.	Схема работы TensorFlow Serving с использованием пакетного режима

Настройка использования пакетного режима 
в прогнозировании
Пакетный	режим	в TensorFlow	Serving	необходимо	включить,	а затем	настро-
ить	его	для	вашего	варианта	использования.	Для	настроек	пакетного	режима	
существует	пять	параметров	конфигурации:

max_batch_size

Этот	 параметр	 контролирует	 размер	 пакета.	 Большие	 размеры	 пакетов	
увеличат	задержку	обработки	запроса	и могут	привести	к исчерпанию	па-
мяти	 графического	процессора.	Небольшой	размер	пакета	 сводит	на	нет	
преимущества	оптимального	использования	вычислительных	ресурсов.

batch_timeout_micros

Этот	параметр	устанавливает	максимальное	время	ожидания	для	заполне-
ния	пакета.	Удобен	для	ограничения	задержки	вывода.

num_batch_threads

Количество	потоков	определяет,	сколько	ядер	процессора	или	графическо-
го	процессора	можно	использовать	параллельно.

max_enqueued_batches

Этот	параметр	устанавливает	максимальное	число	пакетов,	поставленных	
в очередь	для	получения	прогнозов.	Данный	параметр	конфигурации	по-
лезен,	чтобы	избежать	необоснованно	большого	числа	поставленных	в оче-
редь	пакетов	запросов.	При	достижении	максимального	числа	пакетов,	по-
ставленных	в очередь,	сервер	будет	возвращать	ошибку	в ответ	на запросы,	
а не	помещать	запросы	в очередь.
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pad_variable_length_inputs

Этот	логический	параметр	определяет,	будут	ли	входные	тензоры	перемен-
ной	длины	дополняться,	чтобы	длина	массива	была	одинаковой	для	всех	
входных	тензоров.

Как	вы	догадываетесь,	 определение	 значений	параметров	для	оптималь-
ного	 использования	 пакетного	 режима	требует	 определенных	 усилий	 и  за-
висит	от	характерных	особенностей	вашего	приложения.	Если	вы	запускае-
те	 онлайн-приложение,	 требующее	 вывода	 данных,	 вы	 должны	 стремиться	
к ограничению	задержки.	Часто	рекомендуется	сначала	установить	нулевое	
значение	batch_timeout_micros	и настроить	время	ожидания,	постепенно	увели-
чивая	его	значение	до	10	000	микросекунд.	Напротив,	для	пакетных	запросов	
будет	 использоваться	 более	длительное	 время	 ожидания	 (от	миллисекунды	
до	секунды),	чтобы	установить	нужный	размер	пакета,	обеспечив	таким	об-
разом	оптимальную	производительность.	TensorFlow	Serving	будет	выдавать	
прогнозы	для	пакета	до	тех	пор,	пока	не будет	достигнуто	максимальное	зна-
чение	max_batch_size	или	не возникнет	ситуация	тайм-аута.

Если	вы	настраиваете	TensorFlow	Serving	для	прогнозов	с выполнением	вы-
числений	на	ЦП,	установите	для	num_batch_threads	значение,	соответствующее	
количеству	ядер	ЦП.	Если	вы	настраиваете	TensorFlow	Serving	для	прогнозов	
с  выполнением	 вычислений	 на	 графическом	 процессоре,	 установите	 такое	
значение	 max_batch_size,	 чтобы	 получить	 оптимальное	 использование	 памя-
ти	графического	процессора.	При	настройке	конфигурации	убедитесь,	что	вы	
установили	для	max_enqueued_batches	достаточно	большое	значение,	чтобы	избе-
жать	ситуации,	когда	для	некоторых	запросов	будут	возвращены	ответы,	не со-
держащие	корректного	результата.

Вы	можете	 задать	 значения	параметров	 в текстовом	файле,	 как	показано	
в  следующем	 примере.	 В  нашем	 примере	 мы	 назвали	 файл	 конфигурации	
batching_parameters.txt,	добавив	в него	соответствующие	параметры:

max_batch_size { value: 32 } 
batch_timeout_micros { value: 5000 } 
pad_variable_length_inputs: true

Если	 вы	 хотите	 включить	пакетный	режим,	 вам	нужно	передать	два	до-
полнительных	параметра	в контейнер	Docker,	в котором	работает	TensorFlow	
Serving.	Установите	для	enable_batching	значение	true,	чтобы	включить	пакет-
ный	режим,	и в	качестве	значения	параметра	batching_parameters_file	укажите	
абсолютный	путь	к файлу	конфигурации	пакетного	режима	внутри	контей-
нера.	Помните,	что	вам	необходимо	смонтировать	дополнительный	каталог	
с файлом	конфигурации,	если	этот	файл	размещен	не в том	же	каталоге,	что	
и версии	модели.

Вот	 полный	 пример	 команды	 docker run	 для	 запуска	 контейнера	 Docker	
Tensor	Flow	Serving	с включенным	пакетным	режимом.	Затем	параметры	будут	
переданы	в экземпляр	TensorFlow	Serving.
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docker run -p 8500:8500 \
           -p 8501:8501 \
           --mount type=bind,source=/path/to/models,target=/models/my_model \
           --mount type=bind,source=/path/to/batch_config,target=/server_config \
           -e MODEL_NAME=my_model -t tensorflow/serving \
           --enable_batching=true
           --batching_parameters_file=/server_config/batching_parameters.txt

Как	 объяснялось	 ранее,	 конфигурация	 пакетной	 обработки	 потребует	 до-
полнительной	 настройки,	 но	 прирост	 производительности	 должен	 компен-
сировать	 затраты	 времени	 на	 первоначальную	настройку.	Мы настоятельно	
рекомендуем	включить	эту	функцию	TensorFlow	Serving.	Эта	настройка	будет	
особенно	полезна	в случае,	когда	необходимо	выводить	большое	количество	
выборок	данных,	используя	автономные	пакетные	процессы.

Другие функции Оптимизации TensorFlow serVinG
TensorFlow	Serving	поставляется	со	множеством	дополнительных	функций	оп-
тимизации.	Флаги	дополнительных	функций:

--file_system_poll_wait_seconds=1

TensorFlow	 Serving	 будет	 спрашивать,	доступна	ли	новая	 версия	модели.	
Вы  можете	 отключить	 функцию,	 установив	 ее	 значение,	 равное	–1	 или,	
если	вы	хотите	загрузить	модель	только	один	раз	и никогда	не обновлять	
ее,	равное	0.	Параметр	принимает	целочисленные	значения.	Если	вы	загру-
жаете	модели	из	сегментов	облачного	хранилища,	мы	настоятельно	реко-
мендуем	увеличить	время	опроса,	чтобы	избежать	ненужных	финансовых	
расходов,	связанных	с оплатой	услуг	поставщика	облачных	решений,	при	
частых	операциях	со	списком	в сегменте	облачного	хранилища.

--tensorflow_session_parallelism=0

TensorFlow	Serving	автоматически	определяет,	сколько	потоков	использо-
вать	для	сессии	TensorFlow.	В случае	если	вы	хотите	установить	число	по-
токов	вручную,	вы	можете	переопределить	его,	установив	для	этого	пара-
метра	любое	положительное	целое	значение.

--tensorflow_intra_op_parallelism=0

Этот	параметр	устанавливает	количество	ядер,	используемых	для	работы	
TensorFlow	 Serving.	 Количество	 доступных	 потоков	 определяет,	 сколько	
операций	будет	распараллелено.	Если	значение	равно	нулю,	будут	исполь-
зованы	все	доступные	ядра.

--tensorflow_inter_op_parallelism=0

Этот	 параметр	 устанавливает	 количество	 доступных	 потоков	 в  пуле	 для	
выполнения	 операций	 TensorFlow.	 Это	 полезно	 для	 выполнения	 макси-
мального	числа	независимых	операций	в графе	TensorFlow.	Если	значение	
устанавливается	равным	нулю,	все	доступные	ядра	будут	использоваться,	
и выделяется	один	поток	на	ядро.
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Как	и в	наших	предыдущих	примерах,	вы	можете	передать	параметр	конфи-
гурации	команде	docker run,	как	показано	в следующем	примере:

docker run -p 8500:8500 \
           -p 8501:8501 \
           --mount type=bind,source=/path/to/models,target=/models/my_model \
           -e MODEL_NAME=my_model -t tensorflow/serving \
           --tensorflow_intra_op_parallelism=4 \
           --tensorflow_inter_op_parallelism=4 \
           --file_system_poll_wait_seconds=10 \
           --tensorflow_session_parallelism=2

Вышеперечисленные	параметры	конфигурации	могут	повысить	производи-
тельность	и избежать	ненужных	затрат,	связанных	с оплатой	услуг	поставщика	
облачных	решений.

альтернативы TensorFlow serVinG
TensorFlow	 Serving  –	 отличный	 способ	 развертывания	 моделей	 машинного	
обуче	ния.	Используя	модели	TensorFlow Estimators	и Keras,	вы	можете	выбирать	
различные	концепции	машинного	обучения.	Если	вы	хотите	развернуть	уна-
следованную	модель	или	вы	предпочитаете	другую	среду	машинного	обуче-
ния,	отличную	от	TensorFlow	или	Keras,	ниже	мы	приведем	несколько	вариан-
тов	для	такой	ситуации.

BentoML
BentoML –	это	платформонезависимая	библиотека,	которая	развертывает	модели	
машинного	обучения.	Она	поддерживает	модели,	обученные	с помощью	PyTorch,	
scikit-learn,	TensorFlow,	Keras	и XGBoost.	Для	моделей	TensorFlow	BentoML	под-
держивает	формат	SavedModel.	BentoML	поддерживает	пакетные	запросы.

Seldon
Британский	стартап	Seldon	предоставляет	множество	инструментов	с откры-
тым	исходным	кодом	для	управления	жизненным	циклом	моделей,	и одним	
из	 основных	 продуктов	 является	 Seldon	 Core	 (см.	 https://www.seldon.io/tech/
products/core/).	 Seldon	 Core	 предоставляет	 ряд	 инструментов	 для	 упаковки	
ваших	моделей	 в  образ	Docker,	 который	 затем	 развертывается	 при	помощи	
Seldon	в кластере	Kubernetes.

На	момент	написания	этой	главы	Seldon	поддерживал	модели	машинного	
обучения,	написанные	с использованием	TensorFlow,	scikit-learn,	XGBoost	и R.

Seldon	поставляется	со	своей	собственной	экосистемой,	которая	позволяет	
встроить	предварительную	обработку	в собственные	образы	Docker,	разверты-
вающиеся	совместно	с развертываемыми	образами.	Он также	предоставляет	
службу	маршрутизации,	которая	позволяет	проводить	A/B-тестирование	или	
эксперименты	с «многоруким	бандитом»	(рандомизацией	выдачи).

Seldon	 тесно	 интегрирован	 со	 средой	 KubeFlow	 и,	 аналогично	 TensorFlow	
Serving,	 представляет	 собой	 способ	 развертывания	 моделей	 с  KubeFlow	
в Kubernetes.
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GraphPipe
GraphPipe	 (см.	https://oracle.github.io/graphpipe/#/) –	 это	еще	один	способ	раз-
вертывания	моделей	TensorFlow,	и не	только	TensorFlow.	Oracle	развивает	этот	
проект	с открытым	исходным	кодом.	GraphPipe	позволяет	вам	развертывать	
не только	модели	TensorFlow	 (включая	Keras),	 но	также	модели	Caffe2	 и  все	
модели	машинного	обучения,	которые	можно	преобразовать	в формат	Open	
Neural	Network	Exchange	 (ONNX)1.	Используя	формат	ONNX,	 вы	можете	раз-
вернуть	модели	PyTorch	с помощью	GraphPipe.

Помимо	 предоставления	 сервера	моделей	для	 TensorFlow,	 PyTorch	 и  т.	 д.,	
GraphPipe	также	поддерживает	реализацию	клиентских	приложений	для	раз-
личных	языков	программирования,	таких	как	Python,	Java	и Go.

Simple TensorFlow Serving
Simple	TensorFlow	Serving	(см.	https://stfs.readthedocs.io/en/latest/) –	разработка	
Дихао	Чена	(Dihao	Chen)	из	4Paradigm.	Simple	TensorFlow	Serving	поддержива-
ет	не только	модели	TensorFlow.	Текущий	список	поддерживаемых	интегриро-
ванных	сред	разработки	моделей	включает	ONNX,	Scikit-learn,	XGBoost,	PMML 
и H2O.	Он поддерживает	работу	с несколькими	моделями,	прогнозы	на	гра-
фических	процессорах	и клиентский	программный	код	на	различных	языках	
программирования.

Одним	из	важных	аспектов	простого	обслуживания	TensorFlow	является	то,	
что	он	поддерживает	аутентификацию	и зашифрованные	соединения	с  сер-
вером	моделей.	Аутентификация	в настоящее	время	не предоставляется	как	
функциональная	возможность	TensorFlow	Serving,	а поддержка	SSL/TLS	требу-
ет	специальной	сборки	TensorFlow	Serving.

MLflow
Mlflow(см.	 https://mlflow.org/)	 поддерживает	 развертывание	 моделей	 машин-
ного	 обучения,	 но	 это	 лишь	 одна	 из	 возможностей	 инструмента,	 созданного	
DataBricks.	MLflow	предназначен	для	управления	экспериментами	с моделями	
с помощью	MLflow	Tracking.	В инструмент	встроен	сервер	моделей,	который	пре-
доставляет	конечные	точки	REST	API	для	моделей,	управляемых	через	MLflow.

MLflow	также	предоставляет	интерфейсы	для	прямого	развертывания	моде-
лей	из	MLflow	на	платформе	Microsoft	AzureML	и Amazon	Web	Service	SageMaker.

Ray Serve
Ray	 Project	 (см.	 https://twitter.com/raydistributed)	 предоставляет	 функциональ-
ные	возможности	для	развертывания	моделей	машинного	обучения.	Ray	Serve	
не  зависит	 от	 используемого	 фреймворка	 и  поддерживает	 модели	 PyTorch,	
TensorFlow	(включая	Keras),	Scikit-Learn	или	пользовательские	прогнозы	моде-
лей.	Библиотека	предоставляет	возможности	пакетных	запросов	и позволяет	
маршрутизировать	трафик	между	моделями	и их	версиями.

Ray	Serve	интегрирован	в экосистему	Ray	Project	и поддерживает	установки	
распределенных	вычислений.

1	 ONNX	(см.	https://onnx.ai/) –	это	способ	описания	моделей	машинного	обучения.

Альтернативы TensorFlow Serving  181



развертывание мОДелей С иСпОльзОванием уСлуг 
пОСтавщикОв Облачных решений
Для	всех	серверных	решений,	предназначенных	для	создания	моделей,	кото-
рые	мы	обсуждали	до	этого	момента,	вы	должны	были	самостоятельно	выпол-
нять	установку	и управлять	ими.	Однако	все	основные	поставщики	облачных	
услуг,	 такие	 как	Google	 Cloud,	Amazon	Web	 Services	 (AWS)	 и Microsoft	Azure,	
предлагают	 специализированные	 программные	 продукты	 для	 машинного	
обуче	ния,	включая	размещение	моделей	машинного	обучения.

В	этой	главе	мы	хотели	бы	познакомить	вас	с одним	из	примеров	разверты-
вания	с использованием	платформы	искусственного	интеллекта	Google	Cloud.	
Мы начнем	с развертывания	модели,	а позже	объясним,	каким	образом	вы	мо-
жете	получать	прогнозы	на	основе	развернутой	модели	из	клиентской	части	
вашего	приложения.

Сценарии использования
Управляемое	развертывание	моделей	машинного	обучения	в облаке	являет-
ся	 хорошей	 альтернативой	 запуску	 экземпляров	 сервера	моделей,	 если	 вы	
хотите	беспрепятственно	развернуть	модель	и не	беспокоиться	о ее	масшта-
бировании.	Все	поставщики	облачных	услуг	предлагают	варианты	разверты-
вания	 с  возможностью	масштабирования	 в  зависимости	 от	 количества	 за-
просов	на	вывод.

Однако	гибкость	развертывания	вашей	модели	обходится	дорого.	Управля-
емые	сервисы	обеспечивают	легкое	развертывание,	но	стоят	дорого.	Напри-
мер,	 две	 версии	 модели,	 работающие	 полный	 рабочий	 день	 (требуются	 два	
вычислительных	 узла),	 стоят	 дороже,	 чем	 сопоставимый	 вычислительный	
узел,	на	котором	запущен	экземпляр	TensorFlow	Serving.	Другим	недостатком	
управляемого	развертывания	являются	ограничения,	связанные	с использова-
нием	определенных	программных	продуктов	и их	 компонентов.	Некоторые	
поставщики	облачных	услуг	требуют,	чтобы	развертывание	выполнялось	с ис-
пользованием	их	собственных	средств	разработки	программного	обеспечения	
(Software	Development	Kits,	SDK),	у других	есть	ограничения	на	размер	вычис-
лительного	узла	и объем	памяти,	который	может	занимать	ваша	модель.	Эти	
ограничения	 могут	 быть	 серьезным	 препятствием	 для	 развертывания	 мас-
штабных	моделей	глубокого	обучения,	особенно	если	модели	содержат	очень	
много	слоев	(например,	для	языковых	моделей).

Пример развертывания с помощью облачных  
платформ Google
В	этом	разделе	мы	рассмотрим	пример	развертывания	на	платформе	искус-
ственного	интеллекта	Google	Cloud	 (Google	Cloud’s	AI	Platform,	GCP).	Вместо	
того	чтобы	писать	файлы	конфигурации	и выполнять	команды	терминала,	мы	
можем	настроить	конечные	точки	модели	через	веб-интерфейс.
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Ограничения размера модели для платформы искусственного 
интеллекта GCP
Для	конечных	точек	GCP	существует	ограничение	размеров	мо-
делей	до	500	МБ.	Однако	если	вы	развертываете	свои	конечные	
точки	с помощью	вычислительных	машин	типа	N1,	максималь-
ный	предел	размеров	модели	увеличивается	до	2	ГБ.	На момент	
написания	 этой	 книги	 такая	 возможность	 находилась	 в  стадии	
бета-тестирования.

Развертывание модели
Развертывание	состоит	из	трех	этапов:

	� обеспечение	доступа	к модели	в Google	Cloud;		
	� создание	нового	экземпляра	модели	с помощью	платформы	искусствен-
ного	интеллекта	Google	Cloud’s	AI	Platform;

	� создание	новой	версии	экземпляра	модели.
Развертывание	 начинается	 с  загрузки	 вашей	 экспортированной	 модели	

TensorFlow/Keras	в хранилище.	Как	показано	на	рис. 8.5,	вам	необходимо	за-
грузить	 всю	 экспортированную	модель.	 После	 завершения	 загрузки	 модели	
скопируйте	полный	путь	к месту	хранения.

Рис. 8.5.	Загрузка обученной модели в облачное хранилище

Загрузив	модель	машинного	обучения,	перейдите	на	платформу	искусствен-
ного	интеллекта	Google	Cloud	(Google	Cloud’s	AI	Platform),	чтобы	настроить	па-
раметры	конфигурации	для	развертывания	модели	машинного	обучения.	Если	
вы	 впервые	 используете	 облачную	 платформу	 искусственного	 интеллекта	
в своем	проекте	GCP,	вам	необходимо	включить	API.	Процесс	автоматического	
запуска	Google	Cloud	может	занять	несколько	минут.

Когда	вы	создаете	новую	модель,	вам	нужно	присвоить	модели	уникальный	
идентификатор	(см.	рис. 8.6).	Присвоив	модели	идентификатор,	выбрав	пред-
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почитаемый	регион	развертывания1	и введя	описание	проекта,	нажмите	кноп-
ку	Create (Создать).

Рис. 8.6.	Создание нового экземпляра модели

Как	только	новая	модель	зарегистрирована,	вы	можете	создать	новую	вер-
сию	 модели	 внутри	 модели.	 Для	 этого	 раскройте	 на	 элементе	 интерфейса,	
представленном	на	рис. 6.7,	меню	overflow.

После	регистрации	новой	модели	информация	о ней	появится	на	информа-
ционной	панели,	как	показано	на	рис. 8.7.	Вы можете	создать	новую	версию	
модели	из	информационной	панели,	щелкнув	Create	version	 (Создать	вер-
сию)	в дополнительном	меню.

Рис. 8.7.	Создание новой версии модели

1	 Чтобы	 минимизировать	 время	 задержки	 между	 отправкой	 данных	 и  получением	
прогноза	модели,	выберите	регион,	ближайший	к географическому	региону,	откуда	
поступают	запросы	к модели.
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Когда	вы	создаете	новую	версию	модели,	вы	настраиваете	вычислительный	
узел,	на	котором	работает	ваша	модель.	Google	Cloud	предоставляет	вам	мно-
жество	вариантов	конфигурации	(см.	рис. 8.8).	Важным	элементом	конфигура-
ции	является	version name,	так	как	вы	будете	ссылаться	на	version name	позже	при	
настройке	клиента.	Укажите	в Model URI	полный	путь	к месту	хранения,	который	
вы	сохранили	на	предыдущем	шаге.

Платформа	 Google	 Cloud	 AI	 Platform	 поддерживает	 различные	 среды	 ма-
шинного	обучения,	включая	XGBoost	и SciKit-Learn.

Рис. 8.8.	Определение параметров экземпляра

Google	Cloud	Platform	также	позволяет	вам	настраивать	масштабирование	
экземпляра	модели	в случае,	если	ваша	модель	получает	большое	количество	
запросов	на	вывод.	Вы можете	настроить	масштабирование,	выбрав	один	из	
двух	режимов	масштабирования:	ручное масштабирование	или	автоматиче-
ское масштабирование.

Ручное	масштабирование	дает	вам	возможность	установить	точное	количе-
ство	узлов,	доступных	для	получения	прогнозов	вашей	версии	модели.	Авто-
матическое	масштабирование	позволяет	увеличивать	и уменьшать	количест-
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во	доступных	узлов	в  зависимости	от	потребностей	вашей	конечной	точки.	
Если	 ваши	 узлы	 не  принимают	 никаких	 запросов,	 количество	 узлов	 может	
даже	упасть	до	нуля.	Обратите	внимание,	что	если	при	автоматическом	мас-
штабировании	количество	узлов	уменьшается	до	нуля,	потребуется	некото-
рое	время	для	повторного	создания	версии	вашей	модели,	когда	следующий	
запрос	будет	получен	на	конечной	точке	вашей	версии	развернутой	модели.	
Также,	если	вы	запускаете	узлы	вывода	прогнозов	в режиме	автоматического	
масштабирования,	вам	будут	выставляться	счета	в 10-минутных	интервалах.	
Это	означает,	что	один	запрос	будет	стоить	вам	как	минимум	10	минут	вы-
числительного	времени.

После	настройки	всей	версии	модели	Google	Cloud	запускает	ваши	экземп-
ляры.	Если	все	готово	для	работы	модели,	вы	увидите	зеленую	галочку	рядом	
с названием	версии	модели,	как	показано	на	рис. 8.9.

Рис. 8.9.	Завершение развертывания новой версии (развернутая версия доступна)

Вы	можете	запускать	несколько	версий	модели	одновременно.	В графиче-
ской	панели,	отображающей	версии	модели,	вы	можете	выбрать	одну	версию	
в качестве	версии	по	умолчанию,	и любой	запрос	на	вывод	прогноза	без	указа-
ния	версии	будет	перенаправлен	на	«версию	по	умолчанию».	Однако	обрати-
те	внимание,	что	каждая	версия	модели	будет	размещена	на	отдельном	узле,	
и затраты	на	GCP	будут	кумулятивно	расти.

Вывод прогноза модели
Поскольку	TensorFlow	Serving	проверен	в Google	в реальных	рабочих	условиях	
и интенсивно	используется	внутри	компании,	он	также	негласно	применяется	
на	облачной	платформе	Google.	Вы заметите,	что	платформа	искусственного	
интеллекта	не просто	использует	тот	же	формат	экспорта	модели,	который	мы	
видели	на	наших	 экземплярах	TensorFlow	Serving,	 но	передаваемые	данные	
имеют	ту	же	структуру,	что	и раньше.	

Единственным	существенным	отличием	является	подключение	API.	Как	вы	
увидите	в этом	разделе,	вы	будете	подключаться	к версии	модели	через	GCP	
API,	который	обрабатывает	запрос	аутентификации.

Чтобы	подключиться	к Google	Cloud	API,	вам	нужно	установить	библиотеку	
google-api-python-client	с помощью	команды

$ pip install google-api-python-client
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Все	сервисы	Google	могут	быть	подключены	через	объект	службы.	Вспомо-
гательная	функция	в следующем	фрагменте	кода	показывает,	как	создать	объ-
ект	службы.	Клиент	Google	API	принимает	service name	и service version	и воз-
вращает	объект,	который	предоставляет	все	функции	API	с помощью	методов	
возвращаемого	объекта:

import googleapiclient.discovery

def _connect_service():
    return googleapiclient.discovery.build( 
        serviceName=”ml”, version=”v1”
    )

Как	и в	наших	предыдущих	примерах,	использующих	REST	и gRPC,	мы	разме-
щаем	наши	выходные	данные	в фиксированном	параметре	instances,	который	
содержит	список	входных	словарей.	Мы создали	небольшую	вспомогательную	
функцию	для	 генерации	пакетов	полезных	данных.	Эта	функция	может	вы-
полнять	любую	предварительную	обработку,	если	вам	нужно	изменить	ваши	
входные	данные	перед	выводом	прогнозов.	

def _generate_payload(sentence):
    return {«instances»: [{«sentence»: sentence}]}

После	того	как	мы	создали	на	стороне	клиента	объект	службы	и сгенериро-
вали	пакеты	данных,	мы	можем	запросить	прогноз	у модели	машинного	об-
учения,	размещенной	в Google	Cloud.

Объект	 службы	 платформы	 искусственного	 интеллекта	 содержит	 метод	
predict,	 который	принимает	 в  качестве	 входных	параметров	 name	 и  body.	 Па-
раметр	 name	 представляет	 собой	 строку	пути,	 содержащую	название	проекта	
Google	Cloud	Platform,	имя	вашей	модели	и,	если	вы	хотите	получать	прогнозы	
от	определенной	версии	модели,	название	вашей	версии.	Если	вы	не укажете	
номер	версии,	для	модели	будет	использоваться	версия	модели	по	умолчанию.	
Параметр	body	содержит	структуру	данных	вывода	прогноза,	которую	мы	соз-
дали	ранее.

project = "yourGCPProjectName" 
model_name = "demo_model" 
version_name = "v1"
request = service.projects().predict( 
    name=”projects/{}/models/{}/versions/{}”.format(
        project, model_name, version_name), 
    body=_generate_payload(sentence)
)
response = request.execute()

Ответ	платформы	Google	Cloud	AI	Platform	содержит	прогнозные	оценки	для	
различных	категорий,	аналогичные	ответу	REST,	получаемому	от	экземпляра	
TensorFlow	Serving:
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{'predictions': [
    {'label': [
        0.9000182151794434,
        0.02840868942439556,
        0.009750653058290482,
        0.06182243302464485
    ]}
]}

Продемонстрированный	пример	представляет	собой	быстрый	способ	раз-
вертывания	модели	машинного	обучения	без	настройки	всей	инфраструктуры	
развертывания.	Другие	облачные	провайдеры	(например,	AWS	или	Microsoft	
Azure)	 предлагают	 аналогичные	 услуги	 развертывания	 моделей	 машинного	
обучения.	В зависимости	от	требований	к развертыванию	моделей	машинного	
обучения	облачные	провайдеры	могут	быть	хорошей	альтернативой	вариан-
там	локального	развертывания.	Обратной	стороной	их	использования	явля-
ются	потенциально	более	высокие	затраты	и отсутствие	полной	оптимизации	
конечных	точек	(благодаря	возможности	создания	конечных	точек	gRPC	или	
пакетных	функций,	 как	ранее	обсуждалось	в разделе	 «Пакетные	 запросы	на	
вывод	прогнозов	модели»	в этой	главе).

развертывание мОДели С пОмОщью кОнвейерОв TFx
Во	введении	к этой	главе	на	рис. 8.1	мы	представили	шаги	этапа	развертыва-
ния	как	единых	компонентов	конвейера	машинного	обучения.	После	того	как	
мы	подробно	обсудили	все	этапы	развертывания	моделей,	и в	особенности	ис-
пользования	TensorFlow	Serving,	мы	хотим	составить	полную	картину,	связав	
эти	шаги	с нашим	конвейером	машинного	обучения	в этом	разделе.

На	рис. 8.10	вы	можете	увидеть	шаги,	выполняемые	при	непрерывном	раз-
вертывании	модели.	Мы предполагаем,	что	у нас	работает	служба	TensorFlow,	
настроенная	для	загрузки	моделей	из	заданного	местоположения	файла.	Кро-
ме	того,	мы	предполагаем,	что	служба	TensorFlow	будет	загружать	модели	из	
внешнего	места	размещения	файлов	(т.	е.	из	сегмента	облачного	хранилища	
или	 смонтированного	 постоянного	тома).	 Обе	 системы,	 конвейер	 TFX	 и  эк-
земпляр	TensorFlow	Serving,	должны	иметь	доступ	к одной	и той	же	файловой	
системе.

Анализ модели
Проверка модели

Файловая система / 
облачное хранилище

Загрузка новых 
моделей

Запросы 
клиентов 

(через API)
Развертывание модели

Рис. 8.10.	Развертывание моделей из конвейеров TFX
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В	разделе	«Компонент	TFX	Pusher»	главы	7	мы	обсуждали	компонент	Pusher.	
Этот	компонент	TFX	позволяет	нам	отправлять	проверенные	модели	в задан-
ное	место	(например,	в корзину	облачного	хранилища).	TensorFlow	Serving	мо-
жет	получать	новые	версии	моделей	из	облачного	хранилища,	выгружать	более	
раннюю	версию	модели	и загружать	последнюю	версию	для	данной	конечной	
точки	модели.	Это	политика	по	умолчанию	для	TensorFlow	Serving	по	отноше-
нию	к моделям.

Благодаря	политике	по	умолчанию	мы	можем	довольно	легко	создать	прос-
тую	настройку	непрерывного	развертывания	с TFX	и TensorFlow	Serving.

резюме
В	этой	главе	мы	обсудили,	как	настроить	TensorFlow	Serving	для	развертыва-
ния	моделей	машинного	обучения	и почему	 сервер	моделей	является	более	
масштабируемым	вариантом,	чем	развертывание	моделей	машинного	обуче-
ния	через	веб-приложение	Flask.	Мы пошагово	прошли	этапы	установки	и на-
стройки,	рассмотрели	два	основных	варианта	обмена	данными,	REST	и gRPC,	
и кратко	обсудили	преимущества	и недостатки	обоих	протоколов	связи.

Кроме	того,	мы	показали	некоторые	из	больших	преимуществ	TensorFlow	
Serving,	включая	пакетную	обработку	запросов	к модели	и возможность	полу-
чения	метаданных	о различных	версиях	модели.	Мы также	обсудили,	как	вы-
полнить	быструю	настройку	A/B-теста	с помощью	TensorFlow	Serving.

Мы	 завершили	 эту	 главу	 кратким	 обзором	 управляемого	 развертывания	
модели	в облачной	службе	на	примере	Google	Cloud	AI	Platform.	Управляемые	
облачные	сервисы	предоставляют	вам	возможность	развертывать	модели	ма-
шинного	обучения	без	развертывания	и поддержки	собственных	экземпляров	
серверов.

В	следующей	главе	мы	обсудим,	как	улучшить	наш	опыт	по	развертыванию	
наших	моделей,	например	загружая	модели	от	облачных	провайдеров	или	раз-
ворачивая	TensorFlow	Serving	с использованием	Kubernetes.
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Глава 9
Расширенные концепции 
развертывания моделей 

с помощью TensorFlow Serving

В	предыдущей	главе	мы	обсудили	вопросы	развертывания	моделей	TensorFlow 
или	Keras	с использованием	TensorFlow	Serving.	Познакомившись	с основны-
ми	 приемами	 конфигурации	 TensorFlow	 Serving	 и  развертывания	 модели,	
в этой	главе	мы	представляем	углубленные	концепции	и расширенные	вари-
анты	развертывания	модели	машинного	обучения.	Сценарии	использования	
затрагивают	 множество	 смежных	 тем:	 например,	 развертывание	 для	 A/B-
тестирования	модели,	 оптимизацию	моделей	для	 развертывания	и масшта-
бирования,	а также	мониторинг	развертывания	моделей.	Если	у вас	не было	
возможности	просмотреть	предыдущую	главу,	мы	рекомендуем	это	 сделать,	
потому	что	она	закладывает	основы	для	данной	главы.	

разДеление зОн ОтветСтвеннОСти 
в прОцеССе развертывания
Элементарные	варианты	развертывания,	показанные	в главе	8,	работают	хоро-
шо,	но	у них	есть	одно	ограничение:	обученная	и проверенная	модель	должна	
быть	либо	включена	в образ	контейнера	развертывания	на	этапе	сборки,	либо	
смонтирована	в контейнер	во	время	выполнения	контейнера,	как	мы	обсуж-
дали	в предыдущей	главе.	Оба	варианта	требуют	или	знания	процессов	DevOps	
(например,	обновления	образов	контейнеров	Docker),	или	координации	между	
командами	специалистов	по	обработке	и анализу	данных	и DevOps	на	этапе	
развертывания	новой	версии	модели.

Как	мы	кратко	упоминали	в главе	8,	TensorFlow	Serving	может	загружать	мо-
дели	с удаленных	устройств	(например,	из	сегментов	хранилища	AWS	S3	или	
GCP).	Стандартная	политика	загрузчика	TensorFlow	Serving	часто	выполняет	
запросы	к месту	 хранения	модели,	 выгружает	ранее	 загруженную	модель	и,	
если	обнаружена	новая	модель,	 загружает	 ее.	Используя	такой	 сценарий	 за-
грузки,	нам	нужно	развернуть	обслуживающий	контейнер	нашей	модели	только	



один	раз,	и он	постоянно	будет	обновлять	версии	модели,	как	только	они	будут	
доступны	в папке	хранилища.

Обзор рабочего процесса
Прежде	чем	мы	подробнее	рассмотрим,	как	настроить	TensorFlow	Serving	для	
загрузки	моделей	из	удаленных	хранилищ,	давайте	взглянем	на	предлагаемый	
нами	рабочий	процесс.	

На	рис. 9.1	показано	разделение	рабочих	процессов.	Контейнер	для	развер-
тывания	 модели	 машинного	 обучения	 развертывается	 один	 раз.	 Инженеры	
и аналитики	данных	могут	загружать	новые	версии	моделей	в сегменты	хра-
нилища	либо	через	веб-интерфейс,	либо	с помощью	операций	копирования,	
выполняемых	из	командной	строки.	Любые	изменения	в версиях	модели	будут	
обнаружены	экземплярами	TensorFlow	Serving.	Новая	сборка	контейнера	сер-
вера	моделей	или	повторное	развертывание	контейнера	не требуется.

Наборы 
данных

Обучение 
модели, 

работающей 
в промышленной 

среде

Загрузка 

новых версий

Развертывание 
модели

Конвейер машинного 
обучения

Файловая система / 
облачное хранилище

Инфраструктура развертыва-
ния, например Kubernetes Запросы клиентов 

(через API)

Специалист по машинному 
обучению Инженер DevOps

Рис. 9.1.	Разделение зон ответственности в процессе развертывания между аналитиками 
данных и DevOps

Если	ваши	папки	хранилища	общедоступны,	вы	можете	развертывать	уда-
ленные	модели,	просто	изменив	в коде	путь	к модели	и указав	путь	к удален-
ному	каталогу	в качестве	пути	к модели:

docker run -p 8500:8500 \
           -p 8501:8501 \
           -e MODEL_BASE_PATH=s3://bucketname/model_path/ \  ❶
           -e MODEL_NAME=my_model \  ❷
           -t tensorflow/serving

 ❶ Путь	к удаленному	хранилищу
 ❷ Все	остальные	параметры	конфигурации	остаются	прежними

Если	ваши	модели	хранятся	в сегментах	частного	облака,	вам	нужно	опреде-
ленным	образом	настроить	TensorFlow	Serving,	предоставив	учетные	данные	
для	доступа	к месту	хранения	моделей.	Конкретные	параметры	настройки	за-
висят	от	поставщика.	В этой	главе	мы	рассмотрим	два	примера	поставщиков:	
AWS	и GCP.	
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Доступ к моделям из частного облачного хранилища AWS S3
AWS	 аутентифицирует	 пользователей	 с  помощью	 пользовательского	 ключа	
доступа	 и  «секрета»	 (объекта	 secret).	 Чтобы	 получить	 доступ	 к  хранилищам	
частного	облака	AWS	S3,	вам	необходимо	создать	ключ	доступа	пользователя	
и «секрет»1.

Вы	можете	предоставить	AWS	ключ	доступа	и «секрет»	через	переменные	
среды	для	команды	docker run.	Это	позволяет	TensorFlow	Serving	получать	учет-
ные	данные	и доступ	к хранилищам	частного	облака:

docker run -p 8500:8500 \
           -p 8501:8501 \
           -e MODEL_BASE_PATH=s3://bucketname/model_path/ \
           -e MODEL_NAME=my_model \
           -e AWS_ACCESS_KEY_ID=XXXXX \ ❶
           -e AWS_SECRET_ACCESS_KEY=XXXXX \
           -t tensorflow/serving

 ❶ Имя	переменных	среды –	очень	важная	деталь

TensorFlow	Serving	полагается	на	стандартные	переменные	среды	AWS	и их	
значения	по	 умолчанию.	Вы можете	изменить	 значения	по	 умолчанию	 (на-
пример,	если	ваш	сегмент	не находится	в регионе	us-east-1	или	если	вы	хотите	
изменить	конечную	точку	S3).

Доступны	следующие	варианты	конфигурации:
	� AWS_REGION=us-east-1;
	� S3_ENDPOINT=s3.us-east-1.amazonaws.com;
	� S3_USE_HTTPS=1;
	� S3_VERIFY_SSL=1.

Параметры	 конфигурации	 могут	 быть	 добавлены	 как	 переменные	 среды	
или	добавлены	в docker run,	как	показано	в следующем	примере:

docker run -p 8500:8500 \
           -p 8501:8501 \
           -e MODEL_BASE_PATH=s3://bucketname/model_path/ \
           -e MODEL_NAME=my_model \
           -e AWS_ACCESS_KEY_ID=XXXXX \
           -e AWS_SECRET_ACCESS_KEY=XXXXX \
           -e AWS_REGION=us-west-1 \ ❶
           -t tensorflow/serving

 ❶ Дополнительные	конфигурации	могут	быть	добавлены	через	перемен-
ные	среды

Благодаря	 этим	 нескольким	 дополнительным	 переменным	 среды,	 предо-
ставленным	TensorFlow	Serving,	вы	теперь	можете	загружать	модели	из	уда-
ленных	хранилищ	AWS	S3.

1	 Более	подробную	информацию	об	 управлении	ключами	доступа	AWS	можно	най-
ти	 в  документации,	 размещенной	 по	 ссылке	 https://docs.aws.amazon.com/IAM/latest/
UserGuide/id_credentials_access-keys.html#Using_CreateAccessKey9.
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Доступ к моделям из сегментов GCP
GCP		аутентифицирует	пользователей	через	учетные записи служб.	Чтобы	по-
лучить	доступ	к частным	сегментам	хранилища	GCP,	вам	необходимо	создать	
файл	учетной	записи	службы1.

В	отличие	от	AWS,	мы	не можем	просто	предоставить	учетные	данные	в пе-
ременной	среды,	поскольку	аутентификация	GCP	ожидает	файл	JSON	с учет-
ными	данными	аккаунта	сервиса.	В случае	GCP	нам	нужно	смонтировать	пап-
ку	на	хост-машине,	содержащую	учетные	данные	внутри	контейнера	Docker,	
а затем	определить	переменную	среды,	чтобы	указать	TensorFlow	Serving	на	
правильный	файл	учетных	данных.

В	 следующем	 примере	мы	 предполагаем,	 что	 вы	 сохранили	 недавно	 соз-
данный	файл	учетных	данных	учетной	записи	службы	в каталоге /home/your_
username/.credentials/	на	вашем	хост-компьютере.	Мы загрузили	учетные	дан-
ные	учетной	записи	службы	из	GCP	и сохранили	файл	как	sa-credentials.json.	
Вы можете	дать	файлу	 учетных	данных	любое	имя,	но	 вам	нужно	обновить	
переменную	среды	GOOGLE_APPLICATION_CREDENTIALS,	 указав	полный	путь	внутри	
контейнера	Docker:

docker run -p 8500:8500 \
           -p 8501:8501 \
           -e MODEL_BASE_PATH=gcp://bucketname/model_path/ \
           -e MODEL_NAME=my_model \
           -v /home/your_username/.credentials/:/credentials/ ❶
           -e GOOGLE_APPLICATION_CREDENTIALS=/credentials/sa-credentials.json \ ❷
           -t tensorflow/serving

 ❶ Монтируется	каталог	хоста	с учетными	данными	
 ❷ Указывается	путь	внутри	контейнера

Выполнив	эти	шаги,	вы	настроили	удаленный	сегмент	GCP	в качестве	хра-
нилища,	в котором	размещены	модели.

Оптимизация загрузки уДаленнОй мОДели
По	умолчанию	TensorFlow	Serving	опрашивает	любую	папку	модели	каждые	
2	секунды,	чтобы	определить,	были	ли	загружены	обновленные	версии	моде-
ли,	независимо	от	того,	хранится	модель	в локальном	или	удаленном	каталоге. 
Если	ваша	модель	хранится	в  удаленном	каталоге,	 операция	опроса	 создает	
список	доступных	сегментов	вашего	облачного	провайдера.	Если	вы	постоянно	
обновляете	версии	своей	модели,	ваше	хранилище	может	содержать	большое	
количество	файлов.	Это	приводит	к появлению	больших	сообщений,	содержа-
щих	список,	и,	следовательно,	потребляет	не слишком	большой	объем	трафика,	
который,	однако,	со	временем	может	стать	источником	дополнительных	рас-
ходов.	Ваш	облачный	провайдер,	скорее	всего,	будет	взимать	плату	за	сетевой	
трафик,	генерируемый	этими	операциями	со	списком.	Чтобы	избежать	непри-

1	 Более	подробную	информацию	о том,	как	создавать	учетные	записи	служб	и управ-
лять	 ими,	можно	 найти	 в документации,	 доступной	 по	 ссылке	https://cloud.google.
com/iam/docs/creating-managing-service-accounts.
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ятных	неожиданностей	при	оплате	счетов	облачного	провайдера,	мы	рекомен-
дуем	снизить	частоту	опроса	до	одного	раза	в 120	секунд,	что	означает,	что	
в час	будет	возможно	получить	до	30	потенциальных	обновлений,	но	объем	
генерируемого	при	этом	трафика	будет	в 60	раз	меньше:

docker run -p 8500:8500 \
           ...
           -t tensorflow/serving \
           --file_system_poll_wait_seconds=120

Аргументы	TensorFlow	Serving	необходимо	добавить	после	 спецификации	
образа	команды	docker run.	Вы можете	указать	любое	время	ожидания	опроса,	
превышающее	1	секунду.	Если	вы	установите	время	ожидания	равным	нулю,	
TensorFlow	Serving	не будет	пытаться	обновить	загруженную	модель.

Оптимизация мОДели Для развертываний
С	увеличением	размера	моделей	машинного	обучения	оптимизация	моделей	
начинает	 играть	 все	 более	 важное	 значение	 для	 эффективного	 развертыва-
ния.	Квантование	модели	позволяет	снизить	сложность	вычислений	модели	за	
счет	уменьшения	точности	представления	веса.	Сокращение	модели	дает	вам	
возможность	неявно	удалять	ненужные	веса,	обнуляя	их	в вашей	сети	модели.	
А дистилляция	модели	заставит	меньшую	нейронную	сеть	использовать	отве-
ты	более	крупной	нейронной	сети.	

Все	три	метода	оптимизации	нацелены	на	сокращение	размера	модели,	при	
котором	мы	можем	быстрее	получить	прогнозы	модели.	В следующих	разделах	
мы	более	подробно	рассмотрим	три	варианта	оптимизации.

Квантование
Веса	нейронной	сети	часто	хранятся	в виде	32-битных	данных	с плавающей	
запятой	(или,	как	это	называется	в соответствии	со	стандартом	IEEE	754,	в виде	
данных	 двоичного	 формата	 с  плавающей	 запятой	 с  одинарной	 точностью).	
Числа	с плавающей	запятой	хранятся	следующим	образом:	1	бит	выделяется	
для	хранения	знака	числа,	8	бит	для	порядка	числа	и 23	бита	для	указания	зна-
чения	числа	с плавающей	запятой	с соответствующей	точностью.	

Однако	веса	сети	могут	быть	представлены	в формате	чисел	с плавающей	
запятой	bfloat16 –	данный	формат	чисел	с плавающей	запятой	занимает	16	бит	
в памяти	компьютера –	или	в виде	8-битных	целых	чисел.	Как	мы	видим	на	
рис.  9.2,	нам	все	 еще	требуется	 1	 бит	для	 хранения	 знака	числа.	Показатель	
степени	также	по-прежнему	представлен	в виде	8	бит,	когда	мы	сохраняем	веса	
как	bfloat16	с плавающей	запятой,	потому	что	он	используется	TensorFlow.	Од-
нако	размер	дробного	представления	числа	уменьшен	с 23	до	7	бит.	Иногда	
веса	могут	быть	представлены	как	целые	числа,	и в	таком	случае	используется	
только	8	бит.
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Рис. 9.2.	Снижение точности чисел с плавающей запятой

Используя	для	представления	веса	сети	16-битные	числа	с плавающей	запя-
той	или	целые	числа,	мы	можем	добиться	следующих	преимуществ:

	� веса	могут	быть	представлены	меньшим	количеством	байтов,	что	потре-
бует	меньше	памяти	во	время	вывода	модели;

	� благодаря	уменьшенному	представлению	весов	прогнозы	можно	делать	
быстрее;

	� квантование	 позволяет	 выполнять	 нейронные	 сети	 на	 16-битных	 или	
даже	8-битных	встроенных	системах.

Текущие	 рабочие	 процессы	для	 квантования	модели	 применяются	 после	
обучения	модели	и часто	называются	квантованием после обучения.	Посколь-
ку	квантованная	модель	может	быть	недостаточно	качественной	из-за	отсут-
ствия	 точности,	 мы	 настоятельно	 рекомендуем	 анализировать	 и  проверять	
любую	модель	после	квантования	и перед	развертыванием.	В качестве	при-
мера	квантования	моделей	мы	рассматриваем	библиотеку	Nvidia	TensorRT	(см.	
раздел	«Использование	TensorRT	совместно	с TensorFlow	Serving»	этой	главы)	
и библиотеку	TFLite	TensorFlow	(см.	раздел	«TFLite»	этой	главы).

Сокращение
Альтернативой	снижению	точности	весов	сети	является	сокращение	модели.	
Идея	заключается	в том,	что	обученная	сеть	может	быть	уменьшена	до	мень-
шей	сети	благодаря	удалению	всех	ненужных	весов.	На практике	это	означает,	
что	 «ненужные»	 веса	 обнуляются.	 Обнулив	 ненужные	 веса,	 можно	 ускорить	
вывод	получаемых	от	модели	данных	или	получение	прогноза.	Кроме	того,	со-
кращенные	модели	можно	сжимать	до	меньших	размеров,	поскольку	малый	
вес	приводит	к более	высокой	степени	сжатия.	

Как сократить модели
Модели	можно	сокращать	на	этапе	обучения	с помощью	таких	ин-
струментов,	как	пакет	оптимизации	моделей	TensorFlow	tensorflow-
model-optimisation1.

1	 Дополнительную	информацию	о методах	оптимизации	и подробные	примеры	со-
кращения	вы	можете	найти	на	веб-сайте	TensorFlow	(см.	https://oreil.ly/n9rWc).
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Дистилляция
Вместо	того	чтобы	сокращать	количество	сетевых	подключений,	мы	можем	
также	обучить	меньшую,	менее	сложную	нейронную	сеть	использовать	пред-
сказания,	полученные	в результате	обучения	гораздо	более	обширной	сети.	
Такой	подход	называется	дистилляцией.	Вместо	того	чтобы	непосредствен-
но	 обучать	 меньшую	 модель	 машинного	 обучения	 на	 задаче,	 аналогичной	
большей	модели,	прогнозы,	выдаваемые	большей	моделью	(обучающей	ней-
ронной	 сетью),	 влияют	 на	 обновление	 весов	 меньшей	 модели	 (обучаемой	
нейронной	сети),	как	показано	на	рис. 9.3.	Используя	прогнозы	обучающей	
и обучаемой	нейронных	сетей,	обучаемая	сеть	ученика	может	быть	вынуждена 
«узнать»	целевую	функцию	от	обучающей	нейронной	сети.	В конечном	итоге	
мы	можем	выразить	ту	же	целевую	функцию	модели,	используя	меньшее	ко-
личество	весов	и архитектуру	модели,	которая	не смогла	бы	получить	требуе-
мый	результат,	если	бы	обучающая	сеть	не обучила	ее.

Запись 
обучающего 

набора 
данных

Обучающая 
нейронная сеть

Обучаемая 
нейронная сеть

Результат 
прогнози-
рования

Результат 
прогнози-
рования

Функция 
потерь

Ожидаемый 
результат 
прогнози-
рования

Обновленные значения 
весовых коэффициентов

Рис. 9.3.	Обучаемая сеть учится у обучающей сети

иСпОльзОвание TensorrT СОвмеСтнО 
С TensorFlow serVinG
Одним	из	 способов	 выполнения	 квантования	 обученной	модели	TensorFlow	
перед	ее	развертыванием	в производственной	среде	является	преобразование	
модели	с помощью	библиотеки	TensorRT	от	Nvidia.	

Если	вы	запускаете	модели	глубокого	обучения,	требующие	интенсивных	
вычислений	 на	 графическом	 процессоре	 Nvidia,	 то	 можете	 использовать	
этот	дополнительный	способ	оптимизации	своего	сервера	моделей.	Nvidia	
предоставляет	библиотеку	TensorRT,	которая	оптимизирует	вывод	моделей	
глубокого	обучения	за	счет	снижения	точности	числовых	представлений	ве-
сов	и смещений	сети.	TensorRT	поддерживает	представления	int8	и float16.	
Уменьшение	точности	снизит	задержку	вывода	результатов	прогнозирова-
ния	модели.

После	обучения	модели	вам	необходимо	оптимизировать	ее	с помощью	соб-
ственного	оптимизатора	TensorRT	или	с помощью	saved_model_cli(см.	докумен-
тацию	 Nvidia	 для	 TensorRT,	 опубликованную	 по	 ссылке	 https://oreil.ly/Ft8Y2).	
Затем	 оптимизированную	 модель	 можно	 загрузить	 в  TensorFlow	 Serving.	
На момент	написания	этой	главы	TensorRT	поддерживал	лишь	некоторые	про-
цессоры	в линейке	продуктов	Nvidia,	включая	Tesla	V100	и P4.

196	  Расширенные концепции развертывания моделей с помощью TensorFlow Serving



Сначала	преобразуем	нашу	модель	 глубокого	обучения	с помощью	saved_
model_cli:

$ saved_model_cli convert --dir saved_models/ \
                          --output_dir trt-savedmodel/ \
                          --tag_set serve tensorrt

После	преобразования	 вы	можете	 загрузить	модель	 в TensorFlow	Serving,	
сконфигурированный	 с  настройками	 графического	 процессора,	 выполнив	
следующий	фрагмент	кода:

$ docker run --runtime=nvidia \
             -p 8500:8500 \
             -p 8501:8501 \
             --mount type=bind,source=/path/to/models,target=/models/my_model \
             -e MODEL_NAME=my_model \
             -t tensorflow/serving:latest-gpu

Если	 вы	 используете	 графические	 процессоры	 Nvidia	 для	 работы	 ваших	
моделей,	 то	 TenorRT	 поддерживает	 такие	 аппаратные	 средства.	 Переход	 на	
TensorRT	может	быть	отличным	способом	еще	больше	снизить	время	ожида-
ния	логического	вывода	вашей	модели.

TFliTe
Если	вы	все	же	хотите	оптимизировать	модель	машинного	обучения,	но	не ис-
пользуете	графические	процессоры	Nvidia,	то	можете	использовать	TFLite	для	
оптимизации	машинного	обучения.

TFLite	традиционно	использовался	для	преобразования	моделей	машинно-
го	обучения	в модели	меньшего	размера	для	развертывания	на	мобильных	
устройствах	или	IoT-устройствах.	Однако	эти	модели	также	можно	использо-
вать	с TensorFlow	Serving.	Поэтому	вместо	развертывания	модели	машинного	
обучения	на	пограничном	устройстве	вы	можете	развернуть	модель	машин-
ного	обучения	с TensorFlow	Serving,	которая	будет	иметь	низкую	задержку	вы-
вода	и требовать	меньшего	объема	памяти.	

Хотя	оптимизация	моделей	 с помощью	TFLite	 выглядит	очень	привлека-
тельно,	 есть	 несколько	 ограничений:	 на	 момент	 написания	 этого	 раздела	
поддержка	TensorFlow	Serving	для	моделей	TFLite	находится	только	на	экспе-
риментальной	стадии.	Более	того,	не все	операции	TensorFlow	можно	преоб-
разовать	в инструкции	TFLite.	Однако	количество	поддерживаемых	операций	
неуклонно	растет.

Шаги по оптимизации моделей машинного обучения 
с помощью TFLite
TFLite	 также	 можно	 использовать	 для	 оптимизации	 моделей	 TensorFlow	
и Keras.	Эта	библиотека	предоставляет	множество	вариантов	и инструментов	
оптимизации.	Вы можете	преобразовать	свою	модель	с помощью	инструмен-
тов	командной	строки	или	библиотеки	Python.	
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Отправной	точкой	оптимизации	всегда	является	обученная	и экспортиро-
ванная	модель	в формате	SavedModel.	В следующем	примере	мы	будем	исполь-
зовать	код	на	Python.	Процесс	конвертации	состоит	из	четырех	этапов:

1)	загрузка	экспортированной	сохраненной	модели;
2)	определение	целей	оптимизации;
3)	преобразование	модели;
4)	сохранение	оптимизированной	модели	как	модели	TFLite.

import tensorflow as tf

saved_model_dir = "path_to_saved_model"
converter = tf.lite.TFLiteConverter.from_saved_model( 
    saved_model_dir)

converter.optimizations = [ 
    tf.lite.Optimize.DEFAULT  ❶
]
tflite_model = converter.convert()

with open("/tmp/model.tflite", "wb") as f: 
    f.write(tflite_model)

 ❶ Выбор	стратегии	оптимизации

Оптимизация TFLite
TFLite	предоставляет	заранее	определенные	варианты	оптимизации,	пре-
следующие	различные	цели.	Выбирая	вариант	оптимизации,	конвертер	
использует	 определенный	 способ	 оптимизации	 модели.	 Вот	 несколько	
вариантов	оптимизации:	DEFAULT,	OPTIMIZE_FOR_LATENCY	и OPTIMIZE_FOR_SIZE.
В	режиме	DEFAULT	ваша	модель	будет	оптимизирована	по	задержке	вывода	
результатов	прогноза	и по	размеру,	тогда	как	два	других	варианта	выби-
рают	одну	из	двух	определенных	целей.	Вы можете	установить	параметры	
преобразования	следующим	образом:

...
converter.optimizations = [tf.lite.Optimize.OPTIMIZE_FOR_SIZE] 
converter.target_spec.supported_types = [tf.lite.constants.FLOAT16] 
tflite_model = converter.convert()
...

Если	ваша	модель	включает	операцию	TensorFlow,	которая	не поддержива-
ется	TFLite	во	время	экспорта	вашей	модели,	этап	преобразования	завершится	
ошибкой,	и будет	выдано	сообщение	об	ошибке.	Вы можете	включить	допол-
нительный	набор	выбранных	операций	TensorFlow,	которые	будут	доступны	
для	 процесса	 преобразования.	 Однако	 это	 увеличит	 размер	 вашей	 модели	
TFLite	приблизительно	на	30	МБ.	В следующем	фрагменте	кода	показано,	как	
включить	дополнительные	операции	Tensor	Flow	перед	выполнением	преоб-
разования:

198	  Расширенные концепции развертывания моделей с помощью TensorFlow Serving



...
converter.target_spec.supported_ops = [tf.lite.OpsSet.TFLITE_BUILTINS,
                                       tf.lite.OpsSet.SELECT_TF_OPS]
tflite_model = converter.convert()
...

Если	преобразование	вашей	модели	по-прежнему	 завершается	 с  ошиб-
кой	из-за	неподдерживаемой	операции	TensorFlow,	вы	можете	написать	об	
этом	в сообщество,	развивающее	TensorFlow.	Сообщество	активно	увеличи-
вает	количество	операций,	поддерживаемых	TFLite,	и приветствует	пред-
ложения	по	включению	в TFLite	расширенного	набора	операций.	Форма	об-
ратной	связи,	позволяющая	подать	 заявку	на	включение	операции	TFLite	
в  список	 поддерживаемых	 TensorFlow	 операций,	 размещена	 по	 ссылке	
https://oreil.ly/rPUqr.

Развертывание моделей TFLite  
с помощью TensorFlow Serving
Последние	версии	TensorFlow	Serving	могут	читать	модели	TFLite	без	необхо-
димости	каких-либо	серьезных	изменений	конфигурации.	Вам	нужно	только	
запустить	TensorFlow	Serving	с включенным	флагом	use_tflite_model,	и он	за-
грузит	оптимизированную	модель,	как	показано	в следующем	примере:

docker run -p 8501:8501 \
           --mount type=bind,\ 
            source=/path/to/models,\ 
            target=/models/my_model \
           -e MODEL_BASE_PATH=/models \
           -e MODEL_NAME=my_model \
           -t tensorflow/serving:latest \
           --use_tflite_model=true  ❶

 ❶ Включение	флага,	позволяющего	загрузить	модели	TFLite

Оптимизированные	модели	TensorFlow	Lite	могут	обеспечить	развертыва-
ние	моделей	с малой	задержкой	вывода	и малым	объемом	памяти.
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Развертывание моделей машинного обучения 
на периферийных устройствах

После	оптимизации	модели	TensorFlow	или	Keras	и развертывания	модели	
машинного	обучения	TFLite	с помощью	TensorFlow	Serving	вы	также	можете	
развернуть	модель	на	различных	мобильных	и периферийных	устройствах,	
таких	как:	

	� мобильные	телефоны	Android	и iOS;
	� компьютеры	на	базе	процессоров	ARM64;
	� микроконтроллеры	 и  другие	 встроенные	 устройства	 (например,	
Raspberry	Pi);

	� конечные	устройства	(например,	устройства	IoT);
	� тензорные	процессоры	(например,	Coral).

Если	 вас	 интересуют	 варианты	 развертывания	 на	 мобильных	 или	
периферийных	 устройствах,	 мы	 рекомендуем	 ознакомиться	 с  книгой	
«Практическое	 глубокое	 обучение	 для	 облачных	 хранилищ,	 мобильных	
устройств	и периферийных	устройств»,	авторства	Анируда	Коула	и др.,	вы-
пущенной	издательством	O’Reilly	(Practical Deep Learning for Cloud, Mobile, 
and Edge	by	Anirudh	Koul	et	al.).	Если	вы	ищете	материалы	о периферий-
ных	устройствах	с акцентом	на	TFMicro,	мы	рекомендуем	книгу	TinyML 
авторов	Пита	Уордена	и Даниэля	Ситунайке	(TinyML	by	Pete	Warden	and	
Daniel	Situnayake),	также	опубликованную	O’Reilly.

мОнитОринг экземплярОв TensorFlow serVinG
TensorFlow	Serving	позволяет	отслеживать	настройку	логического	вывода	модели.	
Для	этой	задачи	TensorFlow	Serving	предоставляет	конечные	точки	API	для	сбора	
метрик,	которые	могут	использоваться	приложением	Prometheus.	Prometheus –	
это	бесплатное	приложение	для	регистрации	событий	и оповещения	в реальном	
времени,	лицензированное	Apache	License	2.0.	Оно	широко	используется	в со-
обществе	Kubernetes,	но	его	можно	легко	использовать	и без	Kubernetes.

Чтобы	отслеживать	метрики	логического	вывода	модели,	вам	необходимо	за-
пустить	TensorFlow	Serving	и Prometheus	одновременно.		Затем	Prometheus	мож-
но	настроить	для	непрерывного	получения	метрик	из	Tensor	Flow	Serving.	Два	
приложения	взаимодействуют	через	конечную	точку	REST,	для	чего	требуется,	
чтобы	конечные	точки	REST	были	включены	в конфигурацию	TensorFlow	Serving,	
даже	если	в своем	приложении	вы	используете	только	конечные	точки	gRPC.

Установка Prometheus
Перед	настройкой	TensorFlow	Serving	для	вывода	метрик	в Prometheus	нам	не-
обходимо	выполнить	установку	и настройку	нашего	экземпляра	Prometheus.	
Для	простоты	в этом	примере	мы	запускаем	два	экземпляра	Docker	(TensorFlow	
Serving	и Prometheus)	вместе,	как	показано	на	рис. 9.4.	При	более	сложной	на-
стройке	приложения	будут	развертываться	с помощью	Kubernetes.
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Контейнер Docker 
для Prometheus

Контейнер Docker 
для TensorFlow 

Serving

Prometheus получает метрики 
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TensorFlow Serving 

monitoring/Prometheus/metrics

Порт 8501

Порт 9090

Запрос к модели 
машинного обучения

Запрос метрик 
(запрос к Prometheus)

Хост Docker

Рис. 9.4.	Настройка Docker для Prometheus 

Перед	 запуском	 Prometheus	 нам	 нужно	 создать	 файл	 конфигурации	
Prometheus.	Для	этого	мы	создадим	файл	конфигурации,	расположенный	в /
tmp/prometheus.yml,	и добавим	в него	следующие	параметры	конфигурации:

global:
  scrape_interval: 15s 
  evaluation_interval: 15s 
  external_labels:
    monitor: 'tf-serving-monitor'

scrape_configs:
  - job_name: 'prometheus'
    scrape_interval: 5s  ❶
    metrics_path: /monitoring/prometheus/metrics  ❷
    static_configs:
      - targets: ['host.docker.internal:8501']  ❸

 ❶ Интервал	получения	метрик
 ❷ Конечные	точки	метрик	в TensorFlow	Serving
 ❸ Значение	этого	параметра	необходимо	изменить,	указав	IP-адрес	ваше-
го	приложения

В	нашем	примере	конфигурации	мы	указали	целевой	хост	host.docker.inter-
nal.	Мы используем	разрешение	доменного	имени	Docker	для	доступа	к кон-
тейнеру	TensorFlow	Serving	через	хост-компьютер.	Docker	автоматически	пре-
образует	доменное	имя	host.docker.internal	в IP-адрес	хоста.

После	того	как	вы	создали	файл	конфигурации	Prometheus,	вы	можете	за-
пустить	контейнер	Docker,	который	запустит	экземпляр	Prometheus:
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$ docker run -p 9090:9090 \  ❶
             -v /tmp/prometheus.yml:/etc/prometheus/prometheus.yml \  ❷
             prom/prometheus

 ❶ Включите	порт	9090
 ❷ Смонтируйте	файл	конфигурации

В	Prometheus	имеется	панель	для	отображения	метрик,	к которой	мы	позже	
будем	обращаться	через	порт	9090.

Конфигурация TensorFlow Serving
Подобно	нашей	предыдущей	конфигурации	для	пакетной	обработки	за-

просов	на	вывод	прогнозов,	нам	нужно	написать	небольшой	файл	конфигура-
ции	для	настройки	параметров	ведения	журнала.	

С	помощью	любого	текстового	редактора	создайте	текстовый	файл,	со-
держащий	следующую	конфигурацию	(в нашем	примере	мы	сохранили	файл	
конфигурации	в /tmp/monitoring_config.txt):

prometheus_config { enable: true,
path: "/monitoring/prometheus/metrics"
}

В	файле	конфигурации	мы	задаем	путь	в формате	URL	для	данных	метрик.	
Задаваемый	путь	должен	соответствовать	пути,	который	мы	указали	в ранее	
созданной	конфигурации	Prometheus	(/tmp/prometheus.yml).

Чтобы	включить	функцию	мониторинга,	нам	нужно	только	добавить	путь	
для	monitor ing_config_file,	и TensorFlow	Serving	предоставит	конечной	точке	
REST	данные	метрик	для	Prometheus:

$ docker run -p 8501:8501 \
             --mount type=bind,source=`pwd`,target=/models/my_model \
             --mount type=bind,source=/tmp,target=/model_config \
             tensorflow/serving \
             --monitoring_config_file=/model_config/monitoring_config.txt
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Работа с Prometheus
Теперь,	когда	экземпляр	Prometheus	запущен,	вы	можете	получить	до-
ступ	к панели	управления	Prometheus	для	просмотра	метрик	TensorFlow	
Serving	из	пользовательского	интерфейса	Prometheus,	как	показано	на	
рис. 9.5.

Рис. 9.5.	Панель Prometheus для TensorFlow Serving

Prometheus	 предоставляет	 стандартизированный	 пользовательский	 ин-
терфейс	для	общих	метрик.	Tensorflow	Serving	предоставляет	множество	
вариантов	метрик,	включая	количество	запусков	сессий,	задержку	загруз-
ки	или	время	выполнения	определенного	графа,	как	показано	на	рис. 9.6.

Рис. 9-6.	Выбор метрик Prometheus для TensorFlow Serving
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прОСтОе маСштабирОвание С пОмОщью  
TensorFlow serVinG и KuBerneTes
До	 сих	 пор	 мы	 обсуждали	 развертывание	 одного	 экземпляра	 TensorFlow	
Serving,	на	котором	размещена	одна	или	несколько	версий	модели.	Хотя	это	
решение	окажется	достаточным	для	большинства	развертываний,	оно	не бу-
дет	достаточным	для	приложений	с большим	объемом	запросов	на	прогнози-
рование.	В этих	ситуациях	ваш	единственный	контейнер	Docker	с TensorFlow	
Serving	необходимо	реплицировать,	чтобы	ответить	на	избыточные	запросы	
прогнозирования.	Управление	репликацией	контейнера	обычно	осуществля-
ется	с помощью	таких	инструментов,	как	Docker	Swarm	или	Kubernetes.	Хотя	
подробное	описание	Kubernetes	выходит	за	рамки	данной	публикации,	мы	хо-
тели	бы	дать	небольшой	обзор	того,	как	организовать	развертывание	вашего	
проекта	машинного	обучения	при	помощи	Kubernetes.

В	следующем	примере	мы	используем	GCP	в качестве	облачного	провайдера	
для	нашего	развертывания1:	

apiVersion: apps/v1 
kind: Deployment 
metadata:
  labels:
    app: ml-pipelines
  name: ml-pipelines
spec:
  replicas: 1  ❶
  selector: 
    matchLabels:
      app: ml-pipelines
  template:
    spec:
      containers:
          args:
              --rest_api_port=8501
              --model_name=my_model
              --model_base_path=gs://your_gcp_bucket/my_model  ❷
          command:
              /usr/bin/tensorflow_model_server
          env:
             name: GOOGLE_APPLICATION_CREDENTIALS
             value: /secret/gcp-credentials/user-gcp-sa.json  ❸
          image: tensorflow/serving  ❹
          name: ml-pipelines
          ports:
             containerPort: 8501
          volumeMounts:
             mountPath: /secret/gcp-credentials  ❺
             name: gcp-credentials
      volumes:
          name: gcp-credentials
          secret:
            secretName: gcp-credentials  ❻

1	 Развертывание	для	AWS	выполняется	аналогично;	вместо	файла	учетных	данных	вы	
должны	предоставить	параметры	secret	и key	AWS	как	переменные	среды.
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 ❶ При	необходимости	можно	увеличить	число	реплик
 ❷ Загрузка	модели	из	удаленного	каталога
 ❸ Здесь	необходимо	указать	учетные	данные	облака	для	GCP
 ❹ Загрузка	предварительно	созданного	образа	TensorFlow	Serving
 ❺ Монтирование	 файла	 учетных	 данных	 учетной	 записи	 службы	 (если	
клас	тер	Kubernetes	развернут	через	GCP)

 ❻ Загрузка	файла	учетных	данных	как	тома

В	этом	примере	мы	теперь	можем	развертывать	и масштабировать	ваши	мо-
дели	TensorFlow	или	Keras	без	создания	пользовательских	образов	Docker.

Вы	можете	 создать	файл	учетных	данных	учетной	записи	службы	в  среде	
Kubernetes	с помощью	следующей	команды:

$ kubectl create secret generic gcp-credentials \
  --from-file=/path/to/your/user-gcp-sa.json

Соответствующая	настройка	службы	в Kubernetes	для	развертывания	дан-
ной	модели	может	выглядеть	следующим	образом:

apiVersion: v1 
kind: Service 
metadata:
  name: ml-pipelines
spec:
  ports:
      name: http
      nodePort: 30601
      port: 8501
selector:
  app: ml-pipelines
type: NodePort

С	помощью	нескольких	строк	кода	конфигурации	YAML	теперь	вы	можете	
развернуть	и,	что	наиболее	важно,	масштабировать	свои	развертывания	ма-
шинного	обучения.	Для	более	сложных	сценариев,	таких	как	маршрутизация	
трафика	к моделям	машинного	обучения,	развернутым	с помощью	Istio,	мы	
настоятельно	рекомендуем	углубиться	в темы	Kubernetes	и Kubeflow.

Дополнительная литература о Kubernetes 
и Kubeflow
Kubernetes	 и  Kubeflow –	 потрясающие	 инструменты	 DevOps,	 и  мы	
не можем	здесь	дать	развернутое	представление	о них.	Эта	тема	тре-
бует	отдельных	публикаций.	Если	вы	хотите	ознакомиться	с допол-
нительными	материалами	по	этим	темам,	мы	можем	порекомендо-
вать	следующие	публикации:
	� Kubernetes:	Up and	Running,	2-е	изд.,	авторы	Брендан	Бернс	и др.		
(Kubernetes: Up  and Running,	 2nd	 edition	 by	 Brendan	 Burns	 et	 al.	
O’Reilly;

Простое масштабирование с помощью TensorFlow Serving и Kubernetes   205



	� Руководство	по	эксплуатации	Kubeflow,	авторы	Джош	Паттерсон	
и др.	(Kubeflow Operations Guide	by	Josh	Patterson	et	al.	O’Reilly;

	� Kubeflow	для	машинного	 обучения,	 авторы	Холден	 Карау	 и  др.	
(готовится	к выпуску	в изд.	O’Reilly)	(Kubeflow for Machine Learning 
by	Holden	Karau	et	al).

резюме
В	этой	главе	мы	обсудили	расширенные	сценарии	развертывания,	такие	как	
разделение	жизненных	циклов	развертывания	данных	и моделей,	с одной	сто-
роны,	и DevOps –	с другой,	путем	развертывания	моделей	в сегментах	удален-
ного	облачного	хранилища,	оптимизации	моделей	для	уменьшения	задержки	
прогнозирования	и объема	памяти	модели,	а также	вопросы	масштабирования	
при	использовании	сценариев	развертывания.

В	следующей	главе	мы	хотим	объединить	все	отдельные	компоненты	кон-
вейера	в один	конвейер	машинного	обучения,	чтобы	обеспечить	стабильные	
и воспроизводимые	рабочие	процессы	машинного	обучения.
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Глава 10
Расширенные концепции 

TensorFlow Extended

В	предыдущих	двух	главах,	посвященных	развертыванию	моделей,	мы	завер-
шили	 обзор	 отдельных	 компонентов	 конвейера.	 Прежде	 чем	 мы	 углубимся	
в тему	оркестровки	этих	компонентов	конвейера,	мы	хотим	познакомить	вас	
с расширенными	концепциями	TFX	в данной	главе.

С	помощью	компонентов	конвейера,	 с  которыми	мы	уже	познакомились,	
мы	можем	создавать	конвейеры	машинного	обучения	для	большинства	типов	
задачи	машинного	обучения.	Однако	иногда	нам	нужно	создать	собственный	
компонент	TFX	или	более	сложные	графы	конвейера.	Поэтому	в этой	главе	мы	
сосредоточимся	на	том,	как	создавать	собственные	компоненты	TFX.	Мы рас-
смотрим	эту	тему	на	примере	настраиваемого	компонента	загрузки,	который	
загружает	изображения,	предназначенные	для	конвейеров	машинного	зрения.	
Кроме	того,	мы	представим	расширенные	концепции	структур	конвейера:	соз-
дание	двух	моделей	одновременно	(например,	для	развертываний	с использо-
ванием	TensorFlow	Serving	и TFLite),	а также	добавление	действий	человека,	
оценивающего	выдаваемый	моделью	результат,	в рабочий	процесс	конвейера.

Текущие разработки
На	момент	написания	этой	статьи	некоторые	из	концепций,	кото-
рые	мы	представляем	здесь,	все	еще	находятся	в стадии	разработки	
и,	следовательно,	могут	быть	изменены	в будущем.	Мы сделали	все	
возможное,	чтобы	обновить	примеры	кода,	которые	затрагивают	
изменение	функциональности	TFX,	во	всей	книге,	и все	приведен-
ные	нами	примеры	работают	с версией	TFX	0.22.	Обновления	API	
TFX	можно	найти	в документации	TFX	(см.	https://oreil.ly/P0S_m).

раСширенные кОнцепции кОнвейерОв 
машиннОгО Обучения
В	этом	разделе	мы	обсудим	три	дополнительные	концепции,	позволяющие	усо-
вершенствовать	настройки	вашего	конвейера.	До сих	пор	все	концепции	кон-
вейеров,	которые	мы	обсуждали,	представляли	собой	линейные	графы	с одной	



точкой	входа	и одной	точкой	выхода.	В главе	1	мы	познакомились	с направлен-
ными	ациклическими	графами.	До тех	пор,	пока	наш	граф	конвейера	представ-
ляет	собой	направленный	граф	и в	нем	отсутствуют	«петли»,	мы	можем	про	явить	
творческий	подход	к нашей	настройке.	В следующих	разделах	мы	выделим	не-
сколько	концепций	повышения	производительности	конвейеров	за	счет:

	� одновременного	обучения	нескольких	моделей;
	� экспорта	моделей	для	мобильных	вариантов	развертывания;
	� обучения	модели	с «теплым»	запуском.

Одновременное обучение нескольких моделей
Как	мы	упоминали	ранее,	вы	можете	обучать	несколько	моделей	одновременно. 
Обычный	вариант	использования	для	обучения	нескольких	моделей	из	одного	
и того	же	конвейера –	это	когда	вы	хотите	обучить	другой	тип	модели	(напри-
мер,	упрощенную	модель),	но	при	этом	хотите	убедиться,	что	обученная	модель	
использует	те	же	самые	преобразованные	данные	и тот	же	самый	граф	преобра-
зования.	На рис. 10.1	показано,	как	будет	работать	этот	вариант	конфигурации.
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Рис. 10.1.	Одновременное обучение нескольких моделей

Вы	можете	создать	такой	граф	с помощью	TFX,	определив	несколько	компо-
нентов	Trainer,	как	показано	в следующем	примере	кода:

def set_trainer(module_file, instance_name,
                train_steps=5000, eval_steps=100):  ❶
    return Trainer( 
        module_file=module_file,
        custom_executor_spec=executor_spec.ExecutorClassSpec( 
            GenericExecutor),
        examples=transform.outputs['transformed_examples'], 
        transform_graph=transform.outputs['transform_graph'], 
        schema=schema_gen.outputs['schema'],
 
        train_args=trainer_pb2.TrainArgs(num_steps=train_steps),
        eval_args=trainer_pb2.EvalArgs(num_steps=eval_steps), 
        instance_name=instance_name)

    prod_module_file = os.path.join(pipeline_dir, 'prod_module.py')   ❷
    trial_module_file = os.path.join(pipeline_dir, 'trial_module.py’)
...
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trainer_prod_model = set_trainer(module_file, 'production_model')   ❸
trainer_trial_model = set_trainer(trial_module_file, 'trial_model',
                                  train_steps=10000, eval_steps=500)
...

 ❶ Функция	для	эффективного	создания	экземпляра	Trainer	
 ❷ Загрузка	файла	модуля	для	каждого	Trainer
 ❸ Создание	экземпляра	компонента	Trainer	для	каждой	ветви	графа

На	этом	этапе	мы	в основном	разветвляем	граф	на	столько	обучающих	веток,	
сколько	хотим	запускать	одновременно.	Каждый	из	компонентов	Trainer	исполь-
зует	одни	и те	же	входные	данные	от	компонентов	приема,	схемы	и преобразо-
вания.	Ключевое	различие	между	компонентами	заключается	в том,	что	каждый	
компонент	может	запускать	различные	настройки	обучения,	которые	определены	
в отдельных	файлах	модуля	обучения.	Мы также	добавили	аргументы	для	шагов	
обучения	и оценки	в качестве	параметра	функции.	Это	позволяет	нам	обучать	две	
модели	с одной	и той	же	настройкой	обучения	(то	есть	с одним	и тем	же	файлом	
модуля),	но	мы	можем	сравнивать	модели	на	основе	разных	прогонов	обучения.

Каждый	созданный	экземпляр	обучающего	компонента	должен	использо-
ваться	своим	собственным	модулем	оценки	(Evaluator),	как	показано	в следую-
щем	примере	кода.	После	этого	модели	могут	передаваться	далее	по	цепочке	
конвейера	с помощью	компонентов	Pusher:

evaluator_prod_model = Evaluator( 
    examples=example_gen.outputs['examples'], 
    model=trainer_prod_model.outputs['model'], 
    eval_config=eval_config_prod_model, 
    instance_name='production_model')

evaluator_trial_model = Evaluator( 
    examples=example_gen.outputs['examples'], 
    model=trainer_trial_model.outputs['model'], 
    eval_config=eval_config_trial_model, 
    instance_name='trial_model')

...

Как	мы	видим	на	примере	материалов	данного	раздела,	мы	можем	создать	
довольно	сложные	сценарии	конвейера,	используя	TFX.	В следующем	разделе	
мы	обсудим,	как	мы	можем	изменить	настройку	обучения	для	экспорта	моде-
лей	для	мобильных	развертываний	с TFLite.

Экспорт моделей TFLite
Мобильные	платформы	все	чаще	используются	при	развертывании	моделей	
машинного	обучения.	Конвейеры	машинного	обучения	могут	облегчить	про-
цесс	развертывания	для	мобильных	приложений,	в особенности	в части	согла-
сованности	моделей	и данных	при	экспорте	для	мобильных	развертываний.	
Для	мобильного	развертывания	характерно	очень	малое	количество	измене-
ний	 по	 сравнению	 с  развертыванием	 на	 серверах	 моделей	 (например,	 на	
TensorFlow	Serving,	см.	главу	8).	Это	помогает	установить	упорядоченный	под-
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ход	к обновлению	моделей,	размещенных	на	мобильной	платформе	и на	сер-
вере,	и способствует	получению	одинаковых	результатов	при	работе	пользова-
телей	с моделью	при	помощи	различных	устройств.

Ограничения TFLite
Из-за	 аппаратных	 ограничений,	 существующих	 для	 мобильных	
и  периферийных	 устройств,	 TFLite	 не  поддерживает	 все	 операции	
TensorFlow.	 Следовательно,	 не  каждую	 модель	 можно	 преобразо-
вать	в модель,	совместимую	с TFLite.	Дополнительная	информация	
о поддерживаемых	операциях	TensorFlow	опубликована	на	веб-сайте	
TFLite	(см.	https://oreil.ly/LbDBK).	

В	экосистеме	TensorFlow	TFLite –	это	решение	для	мобильных	развертыва-
ний.	TFLite –	это	версия	TensorFlow,	которую	можно	запускать	на	периферий-
ных	или	мобильных	устройствах.	На рис. 10.2	показано,	как	конвейер	может	
включать	две	обучающие	ветви.
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Рис. 10.2.	Экспорт моделей для развертывания в мобильных приложениях

Мы	можем	использовать	стратегию	ветвления,	которую	обсуждали	в преды-
дущем	разделе,	и изменить	нашу	функцию	run_fn	файла	модуля	таким	образом,	
чтобы	перевести	сохраненные	модели	в формат,	совместимый	с TFLite.

В	примере	10.1	показаны	дополнительные	функции,	которые	нам	нужно	до-
бавить	к нашей	функции	run_fn.

Пример 10.1.	Пример TFX Rewriter

from tfx.components.trainer.executor import TrainerFnArgs from tfx.components.trainer.
rewriting import converters from tfx.components.trainer.rewriting import rewriter
from tfx.components.trainer.rewriting import rewriter_factory

def run_fn(fn_args: TrainerFnArgs): 
...
temp_saving_model_dir = os.path.join(fn_args.serving_model_dir, 'temp') 
model.save(temp_saving_model_dir,
           save_format=’tf’, 
           signatures=signatures)  ❶

tfrw = rewriter_factory.create_rewriter( 
    rewriter_factory.TFLITE_REWRITER, 
    name=’tflite_rewriter’, 
    enable_experimental_new_converter=True
) ❷
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converters.rewrite_saved_model(temp_saving_model_dir,  ❸
                               fn_args.serving_model_dir, 
                               tfrw,
                               rewriter.ModelType.TFLITE_MODEL)

tf.io.gfile.rmtree(temp_saving_model_dir)  ❹

 ❶ Экспорт	модели	как	сохраненной	модели	в требуемом	формате
 ❷ Создание	экземпляра	TFLITE_REWRITER
 ❸ Преобразование	модели	в формат	TFLite	
 ❹ Удаление	сохраненной	модели	после	преобразования

Вместо	того	чтобы	экспортировать	сохраненную	модель	после	обучения,	мы	
преобразуем	сохраненную	модель	в модель,	совместимую	с TFLite,	и удаляем	
сохраненную	модель	после	ее	экспорта.	Затем	наш	компонент	Trainer	экспор-
тирует	и регистрирует	модель	TFLite	в хранилище	метаданных.	Последующие	
компоненты,	такие	как	Evaluator	или	Pusher,	могут	затем	использовать	модель,	
совместимую	с TFLite.	В следующем	примере	показано,	как	мы	можем	оценить	
модель	TFLite,	определив,	привели	ли	способы	оптимизации	модели	(напри-
мер,	квантование)	к снижению	качества	прогнозов	модели:

eval_config = tfma.EvalConfig(
model_specs=[tfma.ModelSpec(label_key=’my_label’, model_type=tfma.TF_LITE)],
...
)

evaluator = Evaluator( 
    examples=example_gen.outputs['examples'], 
    model=trainer_mobile_model.outputs['model'], 
    eval_config=eval_config, instance_name='tflite_model')

С	помощью	представленной	выше	конфигурации	конвейера	мы	теперь	мо-
жем	автоматически	создавать	модели	для	мобильного	развертывания	и раз-
мещать	 их	 в  хранилищах	 артефактов,	 предназначенных	 для	 развертывания	
моделей	в мобильных	приложениях.	Например,	компонент	Pusher	может	от-
править	созданную	модель	TFLite	в облачное	хранилище,	где	мобильный	раз-
работчик	может	 выбрать	 модель	 и  развернуть	 ее	 с  помощью	Google	ML	 Kit	
в мобильном	приложении	для	iOS	или	Android.

Преобразование моделей в TensorFlow.js
Начиная	с версии	TFX	0.22	в TFX	включена	дополнительная	возмож-
ность	для	библиотеки	rewriter_factory.	Ее назначение –	преобразова-
ние	существующих	моделей	TensorFlow	в модели	TensorFlow.js.	Это	
преобразование	 позволяет	 развертывать	 модели	 в  веб-браузерах	
и  средах	 выполнения	Node.js.	 Вы можете	 использовать	 эту	 новую	
возможность,	заменив	имя	rewriter_factory	на	rewriter_factory.TFJS_
REWRITER	и установив	для	rewriter.ModelType	 значение	rewriter.Model-
Type.TFJS_MODEL,	как	показано	в примере	10.1.
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Обучение модели с «теплым» запуском
В	некоторых	случаях	мы	можем	не начинать	обучение	модели	с нуля.	«Теплый»	
запуск  –	 это	 процесс	 начала	 обучения	 нашей	 модели	 с  контрольной	 точки	
предыдущего	 цикла	 обучения,	 что	 особенно	 полезно,	 если	 модель	 большая	
и обуче	ние	занимает	много	времени.	Это	также	может	быть	полезно	в ситу-
ациях,	 регламентируемых	Общим	регламентом	ЕС	по	 защите	персональных	
данных	 (General	Data	 Protection	Regulation,	GDPR),	 а также	 европейским	 за-
коном	о неприкосновенности	данных,	который	гласит,	что	пользователь	про-
дукта	может	отозвать	свое	согласие	на	использование	своих	данных	в любое	
время.	Используя	обучение	с  «теплым»	запуском,	мы	можем	удалить	только	
данные,	принадлежащие	этому	конкретному	пользователю,	и перенастроить	
модель,	а не	начинать	обучение	заново	с нуля.

В	конвейере	TFX	для	обучения	с  «теплым»	запуском	используется	компо-
нент	Resolver,	о котором	рассказывалось	в главе	7.	Resolver	собирает	подробные	
сведения	о последней	обученной	модели	и передает	их	компоненту	Trainer:

latest_model_resolver = ResolverNode( 
    instance_name=’latest_model_resolver’, 
    resolver_class=latest_artifacts_resolver.LatestArtifactsResolver, 
    latest_model=Channel(type=Model))

Затем	 последняя	 модель	 передается	 компоненту	 Trainer	 через	 аргумент	
base_model:

trainer = Trainer( 
    module_file=trainer_file,
    transformed_examples=transform.outputs['transformed_examples'], 
    custom_executor_spec=executor_spec.ExecutorClassSpec(GenericExecutor), 
    schema=schema_gen.outputs['schema'], 
    base_model=latest_model_resolver.outputs['latest_model'], 
    transform_graph=transform.outputs['transform_graph'], 
    train_args=trainer_pb2.TrainArgs(num_steps=TRAINING_STEPS), 
    eval_args=trainer_pb2.EvalArgs(num_steps=EVALUATION_STEPS))

Потом	конвейер	продолжает	работу	в обычном	режиме.	
Далее	мы	хотим	представить	еще	одну	полезную	функцию,	которую	можем	

добавить	в наш	конвейер.

учаСтие челОвека в кОнвейере машиннОгО Обучения
В	рамках	расширенных	концепций	TFX	мы	хотим	выделить	эксперименталь-
ный	компонент,	 который	может	 улучшить	настройку	 вашего	 конвейера.	Все	
конвейеры,	 которые	 мы	 обсуждали	 до	 сих	 пор,	 работают	 автоматически	 от	
начала	до	конца	и могут	автоматически	развернуть	вашу	модель	машинного	
обучения.	Некоторые	пользователи	TFX	выразили	обеспокоенность	по	поводу	
полностью	автоматизированной	работы,	поскольку	они	хотели,	чтобы	чело-
век	проверил	обученную	модель	после	автоматического	анализа	модели.	Это	
может	быть	выборочная	проверка	вашей	обученной	модели	или	инспекция,	
придающая	уверенность	в автоматической	настройке	конвейера.
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В	этом	разделе	мы	обсудим	функциональность	компонента	«человек в пет-
ле конвейера».	 В  главе	 7	мы	 обсуждали,	 что	 когда	модель	 проходит	 этап	 ва-
лидации,	она	становится	«одобренной».	Компонент	Pusher,	находящийся	далее	
в цикле	конвейера,	получает	сигнал	«одобрения»,	чтобы	решить,	следует	пере-
водить	модель	на	следующий	этап	работы	конвейера	или	нет.	Но одобрить	мо-
дель	может	и человек,	как	показано	на	рис. 10.3.
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Рис. 10.3.	Человек в петле конвейера

Команда	Google	TFX	опубликовала	компонент	уведомления	Slack	в качестве	
примера	 использования	 этого	 настраиваемого	 компонента.	 Функциональ-
ность	компонента,	которую	мы	обсуждаем	в этом	разделе,	может	быть	расши-
рена	и не	ограничивается	мессенджером	Slack.

Эта	функциональность	довольно	проста.	Как	только	 он	 запускается	инстру-
ментом	 оркестрации,	 он	 отправляет	 в  определенный	 канал	 Slack	 сообщение	
со	ссылкой	на	последнюю	экспортированную	модель	и запрашивает	проверку	
у специалиста	по	данным	(как	показано	на	рис. 10.4).	Специалист	по	данным	те-
перь	может	исследовать	модель	вручную	с помощью	WIT,	обращая	особое	внима-
ние	на	пограничные	случаи,	которые	не тестировались	на	этапе	оценки	модели.

Рис. 10.4.	Сообщение Slack с просьбой о проверке модели

После	того	 как	 специалист	 по	 анализу	данных	 завершит	 ручной	 анализ	
модели,	он	может	написать	в ветке	Slack	ответное	сообщение	с одобрением	
или	отказом.	Компонент	TFX	прослушивает	ответы	в Slack	и сохраняет	реше-
ние	в хранилище	метаданных.	Затем	решение	может	быть	использовано	ни-
жестоящими	компонентами.	Эти	решения	регистрируются	в журнале	аудита	
модели.	На рис. 10.5	показан	пример	записи	из	браузера	Kubeflow	Pipeline.	
В хранилище	метаданных	регистрируется	одобрение	модели	специалистом	
по	данным	(то	есть	лицом,	принимающим	решение)	и метка	времени	(иден-
тификатор	 потока	 Slack	 1584638332.0001	 идентифицирует	 метку	 времени	
как	время	в формате	времени	Unix).
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Рис. 10.5.	Контрольный журнал в Kubeflow Pipelines

Настройка компонента Slack
Чтобы	компонент	Slack	мог	взаимодействовать	с вашей	учетной	записью	Slack,	
ему	требуется	токен	бота	Slack.	Вы можете	запросить	токен	бота	через	Slack	
API.	 Получив	токен,	 установите	 переменную	 среды	 в  среде	 конвейера	 с  по-
мощью	строки	токена,	как	показано	в следующей	команде	bash:	

$ export SLACK_BOT_TOKEN={your_slack_bot_token}

Компонент	Slack	не является	стандартным	компонентом	TFX,	поэтому	его	не-
обходимо	устанавливать	отдельно.	Вы можете	установить	компонент,	клониро-
вав	репозиторий	TFX	из	GitHub,	а затем	отдельно	установив	данный	компонент:

$ git clone https://github.com/tensorflow/tfx.git

$ cd tfx/tfx/examples/custom_components/slack
$ pip install -e .

После	того	как	пакет	компонентов	будет	установлен	в вашей	среде	Python,	
этот	компонент	можно	будет	найти	в пути	Python	и загрузить	в ваши	сце-
нарии	 TFX.	 Пример	 такого	 сценария	 показан	 в  следующем	 коде	 на	 языке	
Python.	Также	не забудьте	установить	компонент	Slack	в среде,	в которой	вы	
запускаете	 конвейеры	TFX.	Например,	 если	 вы	 запускаете	 свои	 конвейеры	
с помощью	Kubeflow	Pipelines,	вам	нужно	будет	создать	собственный	образ	
Docker	для	вашего	компонента	конвейера,	который	содержит	исходный	код	
компонента	Slack	(поскольку	он	не является	стандартным	компонентом	TFX).

Как использовать компонент Slack
Установленный	компонент	 Slack	можно	 загрузить	 как	любой	другой	 компо-
нент	TFX:	

from slack_component.component import SlackComponent

slack_validator = SlackComponent( 
    model=trainer.outputs['model'], 
    model_blessing=model_validator.outputs['blessing'], 
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    slack_token=os.environ['SLACK_BOT_TOKEN'],   ❶
    slack_channel_id='my-channel-id',   ❷
    timeout_sec=3600,
)

 ❶ Загрузка	токена	Slack	из	вашей	среды
 ❷ Выбор	канала,	на	котором	должно	появиться	сообщение

После	запуска	на	выполнение	компонент	отправит	сообщение	и будет	ждать	
ответа	в течение	часа	(определяемого	аргументом	timeout_sec).	В течение	этого	
времени	специалист	по	данным	может	оценить	модель	и написать	ответное	
сообщение	с одобрением	или	отказом.	Следующий	компонент	конвейера	(на-
пример,	компонент	Pusher)	может	использовать	результат,	выдаваемый	компо-
нентом	Slack,	как	показано	в следующем	примере	кода:

pusher = Pusher( 
    model=trainer.outputs['model'],
    model_blessing=slack_validator.outputs['slack_blessing'],   ❶
    push_destination=pusher_pb2.PushDestination(
        filesystem=pusher_pb2.PushDestination.Filesystem( 
            base_directory=serving_model_dir)))

 ❶ Одобрение	модели,	передаваемое	компонентом	Slack

С	помощью	нескольких	дополнительных	шагов	вы	можете	включить	в свои	
конвейеры	 действия	 человека,	 выполняющего	 аудит	 моделей	 машинного	
обуче	ния,	 который	 запускается	 самим	 конвейером.	 Это	 открывает	 гораздо	
больше	возможностей	для	 конвейерных	приложений	 (например,	для	 аудита	
с	татистики	набора	данных	или	анализа	показателей	смещения	данных).

Стандарты Slack API
Реализация	компонента	Slack	основана	на	протоколе	обмена	сооб-
щениями	в реальном	времени	(RTM).	Этот	протокол	устарел	и мо-
жет	быть	заменен	новым	стандартом	протокола,	что	повлияет	на	
функциональность	компонента.

Пользовательские компоненты TFX
В	главе	2	мы	обсудили	архитектуру	компонентов	TFX	и их	структуру:	как	мы	ви-
дели,	каждый	компонент	состоит	из	трех	элементов:	driver,	executor	и publisher. 
В этом	разделе	мы	хотим	рассмотреть	эту	тему	глубже	и показать,	как	можно	
создавать	свои	собственные	компоненты.	Сначала	мы	обсудим,	как	написать	
компонент	с нуля,	а затем	обсудим,	как	повторно	использовать	существующие	
компоненты	и настроить	их	для	 ваших	 собственных	 сценариев	использова-
ния.	В общем	случае	всегда	легче	изменить	функциональность	существующего	
компонента,	чем	разработать	компонент	с нуля.

Чтобы	продемонстрировать	вам	процесс	реализации	собственного	компо-
нента,	как	показано	на	рис. 10.6,	мы	разработаем	специальный	компонент	для	
загрузки	изображений	JPEG	и их	меток	в конвейер.	Мы загрузим	все	изобра-
жения	из	определенного	каталога	и определим	метку	на	основе	имени	файла.	
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В  нашем	 примере	мы	 хотим	 обучить	модель	машинного	 обучения	для	 рас-
познавания	кошек	и собак.	Имена	файлов	наших	изображений	включают	опи-
сание	 содержимого	изображения	 (например,	dog-1.jpeg),	 поэтому	мы	можем	
определить	метку	непосредственно	на	основании	самого	имени	файла.	Мы за-
грузим	каждое	изображение,	преобразуем	его	в структуры	данных	tf.Example 
и сохраним	все	образцы	как	файлы	TFRecord	для	использования	нижестоящи-
ми	компонентами.

Пользовательский 
компонент 

ImageIngestComponent

Пользовательский 
компонент

Пользовательский 
компонент

Рис. 10.6.	Функциональность пользовательского компонента, разрабатываемого для 
демонстрационного проекта

Сценарии использования пользовательских компонентов
Несмотря	 на	 то	 что	 мы	 обсуждаем	 компонент	 загрузки	 данных	 в  качестве	
примера	для	пользовательского	компонента,	при	создании	пользовательских	
компонентов	у вас	нет	ограничений	с точки	зрения	архитектуры.	Пользова-
тельский	компонент	можно	включить	в любом	месте	конвейера	машинного	
обучения.	 Концепции,	 обсуждаемые	 в  следующих	 разделах,	 обеспечивают	
максимальную	гибкость	для	настройки	конвейеров	машинного	обучения	в со-
ответствии	 с  вашими	 потребностями.	 Вот	 несколько	 возможных	 сценариев	
применения	пользовательских	компонентов:	

	� получение	данных	из	пользовательской	базы	данных;
	� отправка	электронной	почты	с полученными	данными	статистики	ко-
манде	специалистов	по	анализу	данных;

	� уведомление	команды	DevOps	в случае	наступления	определенного	со-
бытия –	например,	события,	когда	новая	модель	была	экспортирована;

	� запуск	процесса	сборки	после	экспорта	для	контейнеров	Docker;
	� отслеживание	дополнительной	информации	в журнале	аудита	машин-
ного	обучения.

Мы	не будем	описывать,	как	создать	каждый	из	этих	компонентов	по	от-
дельности,	 но	 если	 какая-либо	 из	 этих	 идей	 окажется	для	 вас	 полезной,	 то,	
озна	комившись	 со	 следующими	 разделами,	 вы	 сможете	 реализовать	 ваши	
собственные	компоненты.

Создание пользовательского компонента с нуля
Если	мы	хотим	разработать	собственный	компонент	с нуля,	нам	нужно	будет	
реализовать	несколько	компонентов.	Во-первых,	мы	должны	определить	вхо-
ды	и выходы	нашего	компонента	как	ComponentSpec.	Затем	мы	можем	указать	
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исполнителя	нашего	компонента,	который	определяет,	как	должны	обрабаты-
ваться	 входные	данные	и  как	 генерируются	 выходные	данные.	 Если	компо-
ненту	требуются	входные	данные,	которые	не зарегистрированы	в хранилище	
метаданных,	нам	нужно	будет	написать	драйвер	для	вашего	компонента.	Это	
тот	случай,	когда,	например,	мы	хотим	зарегистрировать	путь	к изображению	
в  компоненте,	 а  соответствующий	 артефакт	 не  был	 ранее	 зарегистрирован	
в хранилище	метаданных.	

Каталоги, 
содержащие 
изображения

Спецификация 
компонента

Пользовательский 
драйвер

Пользовательский 
исполнитель 
компонента

Пользовательский компонент

TFRecords 
c tf.examples

Рис. 10.7.	Элементы нашего пользовательского компонента

Шаги	на	рис. 10.7	могут	показаться	сложными,	но	мы	обсудим	каждый	из	
них	по	очереди	в следующих	разделах.

Попробуйте повторно использовать компоненты
Если	вы	думаете	об	изменении	функциональности	существующе-
го	компонента	TFX,	рассмотрите	возможность	повторного	исполь-
зования	 существующих	компонентов	TFX	и  смены	исполнителя,	
вместо	 того	 чтобы	 начинать	 с  нуля.	 Повторное	 использование	
компонентов	TFX	мы	обсудим	в разделе	«Повторное	использова-
ние	существующих	компонентов»	далее	в этой	главе.

Спецификации компонентов
Спецификации	компонентов,	или	ComponentSpec,	определяют,	как	компоненты	
взаимодействуют	друг	 с другом.	Они	описывают	три	 важные	детали	 каждо-
го	компонента:	входные	данные	компонента,	выходные	данные	компонента	
и потенциальные	параметры	компонента,	которые	используются	во	время	вы-
полнения	компонента.	Компоненты	взаимодействуют	через	каналы,	которые	
являются	входами	и выходами.	Эти	каналы	являются	типами,	как	мы	увидим	
в следующем	примере.	Входные	данные	компонента	определяют	артефакты,	
которые	компонент	получит	от	ранее	выполненных	компонентов,	или	новые	
артефакты,	такие	как	пути	к файлам.	Выходные	данные	компонента	определя-
ют,	какие	артефакты	будут	зарегистрированы	в хранилище	метаданных.	

Параметры	компонента	определяют	параметры,	необходимые	для	выпол-
нения,	но	недоступные	в хранилище	метаданных.	Это	может	быть,	например,	
push_destination	для	компонента	Pusher	или	train_args	для	компонента	Trainer.	
В следующем	примере	показано	определение	спецификаций	компонента	для	
нашего	компонента	приема	изображений:
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from tfx.types.component_spec import ChannelParameter 
from tfx.types.component_spec import 
ExecutionParameter from tfx.types import 
standard_artifacts

class ImageIngestComponentSpec(types.ComponentSpec): 
    «»»Спецификация компонента для пользовательского компонента загрузки изображения.»»» 
    PARAMETERS = {
        'name': ExecutionParameter(type=Text),
    }
    INPUTS = {
        'input': ChannelParameter(type=standard_artifacts.ExternalArtifact),  ❶
    }
    OUTPUTS = {
        'examples': ChannelParameter(type=standard_artifacts.Examples),  ❷
    }

 ❶ Использование	ExternalArtifact	для	указания	новых	путей	ввода	
 ❷ Экспорт	Examples

В	 нашем	 примере	 реализации	 ImageIngestComponentSpec	 мы	 указываем	 путь	
для	входных	данных	через	входной	аргумент	input.	Сгенерированные	файлы	
TFRecord	 с  преобразованными	 изображениями	 будут	 сохранены	 в  каталоге,	
размещенном	по	указанному	пути,	переданному	нижестоящим	компонентам	
с помощью	аргумента	examples.	Кроме	того,	мы	определяем	параметр	с именем	
name	для	нашего	компонента.

Каналы компонентов
В	 нашем	 примере	 ComponentSpec	 мы	 представили	 два	 типа	 каналов	 компо-
нентов:	 ExternalArtifact	 и  Examples.	 Это	 особый	 шаблон,	 используемый	 для	
компонентов	 загрузки	 данных,	 поскольку	 они	 обычно	 являются	 первым	
компонентом	 в  конвейере,	 и  не	 существует	предшествующего	 компонента	
в  конвейере,	 из	 которого	мы	могли	бы	получить	 уже	обработанные	образ-
цы.	Если	вы	разрабатываете	компонент	на	более	позднем	этапе	конвейера,	
то	можете	загрузить	Examples.	Следовательно,	должен	использоваться	тип	ка-
нала	standard_artifacts.Examples.	Но мы	не ограничиваемся	только	двумя	ти-
пами.	TFX	предоставляет	множество	типов.	Ниже	приведен	краткий	список	
доступных	типов:	

	� ExampleStatistics;
	� Model;
	� ModelBlessing;
	� Bytes;
	� String;
	� Integer;
	� Float;
	� HyperParameters.

Теперь,	 когда	 наш	 пример	 ComponentSpec	 настроен,	 давайте	 рассмотрим	
управляющую	программу	(исполнителя)	компонента.
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Исполнители компонентов
Исполнитель	компонента	определяет	процессы	внутри	компонента,	включая	
то,	как	входные	данные	используются	для	генерации	выходных	данных	компо-
нента.	Несмотря	на	то	что	мы	напишем	этот	элементарный	компонент	с нуля,	
мы	можем	полагаться	на	классы	TFX	для	наследования	шаблонов	функций.	Как	
часть	объекта	Executor,	TFX	будет	искать	функцию	с именем	Do для	получения	
инструкций	 выполнения	 нашего	 компонента.	 Мы  реализуем	 функциональ-
ность	нашего	компонента	в этой	функции:	

from tfx.components.base import base_executor

class Executor(base_executor.BaseExecutor):
    «»»Объект Executor для компонента загрузки изображений.»»»

def Do(self, input_dict: Dict[Text, List[types.Artifact]], 
    output_dict: Dict[Text, List[types.Artifact]], 
    exec_properties: Dict[Text, Any]) -> None:
 
...

Приведенный	фрагмент	 кода	показывает,	 что	функция	 Do  нашего	 объекта	
Executor	принимает	на	вход	три	аргумента:	input_dict,	output_dict	и exec_proper-
ties.	Эти	словари	Python	содержат	ссылки	на	артефакты,	которые	мы	передаем	
компоненту	и из	него,	а также	свойства	выполнения.

Артефакты, содержащие ссылки
Данные,	предоставленные	посредством	input_dict	и output_dict,	содер-
жат	информацию,	хранящуюся	в хранилище	метаданных.	Это	ссылки	
на	артефакты,	а не	на	сами	данные.	Например,	наш	словарь	input_dict 
будет	содержать	буфер	протокола	с информацией	о местоположении	
файла,	а не	сами	данные.	Это	позволяет	нам	эффективно	обрабатывать	
данные	с помощью	специальных	приложений,	таких	как	Apache	Beam.

Чтобы	 показать	 вам	 шаг	 за	 шагом	 процесс	 реализации	 рабочего	 метода	
Do  исполнителя	 компонента,	 мы	 будем	 повторно	 использовать	 реализацию,	
которую	обсуждали	в разделе	«Графические	данные	для	задач	компьютерного	
зрения»	в главе	3,	предназначенную	для	преобразования	изображений	в струк-
туры	данных	TFRecord.	Эта	глава	содержит	объяснение	процесса	преобразова-
ния	и подробную	информацию	о структурах	данных	TFRecord.	

Следующий	код	должен	выглядеть	для	вас	знакомо:

def convert_image_to_TFExample(image_filename, tf_writer, input_base_uri): 
    image_path = os.path.join(input_base_uri, image_filename)  ❶
    lowered_filename = image_path.lower()  ❷
    if "dog" in lowered_filename: 
        label = 0
    elif "cat" in lowered_filename: 
        label = 1
    else:
        raise NotImplementedError("Found unknown image") 
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raw_file = tf.io.read_file(image_path)  ❸
example = tf.train.Example(features=tf.train.Features(feature={   ❹
    'image_raw': _bytes_feature(raw_file.numpy()),
    'label': _int64_feature(label)
}))
writer.write(example.SerializeToString())  ❺

 ❶ Задание	полного	пути	к изображению
 ❷ Определение	метки	для	каждого	изображения,	за	основу	взят	путь	к файлу
 ❸ Чтение	изображения	с диска
 ❹ Создание	структуры	данных	TensorFlow Example
 ❺ Запись	tf.Example	в файлы	TFRecord

Завершив	таким	образом	разработку	универсальной	функции,	выполняю-
щей	чтение	файла	изображения	и сохранение	его	в виде	файлов,	содержащих	
структуры	данных	TFRecord,	мы	можем	сосредоточиться	на	пользовательском	
коде	для	конкретного	компонента.

Мы	хотим,	чтобы	наш	простейший	компонент	выполнял	загрузку	наших	
изображений,	преобразовывал	их	в tf.Examples	и возвращал	два	набора	изо-
бражений:	обучающий	набор	данных	и оценочный	набор.	Для	простоты	реа-
лизации	мы	жестко	закодируем	число	оценочных	примеров.	В промышлен-
ной	реализации	компонента	этот	параметр	должен	динамически	задаваться	
с помощью	отдельного	параметра	в ComponentSpecs.	Входными	данными	для	
нашего	компонента	будет	путь	к каталогу,	 содержащему	все	изображения.	
Выходными	данными	нашего	компонента	будет	путь	к каталогу,	в котором	
мы	будем	хранить	обучающие	и оценочные	наборы	данных.	Путь	к каталогу	
будет	содержать	два	подкаталога	(train	и eval),	в которых	размещены	файлы	
TFRecord:

class ImageIngestExecutor(base_executor.BaseExecutor):

    def Do(self, input_dict: Dict[Text, List[types.Artifact]], 
        output_dict: Dict[Text, List[types.Artifact]], 
        exec_properties: Dict[Text, Any]) -> None:

    self._log_startup(input_dict, output_dict, exec_properties)  ❶

    input_base_uri = artifact_utils.get_single_uri(input_dict['input'])   ❷
    image_files = tf.io.gfile.listdir(input_base_uri)   ❸
    random.shuffle(image_files)
    splits = get_splits(images)

    for split_name, images in splits:
        output_dir = artifact_utils.get_split_uri( 
        output_dict['examples'], split_name)  ❹

    tfrecord_filename = os.path.join(output_dir, 'images.tfrecord') 
    options = tf.io.TFRecordOptions(compression_type=None) 
    writer = tf.io.TFRecordWriter(tfrecord_filename, options=options)  ❺
    for image in images:
        convert_image_to_TFExample(image, tf_writer, input_base_uri)  ❻
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 ❶ Запись	аргументов
 ❷ Получение	пути	к каталогу	из	артефакта
 ❸ Чтение	всех	имен	файлов
 ❹ Задание	унифицированного	идентификатора	ресурса	(Uniform	Resource	
Identifier,	URI)	для	подмножества	данных

 ❺ Создание	экземпляра	записи	TFRecord	с параметрами
 ❻ Запись	изображения	в файл,	содержащий	структуры	данных	TFRecord

Наш	базовый	метод	Do получает	input_dict,	output_dict	и exec_properties	в ка-
честве	аргументов	метода.	Первый	аргумент	содержит	ссылки	на	артефакты	из	
хранилища	метаданных,	хранящихся	в виде	словаря	Python,	второй	аргумент	
получает	ссылки,	которые	мы	хотим	получить	из	компонента,	а последний	ар-
гумент	метода	содержит	дополнительные	параметры,	такие	как,	в нашем	слу-
чае,	имя	компонента.	TFX	предоставляет	очень	полезную	функцию	artifact_
utils,	которая	позволяет	нам	обрабатывать	нашу	информацию	об	артефактах.	
Например,	мы	можем	написать	следующий	код,	чтобы	получить	путь,	исполь-
зуемый	для	загрузки	данных:

artifact_utils.get_single_uri(input_dict['input'])

Мы	также	можем	установить	имя	пути	вывода	на	основе	имени	подмножества:

artifact_utils.get_split_uri(output_dict['examples'], split_name

Последняя	из	упомянутых	функций –	хороший	пример.	Для	простоты	на-
шего	примера	мы	проигнорировали	параметры	установки	динамического	раз-
биения	наборов	данных,	о котором	рассказывалось	в главе	3.	Фактически	в на-
шем	примере	мы	жестко	кодируем	имена	и количество	разбиений:

def get_splits(images: List, num_eval_samples=1000):
    «»» Разбиение списка имен файлов изображений на списки train/eval «»»
    train_images = images[num_test_samples:] 
    eval_images = images[:num_test_samples]
    splits = [('train', train_images), ('eval', eval_images)]
    return splits

Подобная	реализация	нежелательна	для	компонента,	 развернутого	в про-
мышленной	среде;	однако	его	полноценная	реализация	выходит	за	рамки	этой	
главы.	В следующем	разделе	мы	обсудим,	как	можно	повторно	использовать	
существующие	функции	компонентов	и упростить	реализацию.	Наш	компо-
нент,	который	мы	создали	в этом	разделе,	будет	иметь	функциональность,	ана-
логичную	той,	которую	мы	обсуждали	в главе	3.

Драйверы компонентов
Если	мы	 запустим	 компонент	 с модулем	исполнения,	 который	мы	 разраба-
тывали	в этой	главе,	то	столкнемся	с ошибкой	TFX,	информирующей	нас,	что	
вход	не зарегистрирован	в хранилище	метаданных	и что	нам	нужно	запустить	
предшествующий	компонент	перед	запуском	нашего	пользовательского	ком-
понента.	Но в нашем	случае	у нас	отсутствует	предшествующий	компонент,	
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поскольку	мы	загружаем	данные	в наш	конвейер.	Загрузка	данных –	это	на-
чальный	этап	каждого	конвейера.	Так	что	же	происходит?

Как	мы	обсуждали	ранее,	все	компоненты	в TFX	взаимодействуют	друг	с дру-
гом	посредством	хранилища	метаданных,	и компоненты	ожидают,	что	входные	
артефакты	уже	зарегистрированы	в этом	хранилище.	В нашем	случае	мы	хотим	
получить	данные	с диска,	и мы	читаем	данные	в первый	раз	за	все	время	работы	
нашего	конвейера;	поэтому	данные	не передаются	из	другого	компонента,	и нам	
необходимо	зарегистрировать	источники	данных	в хранилище	метаданных.	

Пользовательские драйверы встречаются редко
Разрабатывать	 и  использовать	 собственные	 драйверы	 требуется	
весьма	редко.	Если	вы	можете	повторно	использовать	архитектуру	
ввода/вывода	существующего	компонента	TFX	или	если	входы	уже	
зарегистрированы	в хранилище	метаданных,	вам	не нужно	писать	
собственный	драйвер,	и вы	можете	просто	пропустить	этот	шаг.

Подобно	тому	как	мы	делали	это	с нашим	настраиваемым	модулем	испол-
нения,	мы	можем	повторно	использовать	класс	BaseDriver,	предоставляемый	
TFX,	 для	 написания	 настраиваемого	 драйвера.	 Нам	 нужно	 изменить	 стан-
дартное	поведение	компонента,	и мы	можем	сделать	это,	переопределив	ме-
тод	resolve_input_artifacts	в BaseDriver.	Простой	драйвер	будет	регистрировать	
наши	входные	данные,	что	очень	просто.	Нам	нужно	разгруппировать	канал,	
чтобы	получить	input_dict.	Просматривая	все	значения	input_dict,	мы	можем	
получить	доступ	к каждому	списку	входных	данных.	Повторно	просматривая	
каждый	список,	мы	можем	получить	каждый	вход,	а затем	зарегистрировать	
его	в хранилище	метаданных,	передав	его	функции	publish_artifacts.	Функция	
publish_artifacts	вызовет	хранилище	метаданных,	опубликует	артефакт	и уста-
новит	состояние	артефакта	как	готового	к публикации:

class ImageIngestDriver(base_driver.BaseDriver):
  """Пользовательский драйвер ImageIngest."""

  def resolve_input_artifacts( 
      self,
      input_channels: Dict[Text, types.Channel], 
      exec_properties: Dict[Text, Any], 
      driver_args: data_types.DriverArgs,
      pipeline_info: data_types.PipelineInfo) -> Dict[Text, List[types.Artifact]]:
    """Переопределяет BaseDriver.resolve_input_artifacts()."""
  del driver_args  ❶
  del pipeline_info

  input_dict = channel_utils.unwrap_channel_dict(input_channels)  ❷
  for input_list in input_dict.values():
      for single_input in input_list: 
          self._metadata_handler.publish_artifacts([single_input])   ❸
          absl.logging.debug("Registered input: {}".format(single_input)) 
          absl.logging.debug("single_input.mlmd_artifact "
                             "{}".format(single_input.mlmd_artifact))  ❹
  return input_dict
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 ❶ Удаление	неиспользуемых	аргументов
 ❷ Развертывание	канала	для	получения	входного	словаря
 ❸ Публикация	артефакта
 ❹ Вывод	информации	об	артефакте

Пока	мы	просматриваем	каждый	ввод,	мы	можем	вывести	дополнительную	
информацию:

print("Registered new input: {}".format(single_input))
print("Artifact URI: {}".format(single_input.uri))
print("MLMD Artifact Info: {}".format(single_input.mlmd_artifact))

Теперь,	когда	настраиваемый	драйвер	установлен	и настроен,	нам	нужно	со-
брать	наш	компонент.

Сборка пользовательского компонента
Определив	 ImageIngestComponentSpec,	 завершив	 разработку	 ImageIngestExecutor 
и  настроив	 ImageIngestDriver,	 нам	 необходимо	 объединить	 все	 выполненные	
изменения	вместе	в нашем	компоненте	ImageIngestComponent.	Затем	мы	сможем,	
например,	загрузить	компонент	в конвейер,	который	обучает	модели	класси-
фикации	изображений.	

Чтобы	 определить	 фактический	 компонент,	 нам	 нужно	 определить	 классы	
спецификации,	модуля	исполнения	и драйвера.	Мы можем	сделать	это,	задав	SPEC_
CLASS,	EXECUTOR_SPEC	и DRIVER_CLASS,	как	показано	в приведенном	ниже	примере	кода.	
В качестве	последнего	шага	нам	нужно	создать	экземпляр	наших	ComponentSpecs 
с аргументами	компонента	(например,	примерами	ввода	и вывода	и определен-
ным	именем)	и передать	его	созданному	экземпляру	ImageIngestComponent.

В	том	маловероятном	случае,	когда	мы	не предоставляем	выходной	арте-
факт,	мы	можем	установить	для	нашего	выходного	артефакта	по	умолчанию	
тип	 tf.Example,	 определить	 наши	 жестко	 закодированные	 имена	 разбиений	
и настроить	его	как	канал:

from tfx.components.base import base_component
from tfx import types
from tfx.types import channel_utils

class ImageIngestComponent(base_component.BaseComponent):
    """Пользовательский компонент ImageIngestWorld."""
    SPEC_CLASS = ImageIngestComponentSpec
    EXECUTOR_SPEC = executor_spec.ExecutorClassSpec(ImageIngestExecutor)
    DRIVER_CLASS = ImageIngestDriver

    def __init__(self, input, output_data=None, name=None):
        if not output_data:
            examples_artifact = standard_artifacts.Examples() 
            examples_artifact.split_names = \
                artifact_utils.encode_split_names(['train', 'eval'])
            output_data = channel_utils.as_channel([examples_artifact]) 
        spec = ImageIngestComponentSpec(input=input,
                                        examples=output_data, 
                                        name=name)
        super(ImageIngestComponent, self).__init__(spec=spec)
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Собрав	наш	ImageIngestComponent,	мы	связали	вместе	отдельные	части	нашего	
основного	настраиваемого	компонента.	В следующем	разделе	мы	рассмотрим,	
как	можем	запустить	на	исполнение	наш	базовый	компонент.

Запуск элементарного пользовательского компонента
После	того	как	мы	реализовали	элементарный	компонент	для	загрузки	изо-
бражений	и преобразования	их	в файлы	TFRecord,	мы	можем	использовать	этот	
компонент,	 как	любой	другой	 компонент	 в  нашем	 конвейере.	 В  следующем	
примере	кода	показано,	как	это	сделать.		Обратите	внимание,	что	приведен-
ный	 пример	 выглядит	 аналогично	тому,	 как	 выполнялась	 настройка	других	
компонентов	загрузки,	которые	мы	обсуждали	в главе	3.	Единственное	отли-
чие	состоит	в том,	что	нам	нужно	импортировать	наш	вновь	созданный	ком-
понент,	а затем	запустить	инициализированный	компонент:

import os

from tfx.utils.dsl_utils import external_input
from tfx.orchestration.experimental.interactive.interactive_context import 
    \ InteractiveContext

from image_ingestion_component.component import 
ImageIngestComponent context = InteractiveContext()

image_file_path = "/путь/к/файлам"
examples = external_input(dataimage_file_path_root) 
example_gen = ImageIngestComponent(input=examples,
                                   name=u’ImageIngestComponent’)
context.run(example_gen)

Выходные	данные	нашего	компонента	могут	затем	использоваться	последу-
ющими	компонентами,	такими	как	StatisticsGen:

from tfx.components import StatisticsGen

statistics_gen = StatisticsGen(examples=example_gen.outputs['examples']) 
context.run(statistics_gen)

context.show(statistics_gen.outputs['statistics'])

Простейшая реализация
Мы	хотим	особо	отметить,	 что	обсуждаемая	реализация	обеспе-
чивает	 только	 базовую	 функциональность	 и  не	 готова	 для	 про-
мышленной	эксплуатации.	Подробнее	об	отсутствующих	в нашем	
драйвере	функциях	мы	расскажем	в следующем	разделе.	Для	реа-
лизации	готового	продукта	см.	обновленную	реализацию	компо-
нента	в следующих	разделах.

Обзор реализации
В	предыдущих	разделах	мы	рассмотрели	реализацию	элементарного	пользо-
вательского	компонента.	В нем	отсутствуют	некоторые	ключевые	функцио-
нальные	 возможности,	 которые	 мы	 обсуждали	 в  главе	 3	 (например,	 имена	
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динамического	разбиения	или	соотношения	разбиения),	но	мы	ожидаем,	что	
в нашем	компоненте	загрузки	данных	будут	реализованы	такие	возможности.	
Элементарный	 пример	 реализации	 также	 использовал	 большое	 количество	
шаблонного	кода	(например,	настройки	драйвера	компонента).	Загрузка	изо-
бражений	должна	осуществляться	эффективно	и предоставлять	возможность	
масштабирования.	Мы можем	реализовать	такую	эффективную	загрузку	дан-
ных	за	счет	использования	Apache	Beam,	поверх	которого	будут	работать	ком-
поненты	TFX.

В	следующем	разделе	мы	обсудим,	как	можно	упростить	реализации	и адап-
тировать	 шаблоны,	 которые	 мы	 обсуждали	 в  главе	 3,	 например	 получение	
данных	из	баз	данных	Presto.	Повторно	используя	общие	функции,	такие	как	
драйверы	компонентов,	мы	можем	ускорить	и упростить	внедрение	и умень-
шить	количество	ошибок	в коде.

Повторное использование существующих компонентов
Вместо	того	чтобы	писать	компонент	для	TFX	полностью	с нуля,	мы	можем	
унаследовать	существующий	компонент	и настроить	его,	изменив	функцио-
нальность	элемента	executor.	Как	показано	на	рис. 10.8,	это	стандартный,	пред-
почтительный	подход,	когда	пользовательский	компонент	повторно	исполь-
зует	 архитектуру	 существующего	 компонента.	 В  случае	нашего	 компонента,	
используемого	в качестве	примера,	архитектура	эквивалентна	компоненту	за-
грузки	файловой	базы	(например,	CsvExampleGen).	Такие	компоненты	получают	
путь	к каталогу	в качестве	входных	данных,	загружают	данные	из	указанного	
каталога,	преобразуют	данные	в tf.Examples	и возвращают	структуры	данных	
в файлах	TFRecord	в качестве	выходных	данных.	

Каталоги, 
содержащие 
изображения

Пользовательский 
исполнитель 
компонента

TFRecords 
c tf.examples

Компонент FileBasedExampleGen

Рис. 10.8.	Расширение существующих компонентов

Как	мы	обсуждали	в главе	3,	TFX	для	этой	цели	предоставляет	FileBasedExam-
pleGen.	Поскольку	мы	собираемся	повторно	использовать	существующий	ком-
понент,	аналогично	нашим	примерам	для	Avro	и Parquet,	мы	можем	просто	со-
средоточиться	на	разработке	нашего	собственного	элемента	executor	и сделать	
его	более	гибким,	нежели	пример,	приведенный	в предыдущем	варианте	реа-
лизации	нашего	элементарного	компонента.	Повторно	используя	существую-
щую	инфраструктуру	кода,	мы	также	можем	использовать	существующие	реа-
лизации	Apache	Beam.
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Повторно	используя	существующую	архитектуру	компонента	для	загрузки	
данных	в наши	конвейеры,	мы	можем	повторно	использовать	и настройки	для	
эффективной	загрузки	данных	с помощью	Apache	Beam.	TFX	и Apache	Beam	
предоставляют	классы	(например,	GetInputSourceToExamplePTransform)	и декора-
торы	 функций	 (например,	 @beam.ptransform_fn)	 для	 загрузки	 данных	 при	 по-
мощи	конвейеров	Apache	Beam.	В нашем	примере	мы	используем	декоратор	
функции	@beam.ptransform_fn,	который	позволяет	нам	определить	преобразова-
ние	Apache	Beam	(PTransform).	Декоратор	принимает	на	вход	данные	конвейера	
Apache	Beam,	выполняет	заданное	преобразование	(например,	в нашем	случае	
загрузку	изображений	и их	преобразование	в tf.Examples)	и возвращает	обрат-
но	Apache	Beam	PCollection	с результатами	преобразования.

Преобразование	выполняется	функцией,	очень	похожей	на	функцию	из	на-
шей	предыдущей	реализации.	Новая	реализация	преобразования	имеет	одно	
существенное	отличие:	нам	не нужно	создавать	и использовать	модуль	записи	
TFRecord;	вместо	этого	мы	можем	полностью	сосредоточиться	на	загрузке	изо-
бражений	и преобразовании	их	в tf.Examples.	Нам	не нужно	реализовывать	ка-
кие-либо	функции	для	записи	tf.Examples	в структуры	данных	TFRecord,	потому	
что	мы	сделали	это	в нашей	предыдущей	реализации.	Вместо	этого	мы	воз-
вращаем	сгенерированные	tf.Examples	и позволяем	нижележащему	коду	TFX/
Apache	Beam	обрабатывать	запись	файлов	TFRecord.	В следующем	примере	кода	
показана	обновленная	функция	преобразования:

def convert_image_to_TFExample(image_path)):  @@ 1 @@

    # Определите метку для каждого изображения на основе пути к файлу. 
    lowered_filename = image_path.lower() 
    print(lowered_filename)
    if "dog" in lowered_filename: 
        label = 0
    elif "cat" in lowered_filename: 
        label = 1
    else:
        raise NotImplementedError("Найдено неизвестное изображение")

    # Считывание изображения.
    raw_file = tf.io.read_file(image_path)

    # Создание структуры данных TensorFlow Example.
    example = tf.train.Example(features=tf.train.Features(feature={ 
        'image_raw': _bytes_feature(raw_file.numpy()),
        'label': _int64_feature(label)
    }))
    return example  ❷

 ❶ Требуется	только	путь	к файлу
 ❷ Функция	возвращает	примеры,	вместо	того	чтобы	записывать	их	на	диск

Имея	обновленную	функцию	преобразования,	мы	можем	сосредоточиться	на	
реализации	основных	функций	исполнителя	компонентов –	элемента	executor.	
Поскольку	мы	изменяем	существующую	архитектуру	компонентов,	то	можем	
использовать	те	же	аргументы,	которые	мы	обсуждали	в главе	3,	например	раз-

226	  Расширенные концепции TensorFlow Extended



делить	шаблоны.	Наша	функция	image_to_example	в следующем	примере	кода	при-
нимает	четыре	входных	аргумента:	объект	конвейера	Apache	Beam,	input_dict,	
который	содержит	информацию	об	артефакте,	словарь	с параметрами	выполне-
ния	и шаблоны	разбиения	для	загрузки	данных.	В этой	функции	мы	генерируем	
список	доступных	файлов	в указанных	каталогах	и передаем	список	изображе-
ний	конвейеру	Apache	Beam	для	преобразования	каждого	изображения,	найден-
ного	во	входных	каталогах,	из	которых	осуществляется	загрузка,	в tf.Examples:

@beam.ptransform_fn
def image_to_example( 
    pipeline: beam.Pipeline,
    input_dict: Dict[Text, List[types.Artifact]], 
    exec_properties: Dict[Text, Any],
    split_pattern: Text) -> beam.pvalue.PCollection:

    input_base_uri = artifact_utils.get_single_uri(input_dict['input']) 
    image_pattern = os.path.join(input_base_uri, split_pattern) 
    absl.logging.info(
        "Обработка входных данных изображений {} "
        "преобразование в tf.Example.".format(image_pattern))

    image_files = tf.io.gfile.glob(image_pattern)  ❶
    if not image_files:
        raise RuntimeError(
            "Шаблон разбиения {} не нашел подходящего пути." 
            "".format(image_pattern))

    p_collection = ( 
        pipeline
        | beam.Create(image_files)  ❷
        | 'ConvertImagesToTFRecords' >> beam.Map(
            lambda image: convert_image_to_TFExample(image))  ❸
    )
    return p_collection

 ❶ Генерация	списка	файлов,	присутствующих	во	входных	путях	
 ❷ Преобразование	списка	в коллекцию	Beam	PCollection
 ❸ Применение	преобразования	к каждому	изображению

Последний	шаг	в нашем	пользовательском	исполнителе	компонентов –	пе-
реопределить	 преобразование	 GetInputSourceToExamplePTransform,	 заменив	 Bas-
eExampleGenExecutor	нашим	image_to_example:

class ImageExampleGenExecutor(BaseExampleGenExecutor):

    @beam.ptransform_fn
    def image_to_example(...):
...
 
    def GetInputSourceToExamplePTransform(self) -> beam.PTransform:
        return image_to_example

Мы	реализовали	наш	пользовательский	компонент	загрузки	изображений!
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Использование собственной реализации исполнителей компонентов
Поскольку	мы	повторно	используем	компонент	загрузки	изображений	и заме-
няем	исполнитель	компонента	обработки	изображений	собственной	реализа-
цией,	то	в данном	случае	мы	можем	следовать	тем	же	шаблонам	для	загрузки	
данных	Avro,	 которые	мы	 обсуждали	 в  главе	 3,	 и  использовать	 custom_execu-
tor_spec.	Повторно	используя	компонент	FileBasedExampleGen	и переопределив	
исполнитель	компонента,	мы	можем	использовать	все	функциональные	воз-
можности	компонентов	загрузки,	которые	обсуждали	в главе	3,	такие	как	опре-
деление	шаблонов	разбиения	при	загрузке	данных	или	разбиения	обучающих/
оценочных	наборов.	Приведенный	ниже	фрагмент	кода	дает	полный	пример	
использования	нашего	настраиваемого	компонента:	

from tfx.components import FileBasedExampleGen
from tfx.utils.dsl_utils import external_input
from image_ingestion_component.executor import 
ImageExampleGenExecutor input_config = example_gen_pb2.Input(splits=[
    example_gen_pb2.Input.Split(name=’images’,
                                pattern=’sub-directory/if/needed/*.jpg’),
])

output = example_gen_pb2.Output( 
    split_config=example_gen_pb2.SplitConfig(splits=[
        example_gen_pb2.SplitConfig.Split( 
            name=’train’, hash_buckets=4), 
        example_gen_pb2.SplitConfig.Split(
            name=’eval’, hash_buckets=1)
    ])
)

example_gen = FileBasedExampleGen( 
    input=external_input("/path/to/images/"), 
    input_config=input_config, 
    output_config=output,
    custom_executor_spec=executor_spec.ExecutorClassSpec( 
        ImageExampleGenExecutor)
)

Как	мы	упоминали	в этом	разделе,	изменение	кода	исполнителя	компонен-
та	всегда	будет	более	простой	и быстрой	реализацией,	чем	написание	пользо-
вательского	компонента	 с нуля.	Поэтому	мы	рекомендуем	этот	 способ,	 если	
вы	можете	повторно	использовать	архитектуру	существующих	компонентов.

резюме
Эта	глава	познакомила	вас	с расширенными	концепциями	TFX,	выходящими	
за	рамки	возможностей,	которым	были	посвящены	предыдущие	главы.	Мы по-
дробно	рассмотрели	процесс	создания	собственных	компонентов.	Написание	
пользовательских	 компонентов	дает	 нам	 возможность	 расширять	 существу-
ющие	компоненты	TFX	и адаптировать	их	к требованиям	нашего	конвейера.	
Пользовательские	компоненты	позволяют	нам	интегрировать	больше	шагов	
в  наши	 конвейеры	машинного	 обучения.	 Добавляя	дополнительные	 компо-
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ненты	в наш	конвейер,	мы	можем	гарантировать,	что	все	модели,	генериру-
емые	конвейером,	прошли	одни	и те	же	этапы.	Реализация	пользовательских	
компонентов	может	быть	сложной,	поэтому	мы	рассмотрели	реализацию	эле-
ментарного	компонента	с нуля	и реализацию	нового	исполнителя	компонента	
путем	наследования	существующих	функций	компонента.

Мы	также	обсудили	расширенные	настройки	для	обучения,	такие	как	вет-
вящиеся	графы	конвейера	для	создания	нескольких	моделей	на	основе	одно-
го	и того	же	исполнения	конвейера	машинного	обучения.	Эта	функция	может	
использоваться	для	создания	моделей	TFLite	для	развертывания	в мобильных	
приложениях.	Мы также	обсудили	«теплый»	запуск	процесса	обучения	для	не-
прерывного	обучения	моделей	машинного	обучения.	Обучение	модели	с ис-
пользованием	«теплого»	запуска –	отличный	способ	сократить	шаги	обучения	
для	непрерывно	обучаемых	моделей.

Мы	представили	концепцию	участия	человека	в контуре	конвейера	машин-
ного	обучения,	а также	обсудили,	как	можно	реализовать	экспериментальный	
компонент.	Концепция	«участие	человека	в конвейере	машинного	обучения» –	
это	способ	добавления	экспертной	оценки	в качестве	необходимого	шага	кон-
вейера	перед	развертыванием	моделей.	Мы считаем,	что	сочетание	полностью	
автоматизированных	 компонентов	 и  нескольких	 операций,	 выполняемых	
специалистами	по	данным,	станет	дополнительным	аргументом	при	внедре-
нии	конвейеров	машинного	обучения.

В	следующих	двух	главах	мы	рассмотрим,	как	запустить	наш	конвейер	TFX	
в выбранной	среде	оркестрации.
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Глава 11
Конвейеры, часть 1:  

Apache Beam и Apache Airflow

В	предыдущих	главах	мы	рассмотрели	все	необходимые	компоненты	для	соз-
дания	конвейера	машинного	обучения	с использованием	TFX.	В этой	главе	мы	
соберем	все	компоненты	вместе	и покажем,	как	запустить	полный	конвейер	
с двумя	оркестровщиками:	Apache	Beam	и Apache	Airflow.	В главе	12	мы	также	
покажем,	как	запустить	конвейер	с помощью	Kubeflow	Pipelines.	Все	эти	ин-
струменты	используют	схожие	принципы,	но	мы	покажем,	в чем	заключаются	
различия	между	ними,	и предоставим	примеры	кода	для	каждого	из	них.

Как	мы	обсуждали	в  главе	1,	инструмент	оркестрации	конвейера	жизнен-
но	важен	для	абстрагирования	связующего	кода,	который	в противном	случае	
нам	пришлось	бы	написать	для	автоматизации	конвейера	машинного	обуче-
ния.	Как	показано	на	рис. 11.1,	компоненты	оркестрации	конвейера	распола-
гаются	под	компонентами,	которые	мы	уже	упоминали	в предыдущих	главах.	
Без	этих	инструментов	оркестрации	нам	пришлось	бы	написать	код,	проверя-
ющий,	когда	один	компонент	конвейера	завершает	работу,	запускает	следую-
щий	компонент,	планирует	запуски	конвейера	и т.	д.	К счастью,	весь	этот	код	
уже	существует	в виде	этих	оркестровщиков!

Загрузка 
данных

Проверка 
данных

Предваритель-
ная обработка 

данных

Обучение 
модели

Анализ 
и проверка 

модели

Разверты-
вание 

модели

Хранилище 
метаданных

Базы данных

Петли обратной связи

Оркестровка 
конвейера машинного 
обучения

Рис. 11.1.	Компоненты оркестрации конвейера

Мы	начнем	эту	главу	с обсуждения	вариантов	использования	различных	ин-
струментов.	Затем	рассмотрим	некоторый	общий	код,	необходимый	для	пере-
хода	от	интерактивного	конвейера	к конвейеру,	который	может	быть	создан	
с помощью	этих	инструментов.	Apache	Beam	и Apache	Airflow	настроить	про-



ще,	чем	конвейеры	Kubeflow,	поэтому	мы	обсудим	их	в этой	главе,	прежде	чем	
перейти	к более	мощным	конвейерам	Kubeflow	в главе	12.

какОй инСтрумент ОркеСтрации выбрать?
В	этой	главе	и в	главе	12	мы	обсудим	три	инструмента	оркестрации,	которые	
вы	можете	использовать	для	запуска	ваших	конвейеров:	Apache	Beam,	Apache	
Airflow	и Kubeflow	Pipelines.	Вам	нужно	выбрать	только	один	из	них	для	запус-
ка	каждого	отдельного	конвейера.	Прежде	чем	мы	углубимся	в подробности	
того,	как	использовать	все	эти	инструменты,	мы	опишем	некоторые	из	пре-
имуществ	и недостатков	каждого	из	них,	что	поможет	вам	решить,	какой	из	
этих	инструментов	лучше	всего	подходит	для	ваших	нужд.

Apache Beam
Если	вы	используете	TFX	для	своих	задач	конвейера,	вы	уже	установили	Apache	
Beam.	Поэтому	 если	вы	рассматриваете	минимальную	установку,	повторное	
использование	Beam	для	оркестрации –	логичный	выбор.	Его	просто	настро-
ить,	 и  он	также	позволяет	использовать	любую	 существующую	инфраструк-
туру	распределенной	обработки	данных,	с которой	вы,	возможно,	уже	знако-
мы	 (например,	Google	Cloud	Dataflow).	Вы также	можете	использовать	Beam	
в качестве	промежуточного	шага,	чтобы	убедиться,	что	ваш	конвейер	работает	
правильно,	прежде	чем	переходить	к Airflow	или	Kubeflow	Pipelines.

Однако	 в  Apache	 Beam	 отсутствуют	 различные	 инструменты	 для	 плани-
рования	обновлений	вашей	модели	или	мониторинга	процесса	 выполнения	
задач	конвейера.	Вот	где	выгодно	проявляются	преимущества	Apache	Airflow	
и Kubeflow	Pipelines.

Apache Airflow
Apache	Airflow	часто	уже	используется	в различных	компаниях,	внедряющих	
машинное	обучение,	для	задач	загрузки	данных.	Расширение	существующей	
настройки	Apache	Airflow	для	запуска	вашего	конвейера	избавляет	вас	от	не-
обходимости	изучать	новый	инструмент,	такой	как	Kubeflow.

Если	вы	используете	Apache	Airflow	в  сочетании	с  готовой	к работе	базой	
данных,	 такой	 как	 PostgreSQL,	 то	 можете	 воспользоваться	 преимуществами	
создания	и запуска	частичных	конвейеров.	Это	может	сэкономить	значитель-
ное	количество	времени,	если	трудоемкий	конвейер	выходит	из	строя	и вы	хо-
тите	избежать	повторного	запуска	всех	предыдущих	этапов	конвейера.

Kubeflow Pipelines
Если	у вас	уже	есть	опыт	работы	с Kubernetes	и доступ	к кластеру	Kubernetes,	
имеет	смысл	рассмотреть	такой	инструмент,	как	Kubeflow	Pipelines.	Хотя	уста-
новка	Kubeflow	более	сложна,	чем	установка	Airflow,	она	открывает	множество	
новых	 возможностей,	 включая	 возможность	 просмотра	 визуализаций	 TFDV	
и TFMA,	эволюцию	модели	и коллекции	артефактов.

Kubernetes	также	является	отличной	инфраструктурной	платформой	для	раз-
вертывания	моделей	машинного	обучения.	На текущий	момент	маршрутизация	
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логических	выводов	модели	с помощью	инструмента	Kubernetes	Istio	является	
передовым	достижением	в области	инфраструктуры	машинного	обучения.

Вы	можете	настроить	кластер	Kubernetes	так,	чтобы	иметь	возможность	ис-
пользовать	сервисы	различных	поставщиков	облачных	услуг,	и вам	не придется	
ограничиваться	лишь	одним	поставщиком.	Kubeflow	Pipelines	также	позволяет	
использовать	самое	современное	оборудование	для	обучения,	предоставляе-
мое	поставщиками	облачных	услуг.	Вы можете	запустить	конвейер	и эффек-
тивно	масштабировать	узлы	кластера,	наращивая	или	сокращая	их	мощности.

Kubeflow Pipelines на платформе AI
Также	можно	запустить	Kubeflow	Pipelines	на	платформе	Google	AI	Platform,	ко-
торая	является	частью	GCP.	Такое	решение	возьмет	на	себя	функции	обслужи-
вания	большей	части	инфраструктуры	и упростит	загрузку	данных	из	облач-
ных	хранилищ	Google	Cloud	Storage.	Кроме	того,	интеграция	Google	Dataflow	
упрощает	 масштабирование	 ваших	 конвейеров.	 Однако	 подобный	 вариант	
имеет	определенные	ограничения –	вы	сможете	использовать	сервисы	только	
одного	облачного	провайдера.

Если	 вы	решите	использовать	Apache	Beam	или	Airflow,	из	 этой	 главы	вы	
можете	получить	всю	необходимую	информацию.	Если	вы	выберете	Kubeflow	
(через	Kubernetes	или	на	платформе	AI	Google	Cloud),	вам	нужно	будет	про-
читать	только	следующий	раздел	этой	главы.	Материалы	данной	главы	про-
демонстрируют	вам,	как	преобразовать	ваш	интерактивный	конвейер	в сце-
нарий,	а затем	вы	сможете	сразу	перейти	к главе	12.

преОбразОвание вашегО интерактивнОгО кОнвейера TFx 
в прОизвОДСтвенный кОнвейер
До	этого	момента	в наших	примерах	было	показано,	 как	 запускать	 все	раз-
личные	компоненты	конвейера	TFX	в такой	среде,	как,	например,	блокноты	
(notebooks) –	иными	словами,	в интерактивном контексте.	Чтобы	запустить	
конвейер	в блокноте,	каждый	компонент	должен	запускаться	вручную	после	
завершения	работы	предыдущего.	Чтобы	автоматизировать	наши	конвейеры,	
нам	нужно	будет	написать	сценарий	Python,	который	будет	запускать	все	эти	
компоненты	без	какого-либо	участия	с нашей	стороны.

К	счастью,	у нас	уже	есть	все	части	этого	сценария.	Мы объединяем	вместе	
все	компоненты	конвейера,	которые	обсуждали	до	сих	пор:

ExampleGen

получает	новые	данные	из	источника	данных,	который	мы	хотим	исполь-
зовать	(см.	главу	3);

StatisticsGen

вычисляет	сводную	статистику	для	новых	данных	(см.	главу	4);

SchemaGen

определяет	 ожидаемые	признаки	модели,	 а также	 их	типы	и диапазоны	
(см.	главу	4);
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ExampleValidator

проверяет	 данные	 на	 соответствие	 схеме	 и  помечает	 любые	 аномалии	
(см. главу 4);

Transform

предварительно	обрабатывает	данные	в правильном	числовом	представ-
лении,	ожидаемом	моделью	(см.	главу	5);

Trainer

обучает	модель	на	новых	данных	(см.	главу	6);

Resolver

проверяет	наличие	ранее	одобренной	модели	и возвращает	ее	для	сравне-
ния	(см.	главу	7);

Evaluator

оценивает	качество	прогнозов	модели	на	оценочном	наборе	данных	и про-
веряет,	улучшается	ли	качество	предсказаний	модели	по	сравнению	с пре-
дыдущей	версией	(см.	главу	7);

Pusher

отправляет	модель	 в  рабочий	 каталог,	 если	 она	 проходит	 этап	проверки	
(см.	главу	7).	

Полный	конвейер	показан	в примере	11.1.

Пример 11.1.	Элементарный конвейер

import tensorflow_model_analysis as tfma
from tfx.components import (CsvExampleGen, Evaluator, ExampleValidator, Pusher,
                            ResolverNode, SchemaGen, StatisticsGen, Trainer, 
                            Transform)
from tfx.components.base import executor_spec
from tfx.components.trainer.executor import GenericExecutor 
from tfx.dsl.experimental import 
latest_blessed_model_resolver from tfx.proto import 
pusher_pb2, trainer_pb2
from tfx.types import Channel
from tfx.types.standard_artifacts import Model, ModelBlessing
from tfx.utils.dsl_utils import external_input

def init_components(data_dir, module_file, serving_model_dir,
                    training_steps=2000, eval_steps=200):

    examples = external_input(data_dir) 
    example_gen = CsvExampleGen(...) 
    statistics_gen = StatisticsGen(...) 
    schema_gen = SchemaGen(...) 
    example_validator = ExampleValidator(...) 
    transform = Transform(...)
    trainer = Trainer(...) 
    model_resolver = ResolverNode(...) 
    eval_config=tfma.EvalConfig(...)
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    evaluator = Evaluator(...) 
    pusher = Pusher(...)

    components = [ 
        example_gen, 
        statistics_gen, 
        schema_gen, 
        example_validator, 
        transform, 
        trainer, 
        model_resolver, 
        evaluator,
        pusher
    ]
    return components

В	 нашем	 демонстрационном	 проекте	 мы	 отделили	 создание	 экземпляра	
компонента	от	конфигурации	конвейера,	чтобы	сосредоточиться	на	настройке	
конвейера	для	различных	оркестровщиков.

Функция	 init_components	 создает	 экземпляры	 компонентов.	 В  дополнение	
к количеству	этапов	обучения	и оценки	требуется	три	входных	параметра:

data_dir

путь,	по	которому	можно	найти	данные	обучающего/оценочного	набора;

module_file

модуль	Python,	необходимый	для	компонентов	Transform	и Trainer.	Эти	ком-
поненты	описаны	в главах	5	и 6	соответственно;

serve_model_dir

путь	к каталогу,	в котором	должна	храниться	экспортированная	модель.

Помимо	небольших	изменений	в настройке	Google	Cloud,	которые	мы	об-
судим	в главе	12,	настройка	компонентов	будет	идентична	для	каждой	плат-
формы	оркестровщика.	Поэтому	мы	будем	повторно	использовать	опреде-
ление	компонента	в различных	примерах	настроек	для	Apache	Beam,	Apache	
Airflow	и Kubeflow	Pipelines.	Если	вы	хотите	использовать	Kubeflow	Pipelines,	
вы	можете	обнаружить,	что	для	отладки	вашего	конвейера	окажется	полезен	
Beam.	Но если	вы	хотите	сразу	перейти	к Kubeflow	Pipelines,	переходите	к сле-
дующей	главе.

преОбразОвание элементарнОгО интерактивнОгО 
кОнвейера Для BeaM и airFlow
Если	вы	хотите	организовать	конвейер	с помощью	Apache	Beam	или	Airflow,	
то	можете	преобразовать	блокнот	(notebook)	в конвейер,	выполнив	приведен-
ные	ниже	действия.	Для	всех	ячеек	в блокноте,	которые	вы	не хотите	экспор-
тировать,	используйте	волшебную	команду	Jupyter	%%skip_for_export	в начале	
каждой	ячейки.

Сначала	задайте	имя	конвейера	и инструмент	оркестрации:
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runner_type = 'beam'  ❶
pipeline_name = 'consumer_complaints_beam'

 ❶ Как	вариант –	airflow.

Затем	установите	все	соответствующие	пути	к файлам:

notebook_file = os.path.join(os.getcwd(), notebook_filename)

# Входы конвейера
data_dir = os.path.join(pipeline_dir, 'data')
module_file = os.path.join(pipeline_dir, 'components', 'module.py') 
requirement_file = os.path.join(pipeline_dir, 'requirements.txt')

# Выходы конвейера
output_base = os.path.join(pipeline_dir, 'output', pipeline_name) 
serving_model_dir = os.path.join(output_base, pipeline_name) 
pipeline_root = os.path.join(output_base, 'pipeline_root') 
metadata_path = os.path.join(pipeline_root, 'metadata.sqlite')

И	далее	перечислите	компоненты,	которые	хотите	включить	в свой	конвейер:

components = [
    example_gen, statistics_gen, schema_gen, example_validator, 
    transform, trainer, evaluator, pusher
]

И выполните экспорт вашего конвейера:

pipeline_export_file = 'consumer_complaints_beam_export.py' 
context.export_to_pipeline(notebook_file path=_notebook_file,
                           export_file path=pipeline_export_file, 
                           runner_type=runner_type)

Эта	 команда	 экспорта	 сгенерирует	 сценарий,	 который	 можно	 запустить	
с помощью	Beam	или	Airflow,	в зависимости	от	выбранного	вами	runner_type.

ввеДение в apache BeaM
Поскольку	многие	компоненты	TFX	работают	поверх	Apache	Beam,	мы	крат-
ко	рассказали	о нем	в главе	2.	Различные	компоненты	TFX	(например,	TFDV	
или	 Transform	 как	 компонент	TensorFlow)	 используют	Apache	 Beam	для	 аб-
стракции	внутренней	обработки	данных.	Но многие	из	тех	же	функций	Beam	
также	 могут	 использоваться	 для	 запуска	 вашего	 конвейера.	 В  следующем	
разделе	мы	покажем	вам,	как	организовать	наш	демонстрационный	проект	
на	основе	Beam.

ОркеСтрация кОнвейерОв TFx С пОмОщью apache BeaM
Apache	Beam	уже	установлен	как	зависимый	от	TFX	компонент,	и это	позволяет	
довольно	легко	начать	использовать	его	в качестве	инструмента	оркестрации	
конвейера.	Beam	очень	прост	и не	включает	всех	тех	функций,	которые	есть	
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в Airflow	или	Kubeflow	Pipelines,	таких	как	визуализация	графиков,	выполне-
ние	по	расписанию	и т.	д.

Beam	также	может	быть	хорошим	способом	отладки	конвейера	машинно-
го	обучения.	Используя	Beam	во	время	отладки	конвейера,	а затем	переходя	
к  Airflow	 или	 Kubeflow	 Pipelines,	 вы	 можете	 исключить	 основные	 причины	
ошибок	конвейера,	 возникающие	из-за	 более	 сложных	настроек	Airflow	или	
Kubeflow	Pipelines.

В	этом	разделе	мы	рассмотрим,	как	настроить	и запустить	наш	пример	кон-
вейера	TFX	с Beam.	Мы представили	функцию	Beam	Pipeline	в главе	2.	Это	то,	
что	мы	будем	использовать	вместе	с нашим	сценарием	из	примера	11.1	для	за-
пуска	конвейера.	Мы определим	Beam	Pipeline,	который	принимает	компонен-
ты	конвейера	TFX	в качестве	аргумента,	а также	подключается	к базе	данных	
SQLite,	содержащей	хранилище	метаданных	ML:

import absl
from tfx.orchestration import metadata, pipeline

def init_beam_pipeline(components, pipeline_root, direct_num_workers):

    absl.logging.info("Pipeline root set to: {}".format(pipeline_root)) 
    beam_arg = [
        "--direct_num_workers={}".format(direct_num_workers),   ❶
        "--requirements_file={}".format(requirement_file)
    ]

    P = pipeline.Pipeline(   ❷
        pipeline_name=pipeline_name, 
        pipeline_root=pipeline_root, 
        components=components, 
        enable_cache=False,   ❸
        metadata_connection_config=\
            metadata.sqlite_metadata_connection_config(metadata_path), 
        beam_pipeline_args=beam_arg)
    return p

 ❶  Beam	позволяет	указать	количество	рабочих	процессов.	Разумным	зна-
чением	по	умолчанию	для	этого	параметра	является	половина	числа	ЦП	
(если	ЦП	больше	одного)

 ❷ Здесь	вы	определяете	свой	объект	конвейера	и его	конфигурацию
 ❹ Мы можем	установить	для	кеша	значение	True,	если	хотим	избежать	по-
вторного	 запуска	 уже	 завершенных	 компонентов.	 Если	мы	 установим	
этот	флаг	в значение	False,	все	будет	пересчитываться	каждый	раз,	когда	
мы	заново	запускаем	конвейер

Конфигурация	 конвейера	 Beam	 должна	 содержать	 имя	 конвейера,	 путь	
к корню	каталога	конвейера	и список	компонентов,	которые	будут	выполнять-
ся	как	часть	конвейера.

Затем	мы	инициализируем	компоненты	из	примера	11.1,	инициализируем	
конвейер,	как	и раньше,	и запустим	конвейер	с помощью	команды	BeamDagRun-
ner().run(pipeline):

236	  Конвейеры, часть 1: Apache Beam и Apache Airflow 



from tfx.orchestration.beam.beam_dag_runner import BeamDagRunner

components = init_components(data_dir, module_file, serving_model_dir,
                                training_steps=100, eval_steps=100)
pipeline = init_beam_pipeline(components, pipeline_root, direct_num_workers) 
BeamDagRunner().run(pipeline)

Это	 минимальная	 настройка,	 которую	 вы	 можете	 легко	 интегрировать	
с остальной	инфраструктурой	или	задать	рабочее	расписание	с помощью	за-
дачи	cron.	Вы также	можете	масштабировать	этот	конвейер,	применяя	Apache	
Flink	(см.	https://flink.apache.org/)	или	Spark.	Пример	использования	Flink	кратко	
описан	в примере	TFX,	опубликованном	по	ссылке	https://oreil.ly/FYzLY.

В	следующем	разделе	мы	перейдем	к Apache	Airflow.	Apache	Airflow	содержит	
множество	дополнительных	функций,	 когда	мы	 используем	 его	 для	 оркест-
рации	наших	конвейеров.

ввеДение в apache airFlow
Airflow –	это	проект	Apache	для	автоматизации	рабочих	процессов.	Проект	был	
запущен	в 2016	году,	и с	тех	пор	он	привлек	значительное	внимание	крупных	
корпораций	и всего	сообщества	специалистов	по	анализу	данных.	В декабре	
2018	года	проект	вышел	из	«инкубатора»	Apache	и стал	собственным	проектом	
Apache.

Apache	 Airflow	 позволяет	 представлять	 задачи	 рабочего	 процесса	 в  виде	
направленных	ациклических	графов	 (НАГ),	представленных	как	код	Python.	
Кроме	того,	Airflow	позволяет	 планировать	 и  контролировать	 рабочие	про-
цессы.	Это	делает	его	идеальным	инструментом	оркестрации	для	наших	кон-
вейеров	TFX.

В	данном	разделе	мы	рассмотрим	основные	настройки	Airflow.	Затем	мы	по-
кажем,	как	можем	использовать	его	для	запуска	нашего	демонстрационного	
проекта.

Установка и начальная настройка
Базовая	настройка	Apache	Airflow	проста.	Если	вы	используете	Mac	или	Linux,	
определите	 каталог,	 предназначенный	для	 размещения	 данных	Airflow,	 вы-
полнив	следующую	команду:

$ export AIRFLOW_HOME=~/airflow

Как	только	основная	папка	данных	для	Airflow	определена,	вы	можете	уста-
новить	Airflow:

$ pip install apache-airflow

Airflow	можно	установить	со	множеством	зависимостей.	На момент	напи-
сания	 этой	 книги	 список	 расширений	 включал	 поддержку	 PostgreSQL,	Dask,	
Celery	и Kubernetes.

Полный	список	расширений	Airflow	и способы	их	установки	можно	найти	
в документации	Airflow	(см. https://oreil.ly/evVfY).
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Теперь,	 когда	Airflow	 установлен,	 вам	 необходимо	 создать	 исходную	 базу	
данных,	в которой	будет	храниться	вся	информация	о статусе	задачи.	В Airflow	
имеется	специальная	команда	для	инициализации	базы	данных	Airflow:

$ airflow initdb

Если	вы	используете	стандартную	конфигурацию	Airflow	и не	изменяли	ни-
какие	настройки,	Airflow	создаст	экземпляр	базы	данных	SQLite.	Такой	вариант	
установки	подходит	для	выполнения	демонстрационных	проектов	и неболь-
ших	рабочих	процессов.	Если	вы	хотите	масштабировать	свой	рабочий	про-
цесс	с помощью	Apache	Airflow,	мы	настоятельно	рекомендуем	более	глубоко	
погрузиться	в документацию.

Минимальный	 вариант	 конфигурации	 Airflow	 включает	 планировщик	
Airflow,	 который	 координирует	 задачи	 и  зависимости	 задач,	 а  также	 веб-
сервера,	 который	 предоставляет	 пользовательский	 интерфейс	 для	 запуска,	
остановки	и мониторинга	задач.

Запустите	планировщик	с помощью	следующей	команды:

$ airflow scheduler

В	другом	окне	терминала	запустите	веб-сервер	Airflow,	выполнив	следую-
щую	команду:

$ airflow webserver -p 8081

Аргумент	команды	-p	определяет	порт,	через	который	ваш	веб-браузер	мо-
жет	 получить	доступ	 к  интерфейсу	Airflow.	 Когда	 все	 заработает,	 в  браузере	
перейдите	по	ссылке	http://127.0.0.1:8081.	Вы должны	увидеть	интерфейс,	по-
казанный	на	рис. 11.2.

Рис. 11.2.	Пользовательский интерфейс Apache Airflow
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Конфигурация Airflow
Настройки	Airflow	по	 умолчанию	можно	переопределить,	 изменив	
соответствующие	параметры	в конфигурации	Airflow.	Если	вы	хра-
ните	 определения	 ваших	 графов	 не  в  каталоге	 ~/airflow/dags,	 а  в	
другом	месте,	вам	может	понадобиться	изменить	конфигурацию	по	
умолчанию,	указав	новые	местоположения	графов	конвейера	в ~/air-
flow/airflow.cfg.

Элементарный пример использования Airflow
Выполнив	установку	Airflow,	давайте	посмотрим,	как	настроить	элементарный	
конвейер	Airflow.	В этом	примере	мы	не будем	использовать	какие-либо	ком-
поненты	TFX.

Конвейеры	рабочего	процесса	определены	как	 сценарии	Python,	и Airflow	
ожидает,	 что	 определения	 НАГ	 будут	 размещены	 в  ~/airflow/dags.	 Элемен-
тарный	конвейер	состоит	из	конфигураций	Airflow	для	конкретного	проекта,	
определений	задач	и определения	зависимостей	задач.

Конфигурация Airflow для конкретного проекта
Airflow	дает	вам	возможность	настраивать	параметры	для	конкретного	проек-
та,	например	определить,	когда	повторять	неудачно	завершившиеся	рабочие	
процессы,	или	указать,	кому	присылать	уведомления	в случае	сбоя	рабочего	
процесса.	 Список	 вариантов	 конфигурации	 достаточно	 обширен.	 Мы  реко-
мендуем	вам	обратиться	к документации	Airflow	(см.	https://airflow.apache.org/),	
где опубликован	самый	свежий	обзор	его	возможностей.	

Определение	параметров	конфигурации	вашего	конвейера	Airflow	начина-
ется	 с  импорта	 соответствующих	модулей	Python	и  указания	 определенных	
параметров	конфигурации	проекта:

from airflow import DAG
from datetime import datetime, timedelta

project_cfg = {   ❶
    'owner': 'airflow',
    'email': ['your-email@example.com'], 
    'email_on_failure': True, 
    'start_date': datetime(2019, 8, 1),
    'retries': 1,
    'retry_delay': timedelta(hours=1),
}

dag = DAG(  ❷
    'basic_pipeline', 
    default_args=project_cfg, 
    schedule_interval=timedelta(days=1))

 ❶ Местоположение	для	определения	конфигурации	проекта	
 ❷ Airflow	возьмет	объект	DAG
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Airflow	также	предоставляет	ряд	параметров	конфигурации	для	настройки	
объектов	DAG.

Определения задач
После	того	 как	мы	 задали	параметры	конфигурации	для	настройки	объекта	
DAG,	мы	можем	создавать	задачи	рабочего	процесса.	Airflow	предоставляет	опе-
раторы	задач,	которые	запускают	выполнение	задач	в среде	Bash	или	Python.	
Другие	предопределенные	операторы	позволяют	подключаться	 к  сегментам	
облачного	хранилища	данных,	таким	как	GCP	Storage	или	AWS	S3.

Ниже	приведен	простейший	пример	определения	задач:

from airflow.operators.python_operator import PythonOperator

def example_task(_id, **kwargs):
    print("task {}".format(_id))
    return "completed task {}".format(_id)

task_1 = PythonOperator( 
    task_id=’task 1’, 
    provide_context=True, 
    python_callable=example_task, 
    op_kwargs={'_id': 1}, 
    dag=dag,
)

task_2 = PythonOperator( 
    task_id=’task 2’, 
    provide_context=True, 
    python_callable=example_task, 
    op_kwargs={'_id': 2}, 
    dag=dag,
)

В	конвейере	TFX	вам	не нужно	определять	эти	задачи,	потому	что	библио-
тека	TFX	выполняет	за	вас	эту	операцию.	Но эти	примеры	помогут	вам	понять,	
что	происходит	«за	кулисами».

Зависимости задач
В	конвейерах	машинного	обучения	задачи	зависят	друг	от	друга.	Например,	
задачи	по	обучению	модели	требуют,	чтобы	проверка	данных	выполнялась	до	
начала	обучения.	Airflow	предоставляет	вам	множество	возможностей	для	объ-
явления	этих	зависимостей.	

Предположим,	что	наша	задача	task_2	зависит	от	задачи	task_1.	Вы можете	
определить	зависимость	задач	следующим	образом:

task_1.set_downstream(task_2)

В	Airflow	также	имеется	возможность	для	обозначения	зависимостей	задач	
с помощью	оператора	битового	сдвига:

task_1 >> task_2 >> task_X
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В	 предыдущем	 примере	 мы	 определили	 цепочку	 задач.	 Каждая	 из	 задач	
будет	 выполняться	 в  том	 случае,	 если	 предыдущая	 задача	 будет	 выполнена	
успешно.	Если	какая-либо	из	задач	не завершится	успешно,	зависимые	задачи	
не будут	выполнены,	и Airflow	помечает	их	как	пропущенные.

Опять	же,	в конвейере	TFX	все	это	берет	на	себя	библиотека	TFX.

Собираем все вместе
После	того	как	мы	познакомились	со	всеми	этапами	настройки	по	отдельно-
сти,	давайте	соберем	все	вместе.	В каталоге	DAG,	размещенном	в пути	AIRFLOW_
HOME	(обычно	это	каталог)	~/airflow/dags,	создайте	новый	файл	basic_pipeline.py:

from airflow import DAG
from airflow.operators.python_operator import PythonOperator
from datetime import datetime, timedelta

project_cfg = { 
    'owner': 'airflow',
    'email': ['your-email@example.com'], 
    'email_on_failure': True, 
    'start_date': datetime(2020, 5, 13),
    'retries': 1,
    'retry_delay': timedelta(hours=1),
}

dag = DAG('basic_pipeline',
    default_args=project_cfg, 
    schedule_interval=timedelta(days=1))

def example_task(_id, **kwargs):
    print("Task {}".format(_id))
    return "completed task {}".format(_id)

task_1 = PythonOperator( 
    task_id='task_1', 
    provide_context=True, 
    python_callable=example_task, 
    op_kwargs={'_id': 1}, 
    dag=dag,
)

task_2 = PythonOperator( 
    task_id=’task_2’, 
    provide_context=True, 
    python_callable=example_task, 
    op_kwargs={'_id': 2}, 
    dag=dag,
)

task_1 >> task_2

Вы	можете	протестировать	настройку	конвейера,	выполнив	следующую	ко-
манду	в терминале:

python ~/airflow/dags/basic_pipeline.py
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Наш	оператор	print	будет	выводить	результат	в файлы	журнала	Airflow,	а не	
в терминал.	Файл	журнала	Airflow	находится	в каталоге,	путь	к которому	ука-
зан	ниже:

~/airflow/logs/NAME OF YOUR PIPELINE/TASK NAME/EXECUTION TIME

Чтобы	проверить	результаты	выполнения	первой	задачи	из	нашего	основ-
ного	конвейера,	мы	должны	просмотреть	файл	журнала:

$ cat ../logs/basic_pipeline/task_1/2019-09-07T19\:36\:18.027474+00\:00/1.log

...
[2019-09-07 19:36:25,165] {logging_mixin.py:95} INFO - Task 1  @@ 1 @@
[2019-09-07 19:36:25,166] {python_operator.py:114} INFO - Done. Returned value was: 
completed task 1
[2019-09-07 19:36:26,112] {logging_mixin.py:95} INFO - [2019-09-07 19:36:26,112]  ❶
{local_task_job.py:105} INFO - Task exited with return code 0

 ❶ Наш	оператор	print
 ❷ Наше	ответное	сообщение	после	успешного	завершения

Чтобы	проверить,	распознал	ли	Airflow	новый	конвейер,	вы	можете	выпол-
нить	следующую	команду:

$ airflow list_dags

------------------------------------------------------------------- 
DAGS
-------------------------------------------------------------------
basic_pipeline

Этот	результат	показывает,	что	конвейер	был	успешно	распознан.
Теперь,	когда	у вас	есть	понимание	основных	принципов	работы	конвейера	

Airflow,	давайте	применим	его	на	практике	в нашем	демонстрационном	про-
екте.

ОркеСтрация кОнвейерОв TFx С пОмОщью apache airFlow
В	этом	разделе	мы	продемонстрируем	примеры	оркестрации	конвейеров	TFX	
с помощью	Airflow.	Это	позволяет	нам	использовать	такие	функции,	как	поль-
зовательский	 интерфейс	Airflow	 и  его	 возможности	 планирования,	 которые	
очень	полезны	при	развертывании	в промышленной	среде.

Настройка конвейера
Настройка	конвейера	TFX	с помощью	Airflow	очень	похожа	на	настройку	Beam-
DagRunner	для	Beam,	за	исключением	того,	что	нам	нужно	настроить	дополни-
тельные	параметры	для	работы	с Airflow.

Вместо	того	чтобы	импортировать	BeamDagRunner,	мы	будем	использовать	Air-
flowDAGRunner.	Этот	модуль	запуска	задач	имеет	дополнительный	аргумент,	при-
нимающий	определенную	конфигурацию	Apache	Airflow	(т.	е.	конфигурацию,	
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которую	мы	обсуждали	в разделе	«Конфигурация	Airflow	для	конкретного	про-
екта»	этой	главы).	AirflowDagRunner	берет	на	себя	все	определения	задач	и за-
висимостей,	 которые	мы	описали	ранее,	и нам	остается	 сосредоточиться	на	
настройке	нашего	конвейера.

Как	мы	упоминали	ранее,	файлы	для	конвейера	Airflow	должны	находиться	
в каталоге	~/airflow/dags.	Мы также	обсудили	некоторые	общие	конфигурации	
для	Airflow,	такие	как	планирование.	Для	нашего	конвейера	мы	определяем	
следующие	параметры	конфигурации:

airflow_config = { 
    'schedule_interval': None,
    'start_date': datetime.datetime(2020, 4, 17), 
    'pipeline_name': 'your_ml_pipeline',
}

Как	и в	примере	с Beam,	мы	инициализируем	компоненты	и определяем	ко-
личество	рабочих	процессов:

from tfx.orchestration import metadata, pipeline

def init_pipeline(components, pipeline_root:Text,
                  direct_num_workers:int) -> pipeline.Pipeline:

    beam_arg = [
        "--direct_num_workers={}".format(direct_num_workers),
    ]
    p = pipeline.Pipeline(pipeline_name=pipeline_name,
                          pipeline_root=pipeline_root, 
                          components=components, 
                          enable_cache=True, 
                          metadata_connection_config=metadata.
                          sqlite_metadata_connection_config(metadata_path), 
                          beam_pipeline_args=beam_arg)
    return p

Затем	мы	инициализируем	конвейер	и запускаем	его:

from tfx.orchestration.airflow.airflow_dag_runner import AirflowDagRunner
from tfx.orchestration.airflow.airflow_dag_runner import AirflowPipelineConfig
from base_pipeline import init_components

components = init_components(data_dir, module_file, serving_model_dir,
                            training_steps=100, eval_steps=100) 
pipeline = init_pipeline(components, pipeline_root, 0)
DAG = AirflowDagRunner(AirflowPipelineConfig(airflow_config)).run(pipeline)

Опять	же,	этот	код	очень	похож	на	код	для	конвейера	Apache	Beam,	но вместо	
BeamDagRunner	мы	используем	AirflowDagRunner	и AirflowPipelineConfig.	Мы инициа-
лизируем	компоненты,	используя	пример	11.1,	а затем	Airflow	ищет	перемен-
ную	с именем	DAG.

В	репозитории	GitHub,	созданном	для	этой	книги	(репозиторий	размещен	
по	адресу	https://oreil.ly/bmlp-git),	мы	предоставляем	контейнер	Docker,	кото-
рый	 позволяет	 легко	 запустить	 наш	 демонстрационный	 пример	 конвейера	
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с помощью	Airflow.	Он устанавливает	веб-сервер	Airflow	и планировщик	и пе-
ремещает	файлы	в нужные	каталоги.	Более	подробная	информация	о Docker	
содержится	в приложении	A этой	книги.

Запуск конвейера
Как	мы	обсуждали	ранее,	после	того	как	мы	запустили	наш	веб-сервер	Airflow,	
мы	можем	открыть	пользовательский	интерфейс,	используя	указанный	нами	
порт.	Примерный	вид	пользовательского	интерфейса	показан	на	рис. 11.3.	Что-
бы	запустить	конвейер,	нам	нужно	включить	конвейер,	а затем	запустить	его	
с помощью	кнопки	Trigger	DAG,	обозначенной	значком	Play.	

Рис. 11.3.	Включение	DAG	в Airflow

Графическое	 представление	 графа	 конвейера	 в  пользовательском	 интер-
фейсе	веб-сервера	(рис. 11.4)	дает	нам	возможность	просмотра	зависимостей	
компонентов	и хода	выполнения	конвейера.

Рис. 11.4.	Просмотр графа Airflow

	Вам	нужно	будет	обновить	страницу	браузера,	чтобы	увидеть	обновления,	
отображающие	прогресс	работы	конвейера.	Компоненты,	успешно	завершив-
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шие	работу,	будут	отображаться	с зеленой	рамкой	вокруг	их	названий,	как	по-
казано	 на	 рис.  11.5.	 Вы можете	 просмотреть	журналы	 каждого	 компонента,	
щелкнув	его	название.

Рис. 11.5.	Готовый конвейер в Airflow

Оркестровка	конвейеров	с помощью	Airflow –	хороший	вариант,	если	вам	
нужны	 сравнительно	 несложная	 установка	 и  пользовательский	 интерфейс	
или	если	ваша	компания	уже	использует	Airflow.	Но если	ваша	компания	уже	
использует	кластеры	Kubernetes,	в следующей	главе	описываются	конвейеры	
Kubeflow –	гораздо	более	продвинутый	инструмент	оркестровки.

резюме
В	этой	главе	мы	обсудили	различные	варианты	оркестровки	конвейеров	ма-
шинного	 обучения.	 Вам	 нужно	 выбрать	 инструмент,	 который	 лучше	 всего	
подходит	для	вашей	настройки	и вашего	варианта	использования.	Мы проде-
монстрировали,	как	использовать	Apache	Beam	для	запуска	конвейера,	затем	
познакомили	вас	с Airflow	и его	основами	и,	наконец,	показали,	как	запустить	
весь	конвейер	с помощью	Airflow.

В	 следующей	 главе	 мы	 покажем,	 как	 запускать	 конвейеры	 с  помощью	
Kubeflow	Pipelines	на	Google	AI	Platform.	Если	вы	не будете	использовать	этот	
вариант,	то	можете	сразу	перейти	к главе	13,	где	мы	покажем	вам,	как	превра-
тить	ваш	конвейер	в цикл,	используя	петли	обратной	связи.
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Глава 12
Конвейеры, часть 2:  

Kubeflow Pipelines

В	 главе	 11	 мы	 обсудили	 инструменты	 оркестрации	 конвейеров	 машинного	
обуче	ния –	 Apache	 Beam	 и Apache	Airflow.	 Эти	 два	 инструмента	 оркестров-
ки	имеют	несколько	больших	преимуществ:	Apache	Beam	прост	в настройке,	
а Apache	Airflow	широко	применяется	для	других	задач	ETL.	

В	данной	главе	мы	хотим	обсудить	еще	один	инструмент	оркестрации	наших	
конвейеров –	Kubeflow	Pipelines.	Kubeflow	Pipelines	позволяет	нам	выполнять	
задачи	машинного	обучения	в кластерах	Kubernetes,	что	обеспечивает	высо-
кую	масштабируемость	конвейерного	решения.	Как	рассказывалось	в главе	11	
и как	показано	на	рис. 12.1,	наш	инструмент	оркестровки	выполняет	функции	
координации	работы	всех	компонентов	конвейера.

Загрузка 
данных

Проверка 
данных

Предваритель-
ная обработка 

данных

Обучение 
модели

Анализ 
и проверка 

модели

Разверты-
вание 

модели

Хранилище 
метаданных

Базы данных

Петли обратной связи

Оркестровка 
конвейера машинного 
обучения

Рис. 12.1.	Инструменты оркестрации конвейеров 

Настройка	 Kubeflow	 Pipelines	 более	 сложна,	 чем	 установка	Apache	Airflow	
или	Apache	Beam.	Но,	как	мы	покажем	далее	в этой	главе,	данный	инструмент	
содержит	 множество	 полезных	 функций,	 в  числе	 которых	 Pipeline	 Lineage	
Browser –	браузер,	позволяющий	просмотреть	линии	сценариев	работы	кон-
вейера,	 TensorBoard	 Integration –	 инструмент,	 обеспечивающий	 интеграцию	
с TensorBoard,	а также	возможность	просмотра	визуализированных	представ-
лений	TFDV	и TFMA.	Кроме	того,	он	использует	такие	преимущества	Kubernetes,	
как,	 например,	 автоматическое	масштабирование	модулей	 вычислений,	 по-
стоянные	тома,	запросы	и ограничения	ресурсов.

Эта	глава	разделена	на	две	части.	В первой	части	мы	обсудим,	как	настраи-
вать	и запускать	конвейеры	с помощью	Kubeflow	Pipelines.	



Приведенный	вариант	установки	не зависит	от	среды	выполнения.	Это	мо-
жет	 быть	 облачный	 провайдер,	 предлагающий	 управляемые	 кластеры	
Kubernetes,	или	локальная	установка	Kubernetes.

Введение в Kubernetes
Если	вы	незнакомы	с концепциями	и терминологией	Kubernetes,	мы	
предлагаем	вам	начать	с приложений	к этой	книге.	Приложение A	
содержит	краткий	обзор	Kubernetes.

Во	второй	части	главы	мы	обсудим,	как	запустить	Kubeflow	Pipelines,	исполь-
зуя	платформу	Google	Cloud	AI.	Такой	вариант	характерен	для	среды	Google	
Cloud.	Этот	облачный	провайдер	берет	на	себя	большую	часть	задач,	связанных	
с инфраструктурой,	и позволяет	использовать	Dataflow	для	простого	масшта-
бирования	задач,	предполагающих	работу	с данными	(например,	задач	пред-
варительной	обработки	данных).	Мы рекомендуем	этот	путь,	если	вы	хотите	
использовать	Kubeflow	Pipelines,	 но	 не  хотите	тратить	 время	на	 управление	
инфраструктурой	Kubernetes.

ввеДение в KuBeFlow pipelines
Kubeflow	Pipelines –	это	инструмент	оркестрации	на	основе	Kubernetes,	ори-
ентированный	на	машинное	обучение.	В то	время	как	Apache	Airflow	был	раз-
работан	для	процессов	ETL,	в основе	Kubeflow	Pipelines	лежит	сквозное	выпол-
нение	конвейеров	машинного	обучения.

Kubeflow	Pipelines	предоставляет	удобный	пользовательский	интерфейс	для	
мониторинга	работы	конвейеров	машинного	обучения.	Этот	интерфейс –	цент-
ральное	связующее	звено	для	специалистов	по	обработке	данных	(мы	расска-
жем	об	этом	подробнее	в разделе	«Полезные	функции	Kubeflow	Pipelines»),	а так-
же	 способ	 планирования	 запусков	 непрерывных	 построений	 модели.	 Кроме	
того,	Kubeflow	Pipelines	предоставляет	собственный	пакет	средств	разработки	
программного	обеспечения	(Software	Development	Kit,	SDK)	для	создания	кон-
тейнеров	Docker	для	построения	и оркестровки	контейнеров.	Доменно-ориен-
тированный	язык	(domain-specific	language,	DSL)	Kubeflow	Pipeline	обеспечивает	
большую	гибкость	в настройке	шагов	конвейера,	но	также	требует	более	высокой	
степени	координации	между	компонентами.	Мы считаем,	что	конвейеры	TFX	
ведут	к более	высокому	уровню	стандартизации	конвейеров	и,	следовательно,	
позволяют	снизить	число	ошибок.	Если	вас	интересуют	более	подробные	све-
дения	о пакете	SDK	Kubeflow	Pipelines,	мы	можем	порекомендовать	литературу,	
приведенную	в разделе	«Kubeflow	или	Kubeflow	Pipelines?»	этой	главы.

Когда	 мы	 настраиваем	 Kubeflow	 Pipelines,	 как	 будет	 показано	 в  разделе	
«Установка	 и  начальная	 настройка»,	 Kubeflow	 Pipelines	 установит	 различ-
ные	 инструменты,	 включая	 пользовательский	 интерфейс,	 контроллер	 рабо-
чего	процесса,	экземпляр	базы	данных	MySQL	и хранилище	метаданных	ML	
MetadataStore,	о котором	рассказывалось	в разделе	«	Что	такое	метаданные	ML	
Metadata?»	главы	2.

Когда	мы	запустим	наш	конвейер	TFX	с Kubeflow	Pipelines,	вы	заметите,	что	
каждый	компонент	запускается	как	собственный	модуль	Kubernetes.	Как	пока-
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зано	на	рис. 12.2,	каждый	компонент	подключается	к центральному	хранили-
щу	метаданных	в кластере	и может	загружать	артефакты	либо	из	постоянного	
тома	хранилища	кластера	Kubernetes,	либо	из	облачного	хранилища.	Все	вы-
ходные	данные	компонентов	 (например,	 статистика	данных,	 собранная	при	
выполнении	TFDV	или	для	экспортированных	моделей)	регистрируются	в хра-
нилище	метаданных	и сохраняются	как	артефакты	на	постоянном	томе	или	
в сегменте	облачного	хранилища.

Кластер 
Kubernetes

Постоянный том 
для размещения 

данных, 
модулей, 
моделей

Пользовательский интерфейс / 
интерфейс командной строки 

конвейера Kubeflow

Модули Kubernetes 
(pods) для приложе-

ния Kubeflow

Модули Kubernetes 
(pods) для 

компонентов

Модули Kubernetes 
(pods) для 

компонентов

Хранилище 
метаданных

Модули компонентов, управляемые 
посредством Арго

Рис. 12.2.	Обзор Kubeflow Pipelines

Kubeflow или Kubeflow Pipelines?
Kubeflow	Pipelines	и Kubeflow	часто	путают.	Kubeflow –	это	набор	проектов	
с открытым	исходным	кодом,	который	включает	в себя	множество	инстру-
ментов	машинного	обучения,	включая	TFJob	для	обучения	машинных	мо-
делей,	Katib	для	оптимизации	гиперпараметров	модели	и KFServing	для	раз-
вертывания	моделей	машинного	обучения.	Kubeflow	Pipelines –	еще	один	из	
проектов	пакета	Kubeflow,	предназначенный	для	решения	задач	разверты-
вания	и управления	сквозными	рабочими	процессами	машинного	обучения.
В	 этой	 главе	 мы	 сосредоточимся	 только	 на	 установке	 и  эксплуата-
ции	Kubeflow	Pipelines.	 Если	 вас	 интересует	 более	 глубокое	 знакомство	
с Kubeflow,	мы	рекомендуем	документацию	по	проекту.
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Кроме	того,	мы	можем	порекомендовать	две	книги	по	Kubeflow:
	� «Руководство	по	эксплуатации	Kubeflow»	Джоша	Паттерсона	и др.		
(Kubeflow	Operations	Guide	by	Josh	Patterson	et	al.,	O’Reilly);

	� «Kubeflow	для	машинного	обучения»	Холдена	Карау	и др.	(Kubeflow	
for	Machine	Learning	(forthcoming)	by	Holden	Karau	et	al.,	O’Reilly) –	
эта	книга	готовится	к выпуску.

Как	будет	показано	в данной	главе,	Kubeflow	Pipelines	предоставляет	хорошо	
масштабируемый	способ	запуска	конвейеров	машинного	обучения.	Kubeflow	
Pipelines	незаметно	запускает	Argo	для	оркестровки	зависимостей	отдельных	
компонентов.	Благодаря	такой	оркестрации	при	помощи	Argo	оркестровка	на-
шего	конвейера	будет	основываться	на	другом	рабочем	процессе,	как	мы	уже	
упоминали	в главе	11.	Мы рассмотрим	рабочий	процесс	оркестрации	Kubeflow	
Pipelines	 в  разделе	 «Оркестровка	 конвейеров	 TFX	 с  помощью	 Kubeflow	
Pipelines»	этой	главы.

Что такое Argo?
Argo –	 это	 набор	 инструментов	 для	 управления	 рабочими	 процессами,	
развертыванием	и задачами	непрерывного	развертывания	приложений.	
Первоначально	разработанный	для	управления	задачами	DevOps,	он	так-
же	является	отличным	менеджером	рабочих	процессов	машинного	обуче-
ния.	Argo	управляет	всеми	задачами	как	контейнерами	в среде	Kubernetes.	
Для	дополнительной	информации	обратитесь	к постоянно	пополняемой	
документации	Argo	(см.	https://oreil.ly/K2R5H).

Установка и начальная настройка
Kubeflow	Pipelines	работает	внутри	кластера	Kubernetes.	Здесь	мы	предпола-
гаем,	что	у вас	есть	кластер	Kubernetes,	конфигурация	которого	включает	как	
минимум	 16	 ГБ	 оперативной	 памяти	 и  8	ЦП	 в  пуле	 вычислительных	 узлов,	
и что	вы	настроили	kubectl	для	подключения	к недавно	созданному	кластеру	
Kubernetes.	

Создайте кластер Kubernetes
Элементарные	 примеры	 настройки	 кластера	 Kubernetes	 на	 локальном	
компьютере	или	у облачного	провайдера,	такого	как	Google	Cloud,	приво-
дятся	в приложениях	A и	B.	Из-за	требований	к ресурсам,	предъявляемых	
Kubeflow	Pipelines,	предпочтительным	вариантом	является	использование	
Kubernetes	с облачным	провайдером.	Вот	несколько	примеров	управляе-
мых	сервисов	Kubernetes,	предоставляемых	облачными	провайдерами:
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1)	Amazon	Elastic	Kubernetes	Service	(Amazon	EKS);
2)	Google	Kubernetes	Engine	(GKE);
3)	служба	Microsoft	Azure	Kubernetes	(AKS);
4)	служба	IBM	Kubernetes.

Для	того	чтобы	глубже	погрузиться	в архитектуру	Kubeflow –	Kubernetes,	
мы	 настоятельно	 рекомендуем	 книгу	 «Работа	 с  Kubernetes»	 Брендана	
Бернса	и др.	(Kubernetes:	Up and	Running	by	Brendan	Burns	et	al.,	O’Reilly).

Для	оркестровки	нашего	конвейера	мы	устанавливаем	Kubeflow	Pipelines	как	
отдельное	приложение	и без	дополнительных	инструментов,	которые	являют-
ся	частью	проекта	Kubeflow.	С помощью	следующих	команд	bash	мы	можем	
настроить	нашу	автономную	установку	Kubeflow	Pipelines.	Полная	установка	
может	занять	около	пяти	минут.

$ export PIPELINE_VERSION=0.5.0
$ kubectl apply -k "github.com/kubeflow/pipelines/manifests/"\ 
    "kustomize/cluster-scoped-resources?ref=$PIPELINE_VERSION"
customresourcedefinition.apiextensions.k8s.io/ 
    applications.app.k8s.io created
...
clusterrolebinding.rbac.authorization.k8s.io/
    kubeflow-pipelines-cache-deployer-clusterrolebinding created

$ kubectl wait --for condition=established \
               --timeout=60s crd/applications.app.k8s.io 
customresourcedefinition.apiextensions.k8s.io/
    applications.app.k8s.io condition met

$ kubectl apply -k "github.com/kubeflow/pipelines/manifests/"\ 
    "kustomize/env/dev?ref=$PIPELINE_VERSION"

Вы	можете	проверить,	 как	идет	 установка,	 выведя	на	 экран	информацию	
о созданных	модулях	(pods):

$ kubectl -n kubeflow get pods
NAME                                                READY         STATUS        AGE
cache-deployer-deployment-c6896d66b-62gc5           0/1           Pending       90s
cache-server-8869f945b-4k7qk                        0/1           Pending       89s
controller-manager-5cbdfbc5bd-bnfxx                 0/1           Pending       89s
...   

Через	 несколько	 минут	 состояние	 всех	 модулей	 должно	 измениться,	 и  в	
столбце	STATUS	должно	появиться	значение	Running.	Если	в вашем	конвейере	
возникают	какие-либо	ошибки	(например,	недостаточно	вычислительных	ре-
сурсов),	состояние	модулей	укажет	на	ошибку:
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$ kubectl -n kubeflow get pods
NAME                                                READY         STATUS        AGE
cache-deployer-deployment-c6896d66b-62gc5           1/1           Running       4m6s
cache-server-8869f945b-4k7qk                        1/1           Running       4m6s
controller-manager-5cbdfbc5bd-bnfxx                 1/1           Running       4m6s
...   

Информацию	об	отдельных	модулях	можно	получить	с помощью	команды

kubectl -n kubeflow describe pod <pod name>

Управляемая установка Kubeflow Pipelines
Если	вы	хотите	поэкспериментировать	с Kubeflow	Pipelines,	Google	
Cloud	предоставляет	возможности	управляемой	установки	на	плат-
форме	Google	Cloud.	 В  разделе	 «Конвейеры	на	 основе	платформы	
искусственного	интеллекта	Google	Cloud»	этой	главы	мы	подробно	
обсудим,	 как	 запускать	 конвейеры	TFX	на	платформе	искусствен-
ного	интеллекта	Google	Cloud	и как	настраивать	Kubeflow	Pipelines,	
используя	инструменты	Google	Cloud	Marketplace.

Доступ к установленному экземпляру Kubeflow Pipelines
Если	установка	завершилась	успешно,	независимо	от	вашего	облачного	про-
вайдера	или	службы	Kubernetes	вы	можете	получить	доступ	к пользователь-
скому	 интерфейсу	 Kubeflow	 Pipelines,	 настроив	 переадресацию	 порта	 с  по-
мощью	Kubernetes:

$ kubectl port-forward -n kubeflow svc/ml-pipeline-ui 8080:80

При	работающем	перенаправлении	порта	вы	можете	получить	доступ	к кон-
вейерам	 Kubeflow	 в  своем	 браузере,	 перейдя	 по	 адресу	 http://localhost:8080.	
Для производственных	сценариев	использования	необходимо	создать	балан-
сировщик	нагрузки	для	службы	Kubernetes.

Пользователи	Google	Cloud	могут	получить	доступ	к Kubeflow	Pipelines,	по-
лучив	 доступ	 к  общедоступному	 домену,	 созданному	 для	 вашей	 установки	
Kubeflow.	Вы можете	получить	URL-адрес,	выполнив	команду

$ kubectl describe configmap inverse-proxy-config -n kubeflow \
| grep googleusercontent.com
<id>-dot-<region>.pipelines.googleusercontent.com

Затем	вы	можете	получить	доступ	к предоставленному	URL-адресу	в любом	
браузере.	Если	все	работает,	вы	увидите	панель	мониторинга	Kubeflow	Pipelines	
или	целевую	страницу,	как	показано	на	рис. 12.3.
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Рис. 12.3.	Начало работы с Kubeflow Pipelines

Установив	и запустив	Kubeflow	Pipelines,	мы	можем	сосредоточиться	на	том,	
как	запускать	конвейеры.	В следующем	разделе	мы	обсудим	оркестровку	кон-
вейера	и рабочий	процесс,	начиная	с TFX	и заканчивая	Kubeflow	Pipelines.

ОркеСтрация кОнвейерОв TFx  
С пОмОщью KuBeFlow pipelines
В	предыдущих	разделах	мы	обсуждали,	как	настроить	приложение	Kubeflow	
Pipelines	в Kubernetes.	В  этом	разделе	мы	опишем,	как	 запускать	ваши	кон-
вейеры	в Kubeflow	Pipelines,	и рассмотрим	случай	их	запуска	только	в ваших	
кластерах	Kubernetes.	Таким	образом,	конвейер	может	работать	на	кластерах	
независимо	от	поставщика	облачных	услуг.	В разделе	«Конвейеры	на	основе	
платформы	Google	Cloud	AI	Platform»	мы	покажем,	как	можем	воспользоваться	
преимуществами	управляемой	облачной	службы,	такой	как	Dataflow	от	GCP,	
для	расширения	ваших	конвейеров	за	пределы	кластера	Kubernetes.

Прежде	чем	мы	погрузимся	в подробности	организации	конвейеров	машин-
ного	обучения	с помощью	Kubeflow	Pipelines,	мы	хотим	ненадолго	вернуться	
назад.	Весь	рабочий	процесс,	начиная	с кода	TFX	до	запуска	вашего	конвейера,	
окажется	немного	сложнее,	чем	те	примеры,	которые	мы	обсуждали	в главе 11,	
поэтому	мы	начнем	 с  обзора	полной	картины.	На рис.  12.4	показана	 общая	
архитектура.
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Аналогично	тому,	как	это	было	в случае	с Airflow	и Beam,	нам	все	еще	ну-
жен	скрипт	Python,	который	определяет	компоненты	TFX	в нашем	конвейере.	
Мы будем	повторно	использовать	сценарий	примера	11.1	из	 главы	11.	В от-
личие	 от	 работы	 исполнителей	 Apache	 Beam	 или	 Airflow	 TFX,	 исполнитель	
Kubeflow	не запускает	конвейер,	а скорее	генерирует	файлы	конфигурации	для	
запуска	на	настроенном	Kubeflow.

Как	показано	на	рис. 12.4,	TFX	KubeflowRunner	преобразует	наши	сценарии	
Python	TFX	 со	 всеми	 спецификациями	компонентов	в инструкции	Argo,	 ко-
торые	затем	можно	выполнить	с помощью	Kubeflow	Pipelines.	Argo	запускает	
каждый	компонент	TFX	как	собственный	модуль	Kubernetes	и запускает	TFX	
Executor	для	конкретного	компонента	в контейнере.

Кластер 
Kubernetes

Локальный 
компьютер

Сценарий TFX 
на языке Python

Конфигурация 
Argo

Постоянный том 
для размещения 
данных, модулей, 

моделей

Пользовательский 
интерфейс / интерфейс 

командной строки 
конвейера Kubeflow

Модули Kubernetes 
(pods) для приложе-

ния Kubeflow

Модули Kubernetes 
(pods) для компо-

нентов

Модули Kubernetes 
(pods) для компо-

нентов

Хранилище 
метаданных

Модули компонентов, управляемые посредством Арго

Рис. 12.4.	Рабочий процесс от сценария TFX до Kubeflow Pipelines
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Пользовательские образы контейнеров TFX
Образ	TFX,	используемый	для	всех	контейнеров	компонентов,	дол-
жен	включать	все	необходимые	пакеты	Python.	Образ	TFX	по	умол-
чанию	 содержит	последнюю	версию	TensorFlow	и  базовые	пакеты.	
Если	 вашему	 конвейеру	 требуются	 дополнительные	 пакеты,	 вам	
нужно	будет	 создать	 собственный	образ	контейнера	TFX	и  указать	
его	в файле	KubeflowDagRunnerConfig.	Мы показываем,	как	это	сде-
лать,	в приложении	C.

Все	компоненты	должны	иметь	возможность	чтения	и записи	в файловую	
систему	вне	самого	контейнера	исполнителя.	Например,	компонент	загрузки	
данных	должен	иметь	возможность	считать	данные	из	файловой	системы,	или	
окончательная	модель	должна	быть	перемещена	модулем	Pusher	в определен-
ное	место.	Было	бы	непрактично	иметь	возможность	чтения	и записи	только	
внутри	контейнера	компонентов;	поэтому	мы	рекомендуем	хранить	артефак-
ты	на	жестких	дисках,	к которым	могут	получить	доступ	все	компоненты	(на-
пример,	в сегментах	облачного	хранилища	или	постоянных	томах	в кластере	
Kubernetes).	Если	вас	интересует,	как	настроить	постоянный	том,	ознакомьтесь	
с разделом	«Обмен	данными	через	постоянные	тома»	в приложении	C.

Настройка конвейера
Вы	можете	хранить	свои	обучающие	данные,	модуль	Python	и артефакты	кон-
вейера	в сегменте	облачного	хранилища	или	на	постоянном	томе;	это	зависит	
от	 ваших	предпочтений.	 Вашему	 конвейеру	просто	нужен	доступ	 к файлам.	
Если	вы	выбираете	вариант	чтения	и записи	данных	из/в	сегменты	облачного	
хранилища,	убедитесь,	что	ваши	компоненты	TFX	имеют	все	необходимые	об-
лачные	учетные	данные	для	работы	в кластере	Kubernetes.

Имея	все	файлы	и настроенный	пользователем	образ	TFX	для	наших	кон-
тейнеров	конвейеров	машинного	обучения	 (при	необходимости),	теперь	мы	
можем	«собрать»	сценарий	TFX	Runner	для	генерации	инструкций	Argo	YAML,	
необходимый	для	работы	Kubeflow	Pipelines1	.

Как	уже	обсуждалось	в главе	11,	мы	можем	повторно	использовать	функцию	
init_components	для	генерации	наших	компонентов.	Это	позволяет	нам	сосредо-
точиться	на	конфигурации,	специфичной	для	Kubeflow.

Для	начала	давайте	настроим	путь	к файлу	для	кода	нашего	модуля	Python,	
необходимого	для	запуска	компонентов	Transform	и Trainer.	Кроме	того,	мы	за-
дадим	путь	к каталогам	для	наших	необработанных	обучающих	данных,	арте-
фактов	конвейера	и для	места,	где	должна	храниться	наша	обученная	модель.	
В  следующем	примере	мы	покажем	вам,	как	 смонтировать	постоянный	том	
с помощью	TFX:

import os
pipeline_name = 'consumer_complaint_pipeline_kubeflow' 
persistent_volume_claim = 'tfx-pvc'
persistent_volume = 'tfx-pv' 

1	 Вы	можете	использовать	сценарий,	который	генерирует	инструкции	Argo	YAML,	раз-
мещенный	в репозитории	GitHub	книги	(см.	https://oreil.ly/bmlp-gitkubeflowpy).
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persistent_volume_mount = '/tfx-data'

# Pipeline inputs
data_dir = os.path.join(persistent_volume_mount, 'data')
module_file = os.path.join(persistent_volume_mount, 'components', 'module.py')

# Pipeline outputs
output_base = os.path.join(persistent_volume_mount, 'output', pipeline_name) 
serving_model_dir = os.path.join(output_base, pipeline_name)

Если	 вы	решите	 воспользоваться	 услугами	поставщиков	 облачных	 храни-
лищ,	корневым	каталогом	структуры	папок	будет	сегмент	облачного	хранили-
ща,	как	показано	в следующем	примере:

import os
...
bucket = 'gs://tfx-demo-pipeline'

# Pipeline inputs
data_dir = os.path.join(bucket, 'data')
module_file = os.path.join(bucket, 'components', 'module.py')
...

Определив	 пути	 к  файлам,	 теперь	 мы	 можем	 настроить	 наш	
KubeflowDagRunnerConfig.	 Для	 настройки	 TFX	 в  нашей	 установке	 Kubeflow	
Pipelines	важны	три	аргумента:

kubeflow_metadata_config

Kubeflow	 запускает	 базу	данных	MySQL	 внутри	 кластера	Kubernetes.	 Вы-
зов	 get_default_kubeflow_metadata_config()	 вернет	информацию	о  базе	дан-
ных,	предоставленную	кластером	Kubernetes.	Если	вы	хотите	использовать	
управляемую	базу	данных	(например,	AWS	RDS	или	Google	Cloud	Databases),	
то	можете	перезаписать	данные	подключения	с помощью	этого	аргумента;

tfx_image

URI	образа	указывать	необязательно.	Если	URI	не определен,	TFX	установит	
образ,	соответствующий	версии	TFX,	запускающей	runner.	В нашем	демонстра-
ционном	примере	мы	устанавливаем	в качестве	URI	путь	к образу	в реест	ре	
контейнеров	(например,	gcr.io/oreilly-book/ml-pipelines-tfx-custom:0.22.0);

pipeline_operator_funcs

Этот	аргумент	обращается	к списку,	содержащему	информацию	о конфигу-
рации,	необходимой	для	запуска	TFX	внутри	Kubeflow	Pipelines	(например,	
к имени	службы	и порту	сервера	gRPC).	Поскольку	эта	информация	может	
быть	предоставлена	Kubernetes	ConfigMap1,	функция	 get_default_pipeline_
operator_funcs	прочитает	ConfigMap	и предоставит	необходимую	информа-
цию	аргументу	pipeline_operator_funcs.	В нашем	примере	проекта	мы	будем	
вручную	монтировать	постоянный	том	с данными	нашего	проекта;	поэто-
му	нам	нужно	добавить	в список	следующую	информацию:

1	 Дополнительные	сведения	о Kubernetes	ConfigMaps	см.	в разделе	«Некоторые	опре-
деления	Kubernetes»	приложения	A.
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from kfp import onprem
from tfx.orchestration.kubeflow import kubeflow_dag_runner

...
PROJECT_ID = 'oreilly-book'
IMAGE_NAME = 'ml-pipelines-tfx-custom' TFX_VERSION = '0.22.0'
metadata_config = \ 
    kubeflow_dag_runner.get_default_kubeflow_metadata_config()  ❶
pipeline_operator_funcs = \ 
    kubeflow_dag_runner.get_default_pipeline_operator_funcs()  ❷
pipeline_operator_funcs.append(   ❸
    onprem.mount_pvc(persistent_volume_claim,
                     persistent_volume, 
                     persistent_volume_mount))
runner_config = kubeflow_dag_runner.KubeflowDagRunnerConfig(
    kubeflow_metadata_config=metadata_config, 
    tfx_image=”gcr.io/{}/{}:{}”.format(
        PROJECT_ID, IMAGE_NAME, TFX_VERSION),  @@ 4 @@
    pipeline_operator_funcs=pipeline_operator_funcs
)

 ❶ Получите	конфигурацию	метаданных	по	умолчанию
 ❷ Получите	функции	OpFunc	по	умолчанию
 ❸ Смонтируйте	тома,	добавив	их	к функциям	OpFunc
 ❹ При	необходимости	добавьте	собственный	образ	TFX

Функции OpFunc
Функции	OpFunc	 позволяют	 нам	 указывать	 специфичную	для	 кластера	
информацию,	которая	важна	для	работы	нашего	конвейера.	Эти	функции	
позволяют	нам	 взаимодействовать	 с  объектами	цифровой	 абонентской	
линии	(Digital	Subscriber	Line	DSL)	в Kubeflow	Pipelines.	Функции	OpFunc	
принимают	DSL-объект	Kubeflow	Pipelines	dsl.ContainerOp	в качестве	вход-
ных	данных,	применяют	дополнительные	функции	и возвращают	тот	же	
объект.
Два	распространенных	случая	добавления	функций	OpFunc	к вашей	pipe-
line_operator_funcs –	 это	 запрос	минимума	памяти	или	указание	 графи-
ческих	процессоров	для	работы	контейнера.	Но функции	OpFunc	также	
позволяют	указывать	учетные	данные	для	облачных	провайдеров	или	за-
прашивать	TPU	(для	случая	Google	Cloud).
Давайте	рассмотрим	два	наиболее	распространенных	варианта	исполь-
зования	функций	OpFunc:	установка	минимального	лимита	памяти	для	
запуска	контейнеров	компонентов	TFX	и запрос	графических	процессо-
ров	для	 выполнения	 всех	 компонентов	TFX.	 В  следующем	примере	мы	
устанавливаем	минимальные	ресурсы	памяти,	необходимые	для	запуска	
каждого	контейнера	компонентов,	равными	4	ГБ:
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def request_min_4G_memory():
    def _set_memory_spec(container_op):
        container_op.set_memory_request('4G')
    return _set_memory_spec
...
pipeline_operator_funcs.append(request_min_4G_memory())

Функция	получает	объект	container_op,	устанавливает	предел	и возвраща-
ет	саму	функцию.
Мы	можем	запросить	графический	процессор	для	запуска	наших	контей-
неров	компонентов	TFX	таким	же	образом,	как	это	показано	в следующем	
примере.	Если	вам	требуются	графические	процессоры	для	выполнения	
вашего	 контейнера,	 ваш	 конвейер	 будет	 работать	 только	 в  том	 случае,	
если	графические	процессоры	доступны	и настроены	в вашем	кластере	
Kubernetes1:

def request_gpu():
    def _set_gpu_limit(container_op): 
        container_op.set_gpu_limit('1')
    return _set_gpu_limit
...
pipeline_op_funcs.append(request_gpu())

SDK	Kubeflow	Pipelines	предоставляет	общие	функции	OpFunc	для	каждо-
го	крупного	облачного	провайдера.	В следующем	примере	показано,	как	
добавить	учетные	данные	AWS	в контейнеры	компонентов	TFX:

from kfp import aws
...
pipeline_op_funcs.append( 
    aws.use_aws_secret()
)

Функция	 use_aws_secret()	 предполагает,	 что	AWS_ACCESS_KEY_ID	 и AWS_
SECRET_ACCESS_KEY	 зарегистрированы	 как	 объекты	 secret	 Kubernetes	
в  кодировке	base642.	Аналогичная	функция	для	 учетных	данных	Google	
Cloud	называется	use_gcp_secrets().

Установив	 runner_config,	 мы	можем	 инициализировать	 компоненты	 и  за-
пустить	 KubeflowDagRunner.	 Но  вместо	 запуска	 конвейера	 компонент	 запуска	
(runner)	выдаст	конфигурацию	Argo,	которую	мы	загрузим	в Kubeflow	Pipelines	
в следующем	разделе:

1	 Информация	об	установке	последних	версий	драйверов	для	кластеров	Kubernetes	до-
ступна	на	сайте	Nvidia	(см.	https://oreil.ly/HGj50).

2	 Информация	о секретах	Kubernetes	и о	том,	как	их	настроить,	доступна	в документа-
ции,	размещенной	по	ссылке	https://oreil.ly/AxcHf.
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from tfx.orchestration.kubeflow import kubeflow_dag_runner
from pipelines.base_pipeline import init_components, init_pipeline  ❶

components = init_components(data_dir, module_file, serving_model_dir,
                             training_steps=50000, eval_steps=15000) 
p = init_pipeline(components, output_base, direct_num_workers=0)

output_filename = "{}.yaml".format(pipeline_name) 
kubeflow_dag_runner.KubeflowDagRunner(config=runner_config,
                                      output_dir=output_dir,   ❷
                                      output_filename=output_filename).run(p)

 ❶ Повторно	используйте	базовые	модули	для	компонентов
 ❷ Необязательный	аргумент

Аргументы	output_dir	и output_filename	необязательны.	Если	они	не указаны,	
конфигурация	Argo	будет	представлена	в виде	сжатого	файла	tar.gz,	размещен-
ного	в том	же	каталоге,	из	которого	мы	запустили	следующий	скрипт	python.	
Для	большей	наглядности	примера	мы	выбрали	выходной	формат	YAML	и ука-
зали	конкретный	выходной	путь.

После	 выполнения	 следующей	 команды	 вы	 найдете	 файл	 конфигурации	
Argo	configuration	consumer_complaint_pipeline_kubeflow.yaml	в каталоге	pipelines/
kubeflow_pipelines/argo_pipeline_files/:

$ python pipelines/kubeflow_pipelines/pipeline_kubeflow.py

Запуск конвейера
После	того	как	мы	выполнили	необходимые	настройки,	мы	можем	получить	
доступ	к панели	инструментов	Kubeflow	Pipelines.	Если	вы	хотите	создать	но-
вый	конвейер,	нажмите	кнопку	Upload	pipeline	для	загрузки	конвейера,	как	
показано	на	рис. 12.5.	В качестве	альтернативы	вы	можете	выбрать	существу-
ющий	конвейер	и загрузить	новую	версию.

Рис. 12.5.	Обзор загруженных конвейеров

Выберите	конфигурацию	Argo,	как	показано	на	рис. 12.6.
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Рис. 12.6.	Выбор сгенерированного файла конфигурации Argo

Kubeflow	Pipelines	визуализирует	зависимости	ваших	компонентов.	Если	вы	
хотите	запустить	новый	цикл	конвейера,	выберите	Create	run,	как	показано	
на	рис. 12.7.

Теперь	 вы	можете	 настроить	 работу	 конвейера.	 Конвейеры	можно	 запус-
кать	однократно	или	повторно	(например,	с помощью	задачи	cron).	Kubeflow	
Pipelines	также	позволяет	группировать	задачи	запуска	конвейера,	объединяя	
их	в экспериментах.
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Рис. 12.7.	Запуск конвейера

Как	только	вы	нажмете	Start,	как	показано	на	рис. 12.8,	Kubeflow	Pipelines	
с помощью	Argo	запустится	и развернет	модуль	для	каждого	контейнера,	ос-
новываясь	на	вашем	прямом	графе	компонентов.	Когда	все	условия	для	ком-
понента	будут	выполнены,	модуль	компонента	будет	развернут	и запустит	ис-
полнитель	компонента.

Если	вы	хотите	получить	подробную	информацию	о выполнении	текущего	
запуска,	вы	можете	щелкнуть	Run	name,	как	показано	на	рис. 12.9.
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Рис. 12.8.	Информация об определенном запуске конвейера

Рис. 12.9.	Запуск конвейера в процессе
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Теперь	 вы	можете	проверять	 компоненты	во	 время	или	после	их	 запуска	
и работы.	Например,	вы	можете	просмотреть	файлы	журнала	для	определен-
ного	компонента,	если	компонент	вышел	из	строя.	На рис. 12.10	показан	при-
мер,	в котором	для	компонента	Transform	отсутствует	библиотека	Python.	От-
сутствующие	 библиотеки	 можно	 добавить	 в  собственный	 образ	 контейнера	
TFX,	как	описано	в приложении	C.

Рис. 12.10.	Просмотр информации об отказе компонента

Успешный	 запуск	 конвейера	 показан	 на	 рис.  12.11.	 После	 завершения	
запус	ка	вы	можете	найти	проверенную	и экспортированную	модель	машин-
ного	обучения	в каталоге	файловой	системы,	путь	к которому	задан	в компо-
ненте	Pusher.	В нашем	примере	мы	поместили	модель	в каталог,	путь	к кото-
рому	 /tfx-data/output/consumer_complaint_pipeline_kubeflow/,	 размещенный	
на	постоянном	томе.
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Рис. 12.11.	Успешный запуск конвейера

Вы	также	можете	проверить	 состояние	 вашего	 конвейера	 с  помощью	ин-
струмента	kubectl.	Поскольку	каждый	компонент	работает	как	отдельный	мо-
дуль,	все	модули,	для	которых	префикс	имени	совпадает	с именем	конвейера,	
должны	иметь	состояние	Completed:

$ kubectl -n kubeflow get pods 
NAME                                                    READY        STATUS        AGE
cache-deployer-deployment-c6896d66b-gmkqf               1/1           Running      28m
cache-server-8869f945b-lb8tb                            1/1           Running      28m
consumer-complaint-pipeline-kubeflow-nmvzb-1111865054   0/2           Completed    10m
consumer-complaint-pipeline-kubeflow-nmvzb-1148904497   0/2           Completed    3m38s
consumer-complaint-pipeline-kubeflow-nmvzb-1170114787   0/2           Completed    9m
consumer-complaint-pipeline-kubeflow-nmvzb-1528408999   0/2           Completed    5m43s
consumer-complaint-pipeline-kubeflow-nmvzb-2236032954   0/2           Completed    13m
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consumer-complaint-pipeline-kubeflow-nmvzb-2253512504   0/2           Completed    13m
consumer-complaint-pipeline-kubeflow-nmvzb-2453066854   0/2           Completed    10m
consumer-complaint-pipeline-kubeflow-nmvzb-2732473209   0/2           Completed    11m
consumer-complaint-pipeline-kubeflow-nmvzb-997527881    0/2           Completed    10m
...

Вы	также	можете	просматривать	журналы	определенного	компонента	с по-
мощью	 kubectl,	 выполнив	 следующую	 команду.	Журналы	для	 определенных	
компонентов	можно	получить	через	соответствующий	модуль	(pod):

$ kubectl logs -n kubeflow podname

Интерфейс командной строки TFX
В	 качестве	 альтернативы	 процессу	 создания	 конвейера	 на	 основе	
пользовательского	интерфейса	вы	также	можете	создавать	конвейе-
ры	и запускать	их,	используя	интерфейс	командной	строки	TFX	(TFX	
CLI).	Вы можете	найти	подробную	информацию	о том,	как	настро-
ить	TFX	CLI	и как	развернуть	конвейеры	машинного	обучения	без	
пользовательского	 интерфейса,	 в  разделе	 «Интерфейс	 командной	
строки	TFX»	приложения	C.

Полезные функции Kubeflow Pipelines
В	 следующих	 разделах	 мы	 хотим	 выделить	 полезные	 функции	 Kubeflow	
Pipelines.

Перезапуск конвейеров после сбоя
Запуск	и работа	конвейера	может	занять	некоторое	время,	иногда	несколько	
часов.	TFX	хранит	состояние	каждого	компонента	в хранилище	метаданных	
машинного	обучения,	и Kubeflow	Pipelines	может	отслеживать	успешно	завер-
шенные	задачи	компонентов	конвейера.	Таким	образом,	он	предлагает	функ-
цию	 перезапуска	 конвейеров	 после	 сбоя,	 начиная	 с  компонента,	 в  котором	
произошел	последний	сбой.	Это	позволит	избежать	повторного	запуска	успеш-
но	завершивших	работу	компонентов	и,	следовательно,	сэкономит	время	при	
повторном	запуске	конвейера.	

Запуск конвейера по расписанию
Помимо	запуска	отдельных	участков	конвейера,	Kubeflow	Pipelines	также	по-
зволяет	нам	запускать	конвейер	по	расписанию.	Как	показано	на	рис. 12.12,	мы	
можем	планировать	запуски	аналогично	тому,	как	мы	делали	это,	определяя	
расписания	в Apache	Airflow.	
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Рис. 12.12.	Планирование запусков конвейера с помощью Kubeflow Pipelines

Совместная работа и проверка запусков конвейера
Kubeflow	Pipelines	предоставляет	специалистам	по	обработке	данных	интер-
фейсы	для	совместной	работы	и анализа	работы	конвейера.	В главах	4	и 7	мы	
показывали	визуальные	инструменты,	используемые,	чтобы	показать	резуль-
таты	проверки	данных	или	модели.	После	завершения	этих	компонентов	кон-
вейера	мы	можем	просмотреть	результаты	для	компонентов.	

На	рис. 12.13	в качестве	примера	показаны	результаты	этапа	проверки	дан-
ных.	Поскольку	выходные	данные	компонента	сохраняются	на	диск	или	в кор-
зину	 облачного	 хранилища,	 мы	 также	 можем	 проверить	 работу	 конвейера	
позднее.
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Рис. 12.13.	В Kubeflow Pipelines доступна статистика TFDV 

Поскольку	 результаты	 каждого	 прогона	 конвейера	 и  компонента	 для	 этих	
прогонов	сохраняются	в хранилище	метаданных	машинного	обучения,	мы	так-
же	можем	сравнивать	прогоны.	Как	показано	на	рис. 12.14,	Kubeflow	Pipelines	
предоставляет	пользовательский	интерфейс	для	сравнения	прогонов	конвейера.
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Рис. 12.14.	Сравнение прогонов конвейера с помощью Kubeflow Pipelines

Kubeflow	Pipelines	также	прекрасно	интегрируется	с TensorBoard	(элементом	
библиотеки	TensorFlow).	Как	показано	на	рис. 12.15,	мы	можем	просмотреть	
статистику	прогонов	обучения	модели	с помощью	TensorBoard.	После	созда-
ния	базового	модуля	Kubernetes	мы	можем	просматривать	статистику	прого-
нов	обучения	модели	с помощью	TensorBoard.
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Рис. 12.15.	Просмотр прогонов обучения с помощью TensorBoard

Аудит линии конвейера
Для	более	широкого	внедрения	машинного	обучения	критически	важно	пере-
смотреть	создание	модели.	Если,	например,	специалисты	по	данным	обнару-
живают,	что	обученная	модель	выдает	искаженный	или	несправедливый	прог-
ноз	(как	мы	обсуждали	в главе	7),	важно	проследить	и воспроизвести	данные	
или	гиперпараметры,	которые	мы	использовали.	Как	правило,	для	этого	нужен	
контрольный	журнал	для	каждой	модели	машинного	обучения.	

Kubeflow	 Pipelines	 предлагает	 решение	 для	 создания	 и  просмотра	 тако-
го	контрольного	журнала	с помощью	инструмента	Kubeflow	Lineage	Explorer.	
Он включает	пользовательский	интерфейс,	который	может	легко	запрашивать	
данные	хранилища	метаданных	машинного	обучения.

Как	видно	в правом	нижнем	углу	на	рис. 12.16,	модель	машинного	обуче-
ния	 была	 перенесена	 в  определенный	 каталог.	 Lineage	 Explorer	 позволяет	
нам	проследить	все	компоненты	и  артефакты,	 которые	внесли	 свой	вклад	
в экспортированную	модель,	вплоть	до	исходного,	необработанного	набора	
данных.	Мы можем	отследить,	кто	подписался	на	модель,	если	мы	включаем	
действия	человека	в петлю	конвейера	(см.	раздел	«Участие	человека	в кон-
вейере	машинного	обучения»	главы	10),	а также	можем	проверить	резуль-
таты	проверки	данных	и выяснить,	начали	ли	начальные	данные	обучения	
смещаться.

Как	 видите,	 Kubeflow	 Pipelines  –	 невероятно	 мощный	 инструмент	 для	
организации	конвейеров	машинного	обучения.	Если	ваша	инфраструктура	
основана	на	AWS	или	Azure	или	если	вам	нужен	полный	контроль	над	на-
стройкой,	мы	рекомендуем	использовать	этот	инструмент.	Однако	если	вы	
уже	используете	GCP	или	хотите	найти	более	простой	способ	использования	
конвейеров	Kubeflow,	мы	рекомендуем	ознакомиться	с дальнейшими	мате-
риалами	в этой	книге.
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Рис. 12.16.	Проверка линии конвейера с помощью Kubeflow Pipelines

кОнвейеры, рабОтающие на GooGle cloud ai plaTForM
Если	вы	не хотите	тратить	время	на	администрирование	собственной	настрой-
ки	Kubeflow	Pipelines	или	хотите	интегрироваться	с платформой	AI	GCP	или	
другими	службами	GCP,	такими	как	Dataflow,	обучение	и развертывание	мо-
дели	на	AI	Platform	и т.	д.,	мы	настоятельно	рекомендуем	ознакомиться	с ма-
териалами	данного	раздела.	В следующем	разделе	мы	обсудим,	как	настроить	
конвейеры	Kubeflow	на	платформе	искусственного	интеллекта	Google	Cloud	AI	
Platform.	Кроме	того,	мы	расскажем,	как	можно	обучать	свои	модели	машин-
ного	обучения	с помощью	задач	платформы	Google	Cloud	AI	Platform	и мас-
штабировать	предварительную	обработку	с помощью	Google	Cloud	Dataflow,	
который	можно	использовать	в качестве	средства	запуска	Apache	Beam.	

Настройка конвейера
Google	 AI	 Platform	 Pipelines	 (см.	 https://oreil.ly/WAft5)	 позволяет	 настраивать	
Kubeflow	Pipelines	через	пользовательский	интерфейс.	На рис. 12.17	показана	
первая	страница	веб-интерфейса	AI	Platform	Pipelines,	 с которой	вы	можете	
начать	создавать	свою	настройку.

Бета-версия
Как	можно	заметить	на	рис. 12.17,	на	момент	написания	этой	кни-
ги	данный	продукт	Google	Cloud	все	еще	находится	в стадии	бе-
та-тестирования.	Представленные	рабочие	процессы	со	временем	
могут	измениться.
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Рис. 12.17.	Google Cloud AI Platform Pipelines

Когда	вы	нажимаете	New	Instance	(в правом	верхнем	углу	страницы),	он	от-
правляет	вас	в Google	Marketplace,	как	показано	на	рис. 12.18.

Рис. 12.18.	Страница Google Cloud Marketplace для Kubeflow Pipelines

После	того	как	вы	нажмете	Configure,	вам	будет	предложено	в верхней	части	
меню	выбрать	существующий	кластер	Kubernetes	или	создать	новый	кластер,	
как	показано	на	рис. 12.19.
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Размеры узла
При	создании	нового	кластера	Kubernetes	или	выборе	существующего	
кластера	учитывайте	доступную	память	узлов.	Каждому	экземпляру	
узла	необходимо	выделить	достаточно	памяти	для	хранения	всей	мо-
дели.	Для	нашего	демонстрационного	проекта	мы	выбрали	тип	эк-
земпляра	n1-standard-4.	На момент	написания	этой	книги	мы	не мог-
ли	создать	настраиваемый	кластер	при	запуске	Kubeflow	Pipelines	из	
Marketplace.	Если	для	настройки	конвейера	требуются	более	масштаб-
ные	экземпляры,	мы	рекомендуем	сначала	создать	кластер	и его	узлы,	
а затем	выбрать	кластер	из	списка	существующих	кластеров	при	соз-
дании	настройки	Kubeflow	Pipelines	из	GCP	Marketplace.

Рис. 12.19.	Настройка кластера для Kubeflow Pipelines

Область доступа
Во	время	создания	Kubeflow	Pipelines	в Marketplace	или	создания	
настраиваемого	кластера	выберите	Allow	full	access	to	all	Cloud	
APIs	(Разрешить	полный	доступ	ко	всем	облачным	API),	когда	вас	
попросят	указать	область	доступа	узлов	кластера.	Для	конвейеров	
Kubeflow	требуется	доступ	к различным	облачным	API.	Предостав-
ление	доступа	ко	всем	облачным	API	упрощает	процесс	настройки.

После	настройки	кластера	Kubernetes	Google	Cloud	создаст	экземпляр	вашей	
настройки	конвейеров	Kubeflow,	как	показано	на	рис. 12.20.
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Рис. 12.20.	Создание настройки Kubeflow Pipelines

Через	 несколько	 минут	 ваш	 настроенный	 вариант	 установки	 будет	 готов	
к использованию,	и вы	сможете	найти	установленный	Kubeflow	Pipelines	как	
экземпляр,	указанный	в списке	развернутых	конфигураций	Kubeflow	Pipelines	
AI	 Platform.	 Если	 вы	щелкнете	Open	 Pipelines	 Dashboard,	 как	 показано	 на	
рис. 12.21,	интерфейс	перенаправит	вас	к недавно	развернутому	экземпляру	
Kubeflow	Pipelines.	Сам	экземпляр	Kubeflow	Pipelines	будет	работать	так,	как	
мы	обсуждали	в предыдущем	разделе,	и пользовательский	интерфейс	будет	
выглядеть	аналогично.

Рис. 12.21.	Список развернутых экземпляров Kubeflow

Пошаговые сценарии установки, доступные на панели 
инструментов AI Platform Pipelines (AI Platform Pipelines 
Dashboard)
Если	 вы	 устанавливаете	 Kubeflow	 Pipelines	 вручную,	 шаг	 за	 ша-
гом,	 как	 описано	 в  разделе	 «Доступ	 к  установленному	 экземпляру	
Kubeflow	 Pipelines»	 этой	 главы	 и  в	 приложении	 B,	 ваш	 экземпляр	
Kubeflow	Pipelines	также	будет	указан	в списке	доступных	экземпля-
ров	AI	Platform	Pipelines.
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Настройка конвейера TFX
Конфигурация	конвейеров	TFX	очень	похожа	на	конфигурацию	KubeflowDagRun-
ner,	которую	мы	обсудили	ранее.	Фактически	если	вы	смонтируете	постоянный	
том	с требуемым	модулем	Python	и обучающими	данными,	как	описано	в раз-
деле	«Настройка	конвейера»	этой	главы,	то	можете	запускать	конвейеры	TFX	
на	AI	Platform	Pipelines.

В	следующих	разделах	мы	покажем	вам	несколько	изменений	в выполнен-
ной	 ранее	 настройке	 Kubeflow	 Pipelines,	 которые	 могут	 либо	 упростить	 ваш	
рабочий	процесс	(например,	загрузка	данных	из	сегментов	хранилища	Google	
Storage),	либо	помочь	вам	с масштабированием	конвейеров	за	пределы	класте-
ра	Kubernetes	(например,	путем	обучения	модели	с использованием	заданий	AI	
Platform	Jobs).

Использование сегментов Cloud Storage для обмена данными
В	разделе	«Настройка	конвейера»	этой	главы	мы	упоминали,	что	можем	за-
грузить	данные	и модули	Python,	необходимые	для	работы	конвейера,	из	по-
стоянного	тома,	смонтированного	в кластере	Kubernetes.	Если	вы	запускаете	
конвейеры	в экосистеме	Google	Cloud,	вы	также	можете	загружать	данные	из	
сегментов	Google	Cloud	Storage.	Это	упростит	рабочие	процессы,	позволяя	
загружать	и просматривать	файлы	через	веб-интерфейс	GCP	или	используя	
SDK	gcloud.

Пути	 к  сегментам	 хранилища	 могут	 быть	 указаны	 аналогично	 тому,	 как	
указываются	пути	к файлам	на	диске,	что	продемонстрировано	в следующем	
фрагменте	кода:

input_bucket = 'gs://YOUR_INPUT_BUCKET' 
output_bucket = 'gs://YOUR_OUTPUT_BUCKET' 
data_dir = os.path.join(input_bucket, 'data')

tfx_root = os.path.join(output_bucket, 'tfx_pipeline') 
pipeline_root = os.path.join(tfx_root, pipeline_name)
serving_model_dir = os.path.join(output_bucket, 'serving_model_dir') 
module_file = os.path.join(input_bucket, 'components', 'module.py')

Часто	бывает	полезно	разделить	сегменты	облачного	хранилища,	пред-
назначенные	для	входных	(например,	модуля	Python	и обучающих	данных)	
и выходных	данных	(например,	обученных	моделей),	но	вы	также	можете	
использовать	одни	и те	же	сегменты	как	для	входных,	так	и для	выходных	
данных.

Обучение моделей с использованием заданий AI Platform Jobs
Если	 вы	 хотите	 масштабировать	 обучение	 модели,	 используя	 графический	
процессор	или	TPU,	то	можете	настроить	конвейер	для	запуска	этапа	обучения	
модели	машинного	обучения	на	этом	оборудовании:	
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project_id = 'YOUR_PROJECT_ID' 
gcp_region = 'GCP_REGION>'  ❶

ai_platform_training_args = { 
    'project': project_id, 
    'region': gcp_region, 
    'masterConfig': {
      'imageUri': 'gcr.io/oreilly-book/ml-pipelines-tfx-custom:0.22.0'}   ❷
    'scaleTier': 'BASIC_GPU',  ❸
}

 ❶ Например,	us-central1
 ❷ Укажите	собственное	изображение	(при	необходимости)
 ❸ Другие	варианты	значений	этого	параметра:	BASIC_TPU,	STANDARD_1	и PRE-
MIUM_1

Чтобы	компонент	Trainer	наблюдал	за	конфигурацией	AI	Platform,	вам	не-
обходимо	настроить	исполнитель	 (executor)	и  заменить	им	модуль	GenericEx-
ecutor,	который	мы	использовали	до	сих	пор	совместно	с нашим	компонентом	
Trainer.	В следующем	фрагменте	кода	показаны	необходимые	дополнительные	
аргументы:

from
tfx.extensions.google_cloud_ai_platform.trainer import executor \
as ai_platform_trainer_executor

trainer = Trainer(
...
    custom_executor_spec=executor_spec.ExecutorClassSpec( 
        ai_platform_trainer_executor.GenericExecutor),
    custom_config = {
        ai_platform_trainer_executor.TRAINING_ARGS_KEY: 
            ai_platform_training_args}
)

Вместо	обучения	моделей	машинного	обучения	внутри	кластера	Kubernetes	
вы	можете	распределить	обучение	модели,	используя	AI	Platform.	В дополне-
ние	к возможностям	распределенного	обучения	AI	Platform	предоставляет	до-
ступ	к оборудованию	для	ускоренного	обучения,	такому	как	TPU.

Когда	компонент	Trainer	запускается	в конвейере,	он	запускает	задачу	обуче-
ния	в AI	Platform	Jobs,	как	показано	на	рис. 12.22.	Здесь	вы	можете	проверить	
файлы	журнала	или	статус	выполнения	задачи	обучения.

274	  Конвейеры, часть 2: Kubeflow Pipelines 



Рис. 12.22.	Задачи по обучению моделей AI Platform

Развертывание моделей с использованием конечных точек AI Platform
Если	вы	запускаете	свои	конвейеры	в экосистеме	Google	Cloud,	вы	также	можете	
развертывать	модели	машинного	обучения	на	конечных	точках	платформы	AI.	
У этих	конечных	точек	есть	возможность	масштабировать	вашу	модель	в случае,	
если	модель	испытывает	пики	нагрузки	при	выводе	результирующих	данных.

Вместо	настройки	параметра	push_destination,	как	обсуждалось	в разделе	«Ком-
понент	TFX	Pusher»	главы	7,	мы	можем	переопределить	исполнитель	(executor)	
и предоставить	данные	Google	Cloud	для	развертывания	на	AI	Platform.	В следу-
ющем	фрагменте	кода	показаны	необходимые	данные	для	такой	конфигурации:

ai_platform_serving_args = { 
    'model_name': 'consumer_complaint', 
    'project_id': project_id, 
    'regions': [gcp_region],
}

Подобно	настройке	компонента	Trainer,	нам	нужно	изменить	исполнитель	
(executor)	компонента	и предоставить	custom_config	необходимые	данные	для	
развертывания:

from tfx.extensions.google_cloud_ai_platform.pusher import executor \
    as ai_platform_pusher_executor

pusher = Pusher(
    ...
    custom_executor_spec=executor_spec.ExecutorClassSpec( 
        ai_platform_pusher_executor.Executor),
    custom_config = { 
        ai_platform_pusher_executor.SERVING_ARGS_KEY:
            ai_platform_serving_args
    }
)
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Если	вы	определите	конфигурацию	компонента	Pusher,	вам	не нужно	будет	
настраивать	и развертывать	ваш	экземпляр	TensorFlow	Serving	на	AI	Platform.

Ограничения развертывания
На	момент	написания	этой	книги	максимальный	размер	моделей	
для	развертывания	на	AI	Platform	был	ограничен	512	МБ.	Наш	де-
монстрационный	проект	превышает	этот	лимит,	и,	следовательно,	
в  настоящий	момент	 его	 невозможно	 развернуть,	 используя	 ко-
нечные	точки	AI	Platform.

Масштабирование с использованием Google Dataflow
До	сих	пор	все	компоненты,	которые	зависят	от	Apache	Beam,	по	умолчанию	
выполняли	задачи	обработки	данных	с помощью	DirectRunner,	и это	означает,	
что	задачи	обработки	будут	выполняться	в том	же	экземпляре,	где	Apache	Beam	
инициировал	выполнение	задачи.	В этой	ситуации	Apache	Beam	будет	исполь-
зовать	как	можно	больше	ядер	ЦП,	но	не будет	масштабироваться	за	пределы	
одного	экземпляра.

Одна	из	существующих	альтернатив –	запустить	Apache	Beam	с Google	Cloud	
Dataflow.	В этой	ситуации	TFX	будет	обрабатывать	задания	с помощью	Apache	
Beam,	а последний	будет	отправлять	задачи	в Dataflow.	В зависимости	от	тре-
бований	каждого	задания	Dataflow	будет	наращивать	вычислительные	экземп-
ляры	и распределять	задания	по	экземплярам.	Это	довольно	удобный	способ	
масштабирования	таких	задач	предварительной	обработки	данных,	как	гене-
рация	статистики	или	предварительная	обработка	данных.

Чтобы	использовать	возможности	масштабирования	Google	Cloud	Dataflow,	
нам	нужно	определить	еще	несколько	дополнительных	настроек	конфигура-
ции	Beam,	которые	мы	используем	в нашей	реализации	конвейера:

tmp_file_location = os.path.join(output_bucket, "tmp") 
beam_pipeline_args = [
    "--runner=DataflowRunner",
    "--experiments=shuffle_mode=auto", "--project={}".format(project_id),
    "--temp_location={}".format(tmp_file_location), "--region={}".format(gcp_region),
    «--disk_size_gb=50»,
]

Помимо	настройки,	указывающей	DataflowRunner	в качестве	типа	runner,	мы	
также	установили	для	shuffle_mode	значение	auto.	Это	интересная	особенность	
Dataflow.	Вместо	выполнения	преобразований,	таких	как	GroupByKey,	 в вирту-
альной	машине	Google	Compute	Engine	операция	будет	обрабатываться	в сер-
верной	части	службы	Dataflow.	Это	сокращает	время	выполнения	и затраты	на	
ЦП/память	вычислительных	экземпляров.

Запуск и работа конвейера
Запуск	 конвейера	 на	 платформе	 Google	 Cloud	 AI	 Platform	 аналогичен	 тому	
способу,	который	мы	обсуждали	в разделе	«Оркестрация	конвейеров	TFX	с по-
мощью	 Kubeflow	 Pipelines»	 этой	 главы.	 Сценарий	 TFX	 сгенерирует	 конфи-
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гурацию	Argo.	 Затем	 конфигурацию	 можно	 загрузить	 в  настройку	 Kubeflow	
Pipelines	на	платформе	AI	Platform.

Во	время	работы	конвейера	вы	можете	проверить	задания	по	обучению	мо-
дели,	как	описано	в разделе	«Обучение	моделей	с использованием	заданий	AI	
Platform	Jobs»	этой	главы.	Также	вы	можете	наблюдать	за	исполнением	зада-
ний	Dataflow,	как	показано	на	рис. 12.23.

Рис. 12.23.	Информация о задании Google Cloud Dataflow

Панель	управления	Dataflow	(Dataflow	Dashboard)	предоставляет	информа-
цию	о ходе	выполнения	вашего	задания	и о	требованиях	к масштабированию.

резюме
Запуск	конвейеров	с помощью	Kubeflow	Pipelines	дает	большие	преимущества,	
компенсирующие,	по	нашему	мнению,	тот	объем	работы,	который	необходи-
мо	 выполнить	 при	 дополнительной	 настройке.	Мы  имеем	 возможность	 на-
блюдать	за	работой	линий	конвейера,	осуществлять	бесшовную	интеграцию	
с  TensorBoard	 и  выбирать	 различные	 варианты	 перезапуска	 конвейера.	 Все	
это –	веские	аргументы	в пользу	выбора	Kubeflow	Pipelines	в качестве	оркест-
ровщика	конвейера.
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Как	 мы	 обсуждали	 ранее,	 текущий	 процесс	 запуска	 конвейеров	 TFX	
с Kubeflow	Pipelines	отличается	от	тех	вариантов,	которые	используются	для	
конвейеров,	работающих	на	Apache	Beam	или	Apache	Airflow	(см.	главу	11).	Од-
нако	в конфигурации	компонентов	TFX	не произошло	никаких	изменений	по	
сравнению	с тем,	что	мы	обсуждали	в предыдущей	главе.

В	 этой	 главе	мы	 рассмотрели	две	 настройки	 конвейера	 Kubeflow:	 первую	
настройку	 можно	 использовать	 практически	 с  любой	 управляемой	 служ-
бой	Kubernetes,	такой	как	AWS	Elastic	Kubernetes	Service	или	Microsoft	Azure	
Kubernetes	Service.	Вторую	настройку	можно	использовать	с платформой	ис-
кусственного	интеллекта	Google	Cloud	AI	Platform.

В	 следующей	 главе	мы	обсудим,	 как	можно	превратить	 работу	 конвейера	
в цикл,	используя	петли	обратной	связи.
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Глава 13
Петли обратной связи

Теперь,	когда	у нас	есть	непрерывный	конвейер	для	развертывания	модели	ма-
шинного	обучения	в промышленной	среде,	мы	хотим	запускать	его	повторно.	
После	развертывания	модели	не должны	быть	статичными.	Собираются	новые	
данные,	распределение	данных	изменяется	(как	обсуждалось	в главе	4),	моде-
ли	дрейфуют	(что	обсуждалось	в главе	7),	и,	что	наиболее	важно,	мы	работаем	
над	постоянным	улучшением	наших	конвейеров.

Добавление	 обратной	 связи	 в  конвейер	 машинного	 обучения	 превраща-
ет	обычный	рабочий	процесс	конвейера	в жизненный	цикл,	как	показано	на	
рис. 13.1.	Предсказания	модели	приводят	к сбору	новых	данных,	что	улучшает	
модель.

Загрузка 
данных
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данных
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Обучение 
модели
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и проверка 
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Разверты-
вание 

модели

Хранилище 
метаданных

Базы данных

Петли обратной связи

Оркестровка 
конвейера машинного 
обучения

Рис. 13.1.	Обратная связь модели машинного обучения как часть конвейера машинного 
обучения

Без	свежих	данных	прогностическая	значимость	модели	со	временем	сни-
жается,	 так	 как	 входные	 данные	 модели	 меняются.	 Развертывание	 модели	
машинного	обучения	может	фактически	изменить	поступающие	обучающие	
данные,	поскольку	пользовательский	опыт	меняется:	например,	в системе	ви-
деорекомендаций	лучшие	рекомендации	модели	приводят	к выбору	пользо-
вателем	других	вариантов	просмотра.	Петли	обратной	связи	особенно	важны	
для	персонализированных	моделей,	такие	как	рекомендательные	системы	или	
интеллектуальный	ввод	текста.

На	данном	этапе	чрезвычайно	важно	правильно	настроить	оставшуюся	часть	
конвейера.	 Подача	 новых	 данных	 должна	 приводить	 к  остановке	 конвейе-
ра	только	в том	случае,	когда	приток	новых	данных	приводит	к выходу	ста-



тистики	данных	за	пределы,	установленные	при	проверке	данных,	или	когда	
статистика	модели	выходит	за	границы,	установленные	при	анализе	модели.	
В таких	ситуациях	мы	можем	впоследствии	запустить	переобучение	модели,	
добавление	новых	признаков	и т.	д.	Если	произойдет	одно	из	таких	событий,	
новая	модель	должна	получить	новый	номер	версии.

На	этом	этапе	крайне	важно	обеспечить	надежную	настройку	остальной	
части	конвейера.	Загрузка	новых	данных	должна	вызывать	сбой	конвейе-
ра	только	в том	случае,	если	статистические	параметры	данных	выходят	за	
ранее	установленные	ограничения	или	статистические	параметры	модели	
выходят	за	пределы,	установленные	вами	при	ее	анализе.	Такая	ситуация	
в дальнейшем	может	вызвать	определенные	 события,	такие	как	перепод-
готовка	модели,	конструирование	новых	признаков	и т.	д.	Если	срабатывает	
один	из	этих	триггеров,	новой	модели	должен	быть	присвоен	новый	номер	
версии.

Помимо	сбора	новых	обучающих	данных,	петли	обратной	связи	могут	так-
же	дать	вам	информацию	о реальном	использовании	вашей	модели.	Она	мо-
жет	включать	количество	активных	пользователей,	время	суток,	когда	они	
взаимодействуют	с вашей	моделью,	и много	других	элементов	данных.	Этот	
тип	данных	чрезвычайно	полезен	для	демонстрации	ценности	вашей	модели	
заинтересованным	сторонам.

Петли обратной связи могут нести негативные последствия
Петли	обратной	связи	также	могут	иметь	негативные	последствия,	
и к	ним	следует	подходить	с осторожностью.	Если	вы	вводите	прог-
нозы	модели	в новые	обучающие	данные	без	участия	человека,	мо-
дель	будет	обучаться	как	на	своих	ошибочных,	так	и на	своих	пра-
вильных	прогнозах.	Петли	обратной	связи	также	могут	усиливать	
любые	смещения	или	диспропорции,	присутствующие	в исходных	
данных.	 Тщательный	 анализ	 модели	может	 помочь	 вам	 обнару-
жить	некоторые	из	подобных	ситуаций.

явная и неявная Обратная Связь
Мы	можем	разделить	нашу	обратную	связь	на	два	основных	типа:	неявную	
и  явную1.	 Неявная	 обратная	 связь –	 это	 вариант,	 когда	 люди	 своими	дей-
ствиями	 при	 обычном	 использовании	 продукта	 дают	 обратную	 связь	 для	
модели,	 например	 совершая	 покупку,	 предложенную	 рекомендательной	
системой,	или	просматривая	предлагаемый	фильм.	Для	неявной	обратной	
связи	важнейшее	значение	имеет	конфиденциальность	пользователей,	по-
тому	что	это	заманчиво	простая	идея –	отслеживать	каждое	действие,	кото-
рое	пользователь	совершает.	Явная	обратная	связь –	это	когда	пользователь	
вносит	некоторый	непосредственный	вклад	в прогноз,	например	выражает	
одобрение	или	неодобрение	(ставит	соответствующий	«лайк»),	или	коррек-
тирует	прогноз.	

1	 За	более	подробной	информацией	обратитесь	к руководству	Google	PAIR	(см.	https://
oreil.ly/N__j4).
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Маховик данных
В	некоторых	ситуациях	у вас	могут	быть	все	данные,	необходимые	для	созда-
ния	нового	продукта	для	машинного	обучения.	Но в других	случаях	вам	мо-
жет	понадобиться	собрать	больше	данных.	Это	происходит	особенно	часто,	
когда	мы	реализуем	обучение	с учителем.	Обучение	с учителем	является	бо-
лее	зрелым,	чем	обучение	без	учителя,	и,	как	правило,	дает	более	надежные	
результаты;	 поэтому	 большинство	 моделей,	 развертываемых	 в  производ-
ственных	системах, –	это	модели,	в которых	используется	обучение	с учите-
лем.	Часто	возникает	ситуация,	когда	у вас	есть	большие	объемы	немарки-
рованных	данных,	но	недостаточно	маркированных	данных	(хотя	развитие	
переноса обучения	начинает	устранять	необходимость	в огромных	объемах	
маркированных	данных	для	некоторых	задач	машинного	обучения).

Если	у вас	много	немаркированных	данных	и вам	нужно	собрать	больше	
меток,	особенно	полезной	окажется	концепция	маховика данных.	 	Она	по-
зволяет	вам	расширять	ваш	обучающий	набор	данных,	настраивая	исход-
ную	модель	 с применением	уже	существующих	данных	из	продукта,	дан-
ных,	размеченных	вручную,	или	общедоступных	данных.	Собирая	отзывы	
пользователей	о первоначальной	модели,	вы	можете	маркировать	данные,	
что	 улучшает	 прогнозы	модели	и,	таким	 образом,	 привлекает	 к  продукту	
больше	пользователей,	которые	размечают	больше	данных	и т.	д.,	как	по-
казано	на	рис. 13.2.
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Рис. 13.2.	Маховик данных
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Петли обратной связи в реальном мире
Некоторые	из	наиболее	известных	примеров	петель	обратной	связи	в систе-
мах	машинного	обучения –	это	ситуации,	когда	клиенту	выдаются	предсказа-
ния	модели.	Такие	сценарии	особенно	распространены	в рекомендательных	
системах,	где	модель	предсказывает	верхние	k наиболее	подходящих	вариан-
тов.	В этом	случае	часто	бывает	трудно	собрать	обучающие	данные	для	реко-
мендательных	систем	до	запуска	продукта,	поэтому	эти	системы	часто	в зна-
чительной	степени	зависят	от	обратной	связи	от	их	пользователей.	

Система	рекомендаций	фильмов	Netflix	(см.	https://oreil.ly/uX9Oo)	является	
классическим	примером	петли	обратной	связи.	Пользователю	рекомендуют	
смотреть	фильмы,	 после	 чего	 пользователь	 предоставляет	 обратную	 связь,	
оценивая	прогнозы.	По мере	того	как	пользователи	оценивают	все	больше	
фильмов,	они	получают	рекомендации,	которые	более	точно	соответствуют	
их	вкусам.

Первоначально,	когда	основной	деятельностью	Netflix	была	доставка	DVD-
дисков	по	почте,	они	использовали	систему	оценок	1–5	«звезд»	при	сборе	
оценок	DVD;	это	также	было	сигналом	о том,	что	клиент	действительно	смот-
рел	DVD.	Таким	образом,	Netflix	смог	собрать	однозначные	отзывы.	Когда	их	
бизнес	 переключился	 на	 потоковые	фильмы	онлайн,	 они	также	могли	 со-
брать	неявную	обратную	связь	о том,	смотрел	ли	пользователь	фильмы,	ко-
торые	ему	рекомендовали,	и смотрел	ли	пользователь	весь	фильм	целиком.	
Затем	 Netflix	 переключился	 с  рейтинговой	 системы	 1–5	 «звезд»	 на	 более	
простую	 систему	 «понравилось	 /	 не  понравилось».	 Это	 позволило	 собрать	
больше	отзывов,	так	как	у пользователя	уходило	меньше	времени	на	оцени-
вание.	Кроме	того,	более	точные	оценки	могут	быть	не такими	актуальными:	
как	должна	реагировать	модель,	если	фильм	имеет	оценку	3	«звезды»?	Такая	
оценка	не  говорит	о том,	 что	предсказание	 является	правильным	или	не-
правильным,	в то	время	как	оценки	«понравилось	 /	не понравилось»	дают	
модели	четкий	сигнал1.

Другим	примером	петли	обратной	связи,	и в	данном	случае	отрицатель-
ным	примером,	является	печально	известный	бот	Microsoft	TAY2.	Нашумев-
шей	новостью	в 2016	году	стало	отключение	бота	через	16	часов	после	запуска	
из-за	его	оскорбительных	и иногда	расистских	твитов.	К этому	времени	бот	
написал	более	96	000	твитов.	Он был	автоматически	переобучен	на	основа-
нии	ответов	на	твиты,	 которые	были	намеренно	провокационными.	Петля	
обратной	связи	в данной	ситуации	образовывалась	тогда,	когда	система	бра-
ла	ответы	на	свои	первоначальные	твиты	и включала	их	в обучающие	данные.	
Вероятно,	это	было	сделано	для	того,	чтобы	бот	казался	более	человечным,	но	
в результате	он	собрал	наихудшие	ответы,	и его	реплики	стали	в высшей	сте-
пени	оскорбительными.

1	 Отзывы	должно	быть	легко	собирать,	и они	должны	и давать	действенные	результаты.
2	 См.	https://oreil.ly/YM21r.

282	  Петли обратной связи



Что может пойти не так?
Важно	заранее	подумать	о том,	что	может	пойти	не так	в петле	об-
ратной	связи,	а также	подумать	о наилучшем	сценарии.	Что	явля-
ется	самым	худшим	из	того,	что	могут	сделать	ваши	пользователи?	
Как	 вы	 защищаетесь	 от	плохих	личностей,	 которые	хотят	разру-
шить	вашу	систему	набегом	организованной	толпы	или	прибегнув	
к автоматизации?

Третий	пример	реальной	петли	обратной	связи	исходит	от	Stripe,	компании	
онлайн-платежей1.	 Stripe	 создала	двоичный	классификатор	для	прогнозиро-
вания	 мошенничества	 при	 транзакциях	 по	 кредитным	 картам.	 Их  система	
блокировала	транзакции,	если	модель	предсказывала,	что	транзакции	могут	
быть	мошенническими.	Они	 получили	 обучающий	набор	 на	 основе	данных	
прошлых	транзакций	и обучили	на	его	основе	модель,	которая	дала	хорошие	
результаты	на	обучающих	наборах.	Однако	было	невозможно	узнать	точность	
предсказаний	и воспроизвести	ситуацию	в промышленной	среде,	потому	что	
если	модель	предсказывала,	что	транзакция	была	мошеннической,	эта	транз-
акция	блокировалась.	Узнать,	была	ли	транзакция	на	самом	деле	мошенниче-
ской,	было	невозможно,	потому	что	эта	транзакция	никогда	не совершалась.	

Другая	большая	проблема	возникла,	когда	модель	была	переобучена	с исполь-
зованием	новых	данных:	ее	точность	снизилась.	В этом	случае	петля	обратной	
связи	привела	к блокировке	всех	исходных	типов	мошеннических	транзакций,	
и поэтому	они	были	недоступны	для	новых	обучающих	данных.	Новая	модель	
обучалась	на	основе	данных,	где	присутствовали	мошеннические	операции,	ко-
торые	не были	обнаружены.	Решение	Stripe	состояло	в том,	чтобы	ослабить	пра-
вила	и позволить	небольшому	количеству	подозрительных	транзакций	пройти,	
даже	если	модель	предсказывала,	что	они	будут	мошенническими.	Это	позволи-
ло	им	оценить	модель	и предоставить	новые	релевантные	обучающие	данные.

Последствия применения петель обратной связи
Петли	 обратной	 связи	 часто	 будут	 иметь	 некоторые	 последствия,	
которые	не были	очевидны	при	их	разработке.	Важно	продолжать	
мониторинг	 системы	после	ее	развертывания.	Мы предлагаем	ис-
пользовать	для	этого	методы,	о которых	рассказывалось	в главе	7.

В	предыдущем	примере	из	Stripe	петля	обратной	связи	привела	к снижению	
точности	модели.	Однако	повышение	точности	также	может	дать	неожидан-
ный	отрицательный	эффект.	Система	рекомендаций	YouTube	(см.	https://oreil.
ly/QDCC2)	нацелена	на	увеличение	количества	времени,	которое	люди	прово-
дят	 за	 просмотром	 видео.	 Пользовательские	 отклики	 означают,	 что	 модель	
точно	предсказывает,	что	они	будут	смотреть	дальше.	И она	оказалась	неве-
роятно	успешной:	люди	смотрят	более	1	млрд	часов	видео	на	YouTube	каждый	
день	 (см.	 https://oreil.ly/KVF4M).	 Тем	 не  менее	 в  последнее	 время	 возникают	

1	 См.	выступление	Майкла	Манапата	«Контрфактическая	оценка	моделей	машинного	
обучения»	(Michael	Manapat,	«Counterfactual	Evaluation	of	Machine	Learning	Models»,	
презентация,	PyData,	Сиэтл,	2015	г.),	доступное	по	ссылке	https://oreil.ly/rGCHo.
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опасения,	что	эта	система	побуждает	людей	смотреть	видео	со	все	более	экст-
ремистским	контентом	(см.	https://oreil.ly/_Iubw).	Когда	такие	системы	стано-
вятся	очень	большими,	чрезвычайно	трудно	предвидеть	все	последствия	петли	
обратной	связи.	Поэтому	не прекращайте	их	использовать,	но	убедитесь,	что	
вы	предпринимаете	все	необходимые	меры	для	защиты	ваших	пользователей.	

Как	видно	из	приведенных	примеров,	петли	обратной	связи	могут	давать	
положительный	эффект	и помочь	нам	получить	больше	обучающих	данных,	
которые	мы	можем	использовать	для	улучшения	модели	и даже	для	построе-
ния	 бизнеса.	Однако	 в  то	же	 самое	 время	 они	могут	 привести	 к  серьезным	
проблемам.	Если	вы	тщательно	выбрали	метрики	для	своей	модели,	которые	
гарантируют,	что	ваша	петля	обратной	связи	будет	приносить	положительный	
эффект,	то	ваш	следующий	шаг –	научиться	собирать	отзывы.	Об этом	мы	рас-
скажем	в следующем	разделе.

кОнСтруктивные шаблОны Для СбОра ОтзывОв
В	этом	разделе	мы	обсудим	некоторые	распространенные	способы	сбора	от-
зывов.	Ваш	выбор	метода	будет	зависеть	от	нескольких	вещей:	

	� бизнес-проблема,	которую	вы	пытаетесь	решить;		
	� тип	и дизайн	приложения/продукта;		
	� тип	модели	машинного	обучения:	классификация,	система	рекоменда-
ций	и т.	д.

Если	 вы	 планируете	 собирать	 отзывы	 от	 пользователей	 вашего	 продукта,	
очень	важно	информировать	пользователей	о том,	что	происходит,	чтобы	они	
могли	дать	согласие	на	обратную	связь.	Это	также	может	помочь	вам	собрать	
больше	отзывов:	если	пользователь	принимает	участие	в улучшении	системы,	
он	с большей	вероятностью	предоставит	отзыв.

Мы	рассматриваем	различные	варианты	сбора	обратной	связи	в следующих	
разделах:

	� «Пользователи	 предпринимают	 определенные	 действия	 в  результате	
прогноза»;

	� «Пользователи	оценивают	качество	прогноза»;
	� «Пользователи	исправляют	прогноз»;
	� «Краудсорсинг	аннотаций»;
	� «Экспертные	аннотации»;
	� «Обратная	связь	автоматически	предоставляется	системой».

Хотя	 ваш	 выбор	шаблона	 проектирования	 будет	 в  определенной	 степени	
зависеть	 от	 проблемы,	 которую	 пытается	 решить	 ваш	 конвейер	машинного	
обуче	ния,	сделанный	вами	выбор	повлияет	на	то,	как	вы	отслеживаете	обрат-
ную	связь,	а также	на	то,	как	вы	включаете	ее	в конвейер	машинного	обучения.

Пользователи предпринимают определенные действия 
в результате прогноза
В	этом	методе	прогнозы	нашей	модели	отображаются	пользователю,	который	
в результате	совершает	какое-то	действие	онлайн.	Выполненное	пользовате-
лем	действие	регистрируется,	и полученная	запись	результата	действия	поль-
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зователя	предоставляет	для	нашей	модели	машинного	обучения	новые	обуча-
ющие	данные.	

Примером	этого	может	служить	любая	рекомендательная	система	для	выбо-
ра	продуктов,	например	та,	которую	использует	Amazon,	чтобы	рекомендовать	
своим	 пользователям	 следующую	 покупку.	 Пользователю	 показывают	 набор	
продуктов,	которые,	по	прогнозам	модели,	будут	представлять	для	него	инте-
рес.	Если	пользователь	просматривает	один	из	этих	продуктов	или	покупает	его,	
рекомендация	была	хорошей.	Тем	не менее	в данном	сценарии	отсутствует	ин-
формация	о том,	относились	ли	другие	продукты,	которые	пользователь	не про-
сматривал,	к хорошим	рекомендациям.	Это	неявная	обратная	связь:	обратная	
связь	не предоставляет	именно	те	данные,	которые	нам	нужны	для	обучения	
модели	 (такими	 данными	 будут	 являться	 данные	 ранжирования	 каждого	 от-
дельного	прогноза).	Вместо	этого	необходимо	агрегировать	обратную	связь	по	
многим	различным	пользователям,	чтобы	получить	новые	обучающие	данные.	

Пользователи оценивают качество прогноза
В	этой	методике	предсказание	модели	отображается	пользователю,	и пользова-
тель	дает	некоторый	сигнал,	чтобы	показать,	что	ему	нравится	или	не нравит-
ся	предсказание.	Это	пример	явной	обратной	связи,	где	пользователь	должен	
предпринять	 некоторые	дополнительные	действия,	 предоставляющие	 новые	
данные.	 Обратная	 связь	 может	 быть	 оценкой	 с  дискретной	 шкалой	 (число	
«звездочек»)	или	простой	двоичной	оценкой	«понравилось	/	не понравилось»	
(«лайк»).	Такой	тип	обратной	связи	хорошо	подходит	для	рекомендательных	
систем	и в	особенности	для	персонализации.	Необходимо	позаботиться	о том,	
чтобы	обратная	связь	была	действенной:	оценка	3	«звездочки»	из	5	не дает	мно-
го	информации	о том,	являются	прогнозы	модели	полезными	или	точными.	

Одним	из	ограничений	данного	метода	выступает	то,	что	обратная	связь	яв-
ляется	косвенной –	в случае	рекомендательной	системы	пользователи	одно-
значно	высказываются	о том,	что	такое	плохие	прогнозы,	но	не о том,	каким	
должен	быть	правильный	прогноз.	Другое	ограничение	этой	системы	заключа-
ется	в том,	что	существует	множество	способов	интерпретации	обратной	свя-
зи.	То,	что	понравилось	пользователю,	не обязательно	означает	что-то,	чего	
он	хочет	видеть	больше.	Например,	в системе	рекомендаций	фильмов	ответ	
«нравится»	от	пользователя	может	означать,	что	ему	нужно	больше	фильмов	
этого	жанра,	или	того	же	режиссера,	или	с теми	же	актерами	в главных	ролях.	
Все	эти	нюансы	теряются,	когда	возможна	только	бинарная	обратная	связь.

Пользователи исправляют прогноз
Этот	метод	является	примером	явной	обратной	связи	и работает	следующим	
образом:	

	� предсказания	модели	с более	низкой	точностью	отображаются	пользо-
вателю;

	� пользователь	принимает	прогноз,	 если	он	верен,	или	редактирует	его,	
если	он	неверен;

	� прогнозы,	проверенные	пользователем,	могут	использоваться	в качест-
ве	новых	обучающих	данных.
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Этот	способ	лучше	всего	работает	в тех	 случаях,	когда	пользователь	силь-
но	заинтересован	в результате.	Хорошим	примером	его	использования	может	
служить	 банковское	 приложение,	 в  котором	 пользователь	может	 размещать	
чеки	в банке	для	последующего	инкассирования.	Модель,	выполняющая	рас-
познавание	изображений,	автоматически	заполняет	сумму	чека.	Если	сумма	
верна,	пользователь	подтверждает	ее;	если	она	неверна,	пользователь	вводит	
правильное	значение.	В этом	случае	в интересах	пользователя	ввести	правиль-
ную	сумму,	чтобы	деньги	были	зачислены	на	его	счет.	Приложение	становится	
более	точным	с течением	времени,	так	как	пользователи	генерируют	все	боль-
ше	обучающих	данных.	Если	вы	можете	использовать	этот	метод	в петле	об-
ратной	связи,	то	он	может	стать	отличным	способом	быстрого	сбора	большого	
количества	высококачественных	новых	данных.

Данный	метод	следует	использовать	с осторожностью	и только	в тех	случаях,	
когда	цели	 системы	машинного	обучения	и пользователя	 строго	 совпадают.	
Если	 пользователь	 принимает	 неправильные	 ответы,	 потому	 что	 у  него	 нет	
причин	пытаться	изменить	их,	 в  обучающих	данных	появляется	множество	
ошибок,	и модель	со	временем	не становится	более	точной.	И если	пользова-
тель	получит	некоторую	выгоду,	предоставив	неверные	результаты,	это	внесет	
смещение	в новые	обучающие	данные.

Краудсорсинг аннотаций
Этот	метод	особенно	полезен,	если	у вас	имеется	большой	объем	неразмеченных	
данных	и невозможно	получить	метки	от	пользователей	при	обычном	сценарии	
использования	продукта.	Многие	задачи	из	областей	НЛП	и компьютерного	зре-
ния	попадают	в эту	категорию:	легко	собрать	большой	массив	изобра	жений,	но	
данные	не размечены	для	конкретного	варианта	использования	вашей	модели	
машинного	обучения.	Например,	если	вы	хотите	обучить	модель	классифика-
ции	изображений,	которая	классифицирует	изображения	с мобильных	телефо-
нов	как	«документы»	или	«не	документы»,	вы	можете	попросить	пользователей	
сделать	много	фотографий,	но	не предоставить	вам	ваши	метки.

В	 этом	 случае	 обычно	 собирается	 большой	 пул	 неразмеченных	 данных,	
который	 затем	передается	 на	 краудсорсинговую	платформу,	такую	 как	AWS	
Mechanical	 Turk	 или	 Figure	 Eight.	 Людям,	 предоставляющим	 отзывы,	 платят	
некоторую	(обычно	небольшую)	сумму	за	разметку	данных.	Такой	метод	наи-
более	подходит	для	задач,	не требующих	специальной	подготовки.	

При	 использовании	 этого	 метода	 необходимо	 контролировать	 качест-
во	 разметки	 данных,	 и  инструмент,	 с  помощью	 которого	 выполняются	 ан-
нотации,	 обычно	 настраивается	 таким	 образом,	 чтобы	 несколько	 чело-
век	 обрабатывали	 один	 и  тот	 же	 пример	 данных.	 Руководство	 Google	 PAIR	 
(см.	https://oreil.ly/6FMFD)	дает	отличные	подробные	рекомендации	по	органи-
зации	процесса	аннотирования;	но	главное,	что	нужно	учитывать, –	что	спо-
собы	 поощрения	 людей,	 оставляющих	 аннотации,	 должны	 соответствовать	
результатам	модели.	Основным	преимуществом	данного	метода	является	то,	
что	можно	предельно	точно	указать	специфику	создаваемых	новых	данных,	
поэтому	они	могут	полностью	соответствовать	потребностям	сложной	модели.

Однако	у этого	подхода	есть	ряд	недостатков,	например	он	может	оказаться	
не подходящим	для	работы	с персональными	или	конфиденциальными	дан-
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ными.	Будьте	внимательны,	чтобы	убедиться,	что	существует	разнообразная	
группа	оценщиков,	отражающая	взгляды	пользователей	вашего	продукта	и об-
щества	в целом.	Кроме	того,	этот	подход	также	может	оказаться	дорогостоя-
щим,	и он	может	не масштабироваться	для	большого	числа	пользователей.

Экспертные аннотации
Экспертные	аннотации	создаются	способом,	аналогичным	краудсорсингу,	но	
в данном	случае	люди,	предоставляющие	аннотации,	тщательно	подбираются.	
Это	можете	быть	вы,	человек,	строящий	конвейер	и использующий	инструмент	
аннотации,	такой	как	Prodigy	(см.	https://prodi.gy/),	для	текстовых	данных.	Или	
же	это	может	быть	эксперт	предметной	области,	например	если	вы	обучае	те	
классификатор	изображений	на	медицинских	изображениях.	Этот	метод	осо-
бенно	подходит	для	следующих	ситуаций:	

	� для	аннотирования	данных	требуются	специальные	знания;
	� данные	являются	закрытыми	или	в определенной	степени	конфиденци-
альными;

	� требуется	только	небольшое	количество	меток	(например,	перенос	обуче-
ния	или	метод	машинного	обучения	с частичным	привлечением	учителя);

	� ошибки	в аннотациях	имеют	серьезные	реальные	последствия	для	людей.
Данный	метод	 позволяет	 получить	 высококачественную	 обратную	 связь,	

но	это	дорогостоящий,	ручной	и плохо	масштабируемый	метод.

Обратная связь автоматически предоставляется системой
В	некоторых	конвейерах	машинного	обучения	для	сбора	обратной	связи	не тре-
буется	участие	человека.	Модель	делает	прогноз,	и происходит	какое-то	событие	
в будущем,	которое	говорит	нам,	был	выданный	прогноз	модели	правильным	
или	нет.	В этом	случае	новые	обучающие	данные	собираются	системой	авто-
матически.	Хотя	этот	метод	не требует	какой-либо	отдельной	инфраструктуры	
для	сбора	обратной	связи,	он	все	же	требует	осторожности:	могут	произойти	
неожиданные	вещи,	потому	что	наличие	предсказаний	может	нарушить	работу	
системы.	Пример	Stripe,	приведенный	выше,	хорошо	иллюстрирует	это:	модель	
оказывает	влияние	на	свои	собственные	обучающие	данные	в будущем1.

как ОтСлеживать петли ОбратнОй Связи
После	того	как	вы	решили,	какой	тип	обратной	связи	лучше	всего	подходит	
для	вашей	бизнес-задачи	и вашего	типа	модели,	вам	необходимо	включить	ее	
в конвейер	машинного	обучения.	Это	тот	самый	момент,	когда	проверка	моде-
ли,	которую	мы	обсуждали	в главе	7,	становится	абсолютно	необходимой:	но-
вые	данные	будут	распространяться	через	систему,	и это	не должно	приводить	
к ухудшению	качества	системы	по	отслеживаемым	показателям.

1	 Подробнее	 об	 этом	 можно	 прочитать	 в  статье	 «Hidden	 Technical	 Debt	 in	 Machine	
Learning	Systems»,	D.	Sculley	et	al.	(«Скрытый	технический	долг	в системах	машинно-
го	обучения»,	автор	Скалли	и др.),	см.	https://papers.nips.cc/paper/5656-hidden-technical-
debt-in-machine-learning-systems.pdf.

Как отслеживать петли обратной связи  287



Обученная 
модель

Прогноз Прогноз
Прогноз

Реестр 
прогнозов

Идентификатор 
прогноза

Приложение

Пользо-
ватель

Обратная 
связь

Реестр 
обратной 

связи
Постобработка

Остальная 
часть 

конвейера

Рис. 13.3.	Отслеживание обратной связи

Ключевым	моментом	в этом	случае	является	то,	что	каждый	прогноз	дол-
жен	 получить	 идентификатор	 отслеживания,	 как	 показано	 на	 рис.  13.3.	 Это	
возможно	 реализовать	 с  помощью	 своего	 рода	 «реестра	 прогнозов»  –	 каж-
дый	прогноз	сохраняется	вместе	с идентификатором	отслеживания.	Прогноз	
и присвоенный	ему	идентификатор	передаются	в приложение,	а затем	пред-
сказание	отображается	пользователю.	Если	пользователь	дает	нам	обратную	
связь,	процесс	продолжается.

Когда	обратная	связь	получена,	она	сохраняется	в «реестре	обратной	связи»	
вместе	с идентификатором	отслеживания	предсказания.	Этап	обработки	данных	
объединяет	обратную	связь	с исходным	прогнозом.	Это	позволяет	отслеживать	
обратную	связь	с помощью	этапов	проверки	данных	и модели,	чтобы	вы	всегда	
могли	знать,	какая	обратная	связь	является	основой	новой	версии	модели.

Отслеживание явной обратной связи
Когда	дело	доходит	до	отслеживания,	есть	две	формы	явной	обратной	связи.

Бинарная обратная связь 
В	большинстве	случаев	только	обратная	связь,	говорящая	о правильности	
прогноза,	может	предоставить	вам	новые	данные	обучения	вместе	со	свя-
занным	идентификатором	отслеживания.	Например,	в системе	многоклас-
совой	классификации	обратная	связь	от	пользователя	может	только	сооб-
щить	вам,	верен	предсказанный	класс	или	нет.	Если	предсказанный	класс	
помечен	как	неправильный,	вы	не знаете,	какой	из	других	классов	будет	
правильным.	 Если	 предсказанный	 класс	 помечен	 как	 правильный,	 объ-
единение	данных	 с  результатом	прогноза	формирует	новый	обучающий	
пример.	 Задача	 бинарной	 классификации –	 единственный	 случай,	 когда	
вы	можете	использовать	обратную	связь,	что	прогноз	неверен.	В данном	
случае	эта	обратная	связь	говорит	нам,	что	пример	относится	к противо-
положному	классу –	единственному	из	возможных	двух.

Переклассификация или исправление 
Пользователь	предоставляет	модели	правильный	ответ.	В этом	случае	соче-
тание	«пара	входных	данных	плюс	новая	классификация»	является	новым	
примером	обучения	и должно	получить	идентификатор	отслеживания.
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Отслеживание неявной обратной связи
Неявная	обратная	связь	генерирует	бинарную	обратную	связь.	Если	система	
рекомендаций	 предлагает	 продукт	 и  пользователь	 просматривает	 этот	 про-
дукт,	сочетание	«продукт	и данные	пользователя»	формирует	новый	обучаю-
щий	пример	и получает	идентификатор	отслеживания.	Однако	если	пользо-
ватель	 не  просматривает	 продукт,	 это	 не  означает,	 что	 рекомендация	 была	
плохой.	В данной	ситуации	может	потребоваться	подождать,	пока	накопится	
множество	элементов	обратной	связи,	прежде	чем	переучивать	модель.	

резюме
Петли	 обратной	 связи	 превращают	 обычный	 рабочий	 процесс	 конвейе-
ра	 в  жизненный	 цикл	 и  помогают	 ему	 расти	 и  совершенствоваться.	 Важно	
включать	новые	данные	в нашу	систему	машинного	обучения,	чтобы	модель	
не устаревала	и ее	точность	не снижалась.	Убедитесь,	что	вы	выбрали	метод	
обратной	связи,	который	наиболее	точно	соответствует	вашему	типу	модели	
и ее	метрикам,	по	которым	вы	судите	о ее	успехе.

Для	петель	обратной	связи	требуется	тщательный	контроль.	Как	только	вы	
начинаете	собирать	новые	данные,	очень	легко	нарушить	одно	из	самых	фун-
даментальных	 допущений	 многих	 алгоритмов	 машинного	 обучения:	 ваши	
обучающие	и контрольные	данные	получены	на	основании	одного	и того	же	
распределения.	 В  идеале	 ваши	 обучающие	 и  контрольные	 данные	 должны	
отражать	реальный	мир,	который	вы	моделируете,	но	на	практике	это	дале-
ко	не так.	Поэтому	когда	вы	собираете	новые	данные,	важно	создавать	новые	
контрольные	наборы	данных,	а также	обучающие	наборы	данных.

При	реализации	петель	обратной	связи	вам	потребуется	тесно	сотрудничать	
с дизайнерами,	разработчиками	и экспертами	по	UX,	которые	занимаются	ва-
шим	продуктом.	Им нужно	построить	системы,	которые	будут	собирать	данные	
и улучшать	вашу	модель.	Важно,	чтобы	вы	работали	с ними,	чтобы	превратить	
обратную	связь	в улучшения,	которые	увидят	пользователи,	и сформировать	
ожидания	относительно	того,	когда	обратная	связь	изменит	продукт.	Это	по-
будит	пользователей	вложить	свои	усилия	в обратную	связь.

Здесь	 следует	обратить	особое	внимание	на	то,	что	петли	обратной	связи	
могут	усилить	любое	негативное	отклонение	или	несимметричность	(«неспра-
ведливость»)	в исходной	модели.	Никогда	не забывайте,	что	в этом	процессе	
может	 участвовать	 человек!	Постарайтесь	 предложить	 пользователям	метод	
обратной	связи	о том,	что	модель	нанесла	кому-то	вред,	чтобы	им	было	легко	
отмечать	ситуации,	которые	следует	немедленно	исправить.	В этом	случае	по-
требуется	гораздо	больше	подробностей,	нежели	оценка	1–5	«звезд».

Как	только	вы	настроите	петли	обратной	связи	и сможете	отслеживать	прог-
нозы	своей	модели	и ответы	пользователей	на	эти	прогнозы,	у вас	будут	гото-
вы	все	элементы,	из	которых	состоит	ваш	конвейер.
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Глава 14
Приватность данных, 

используемых  
для машинного обучения

В	этой	главе	мы	расскажем	о некоторых	аспектах	приватности	данных	при-
менительно	 к  конвейерам	 машинного	 обучения.	 Сохранение	 конфиденци-
альности	в процессе	машинного	обучения	является	очень	активной	областью	
исследований,	и соответствующие	возможности	только	начинают	включаться	
в TensorFlow	и другие	фреймворки.	Мы объясним	некоторые	принципы,	ле-
жащие	 в  основе	 наиболее	 многообещающих	методов	 на	 момент	 написания	
этой	книги,	и покажем	несколько	практических	примеров	того,	как	они	могут	
встраиваться	в конвейер	машинного	обучения.

В	 этой	 главе	 мы	 рассмотрим	 три	 основных	 метода	 машинного	 обучения	
с сохранением	приватности	данных:	дифференцированная	приватность,	фе-
деративное	обучение	и зашифрованное	машинное	обучение.

ввеДение в приватнОСть Данных
Приватность	данных –	это	вопросы	доверия	и ограничения	доступа	к данным,	
которые	люди	предпочитают	хранить	таким	образом,	чтобы	они	не являлись	
общедоступными.	 Существует	много	 различных	методов	машинного	 обуче-
ния,	сохраняющих	приватность	данных,	и для	того,	чтобы	выбрать	подходя-
щий	вам	способ,	необходимо	ответить	на	следующие	вопросы:	

	� Для	кого	вы	пытаетесь	сделать	данные	недоступными?
	� Какие	части	 системы	могут	быть	приватными,	 а какие	могут	быть	от-
крытыми	для	общего	доступа?

	� Кто	 входит	 в  доверенные	 группы	 лиц,	 которые	 могут	 просматривать	
данные?

Ответы	на	эти	вопросы	помогут	вам	решить,	какой	из	методов,	описанных	
в этой	главе,	лучше	всего	подходит	для	вашего	варианта	использования.



Почему мы заботимся о приватности данных?
Приватность	данных	становится	важной	частью	проекта	машинного	обучения.	
Существует	 множество	 правовых	 требований,	 касающихся	 конфиденциаль-
ности	пользователей,	такие	как	обеспечение	соответствия	требованиям	Гене-
рального	регламента	о защите	персональных	данных	(General	Data	Protection	
Regulation,	GDPR),	которые	вступили	в силу	в мае	2018	года,	и Закон	штата	Ка-
лифорния	о защите	конфиденциальности	потребителей	(California	Consumer	
Privacy	Act),	принятый	в январе	2020	года.	Существуют	этические	соображения	
относительно	использования	персональных	данных	для	машинного	обучения,	
и пользователи	продуктов	на	базе	машинного	обучения	начинают	проявлять	
все	более	глубокий	интерес	к тому,	что	происходит	с их	данными.	Поскольку	
машинное	обучение	традиционно	являлось	активным	потребителем	данных	
и поскольку	многие	прогнозы,	сделанные	моделями	машинного	обучения,	ос-
нованы	на	персональных	данных,	получаемых	от	пользователей,	оно	находит-
ся	на	переднем	крае	дискуссий	о приватности	данных.	

На	момент	написания	этой	книги	конфиденциальность	еще	никому	не до-
ставалась	 бесплатно:	 обеспечение	 приватности	 данных	 сопряжено	 с  затра-
тами,	 связанными	 с  точностью	 модели,	 временем	 вычислений	 или	 и  тем,	
и другим	видом	затрат.	С одной	стороны,	отсутствие	сбора	данных	полностью	
обеспечит	приватность,	но	не принесет	никакой	пользы;	но	с другой	стороны,	
зная	все	подробности,	пользователи	могут	позволить	нам	создавать	очень	точ-
ные	модели	машинного	обучения,	предоставляя	данные.	Машинное	обучение,	
обеспечивающее	 конфиденциальность,	только	 сейчас	начинает	 развиваться,	
предлагая	способы,	где	приватность	данных	может	быть	повышена	без	сущест-
венного	ущерба	для	точности	модели.

В	некоторых	ситуациях	машинное	обучение	с сохранением	конфиденциаль-
ности	может	помочь	вам	использовать	данные,	которые	в противном	случае	
были	бы	недоступны	для	обучения	модели	машинного	обучения	из-за	несо-
блюдения	 конфиденциальности.	 Однако	 это	 не  дает	 вам	 свободы	 действий	
с данными	только	потому,	 что	 вы	используете	 один	из	методов,	 описанных	
в этой	главе.	Вам	следует	обсудить	свои	планы	с другими	заинтересованными	
сторонами,	в число	которых	входят	владельцы	данных,	эксперты	по	безопас-
ности	и юридический	отдел	вашей	компании.

Самый простой способ повысить приватность данных
Часто	стратегия	по	умолчанию	для	создания	продукта,	основанного	на	машин-
ном	обучении,	состоит	в том,	чтобы	собрать	все	возможные	данные,	а затем	
решить,	что	полезно	для	обучения	модели.	Несмотря	на	то	что	это	делается	
с согласия	пользователя,	самый	простой	способ	повысить	приватность	поль-
зовательских	данных –	это	собирать	только	те	данные,	которые	необходимы	
для	обучения	конкретной	модели.	Для	структурированных	данных	такие	эле-
менты	данных,	как	имя,	пол	или	раса,	могут	быть	просто	удалены.	Текстовые	
или	графические	данные	могут	обрабатываться,	чтобы	удалить	большую	часть	
персональных	данных,	например	удалить	лица	с изображений	или	имена	из	

Введение в приватность данных  291



текста.	Однако	в некоторых	случаях	это	может	снизить	полезность	данных	или	
сделать	невозможным	обучение	точной	модели.	И если	данные	о расе	и поле	
не собираются,	невозможно	сказать,	является	ли	модель	«предвзятой»	по	от-
ношению	к определенной	группе.	

Контроль	над	тем,	 какие	данные	 будут	предоставлены,	также	может	 быть	
передан	пользователю:	согласие	на	сбор	данных	может	быть	разъяснено	бо-
лее	подробно	и реализовано	более	продуманно,	чем	простой	вариант	соглаше-
ния	с условиями	предоставления	данных	или	отказ	от	него,	например	может	
преду	сматриваться	вариант,	когда	пользователи	продукта	 смогут	точно	ука-
зать,	какие	данные	о них	разрешено	собирать.	Это	ставит	сложные	задачи	пе-
ред	проектированием	продукта:	должны	ли	пользователи,	которые	предостав-
ляют	меньше	данных,	получать	менее	точные	прогнозы,	нежели	пользователи,	
которые	предоставляют	больше	данных?	Как	мы	отслеживаем	согласие	во	всем	
нашем	конвейере	машинного	обучения?	Это	вопросы,	которые	требуют	допол-
нительного	обсуждения	в сообществе	машинного	обучения.

Какие данные должны быть приватными?
В	конвейерах	машинного	обучения	часто	собираются	данные	о людях,	но	не-
которые	данные	более	остро	нуждаются	в сохранении	приватности	в процес-
се	 машинного	 обучения.	 Данные,	 идентифицирующие	 личность	 (Personally	
identifying	information,	PII),	 –	это	данные,	которые	позволяют	непосредственно	
идентифицировать	отдельного	человека;	к ним	относятся,	например,	его	имя,	
адрес(а)	электронной	почты,	название	улицы,	указанной	в адресе,	идентифика-
ционный	номер	и т.	д.	Для	всех	этих	данных	необходимо	обеспечивать	приват-
ность.	Эти	данные	могут	появиться	в виде	текста	в свободном	формате,	таком	
как	комментарии	обратной	связи	или	данные	службы	поддержки	клиентов,	а не	
только	в случае,	когда	эти	данные	непосредственно	запрашиваются	у пользо-
вателя.	Изображения	людей	в некоторых	случаях	также	могут	рассматриваться	
как	PII.	Использование	и хранение	таких	данных	часто	регулируется	правовыми	
и нормативными	регламентами	и актами,	и если	в вашей	компании	есть	группа,	
специализирующаяся	на	вопросах	приватности	данных,	лучше	проконсульти-
роваться	с ней,	прежде	чем	начинать	проект	с применением	данных	такого	типа.

Также	особого	внимания	требуют	чувствительные	данные.	Чувствительные	
данные	нередко	определяются	как	данные,	которые	могут	нанести	кому-либо	
вред,	если	они	будут	опубликованы.	К таким	данным	относятся	данные	о со-
стоянии	здоровья	или	данные	о частных	компаниях	(например,	финансовые	
данные).	 Следует	 позаботиться	 о  том,	 чтобы	 такие	 данные	 не  просочились	
в прогнозы	модели	машинного	обучения.

Еще	одна	категория	данных,	для	которых	следует	обеспечить	приватность, –	
это	квазиидентифицирующие	данные.	Такие	данные	позволяют	однозначно	
идентифицировать	кого-либо,	если	известно	достаточное	их	количество,	на-
пример	по	отслеживанию	местоположения	или	данных	транзакции	по	кредит-
ной	карте.	Если	для	одного	и того	же	человека	известны	несколько	точек	мес-
тоположения,	то	на	основе	этих	данных	формируется	уникальный	след.	Такие	
данные	могут	впоследствии	быть	объединены	с другими	наборами	данных	для	
повторной	идентификации	этого	человека.	В декабре	2019	года	New	York	Times	
опубликовала	подробную	статью	(см.	https://oreil.ly/VPea0)	о повторной	иден-
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тификации	с использованием	данных	мобильных	телефонов.	Это	лишь	один	
из	нескольких	голосов,	ставящих	под	сомнение	публикацию	таких	данных.

ДифференцирОванная приватнОСть
Если	мы	выявили	необходимость	обеспечения	дополнительной	приватности	
в нашем	конвейере	машинного	обучения,	существуют	различные	методы,	ко-
торые	могут	помочь	нам	повысить	приватность	при	сохранении	максималь-
но	 возможного	 количества	данных.	Первый	из	 них,	 который	мы	обсудим, –	
это	 диффиренцированная	 приватность1.	 Диффиренцированная	 приватность	
(Differential	Privacy,	DP) –	это	формализация	идеи	о том,	что	запрос	или	преоб-
разование	набора	данных	не должны	показывать,	находится	ли	определенная	
персона	в этом	наборе	данных.	Она	выражает	математическую	меру	потери	
приватности	для	персоны,	данные	о которой	включены	в набор	данных,	и сво-
дит	к минимуму	эту	потерю	приватности	за	счет	добавления	шума.

Диффиренцированная	 приватность	 описывает	 обещание,	 данное	
держателем	данных	или	куратором	субъекту	данных,	и это	обеща-
ние	выглядит	так:	«Вы	не будете	испытывать	никакого	воздействия,	
отрицательного	 или	 какого-либо	 иного,	 позволив	 использовать	
ваши	 данные	 в  любом	 исследовании	 или	 анализе,	 независимо	 от	
того,	какие	другие	исследования,	наборы	данных	или	источники	ин-
формации	будут	доступны».

 – Синтия Дворк2

Иными	 словами,	 преобразование	 набора	 данных	 не  должно	 изменяться,	
если	данные	об	одной	персоне	будут	удалены	из	этого	набора	данных.	В случае	
моделей	машинного	обучения	прогнозы,	которые	делает	модель,	не должны	
меняться,	если	данные,	относящиеся	к одной	персоне,	будут	удалены	из	обуча-
ющего	набора.	Диффиренцированная	приватность	достигается	добавлением	
определенной	разновидности	шума	или	случайности	в алгоритм.

Чтобы	привести	более	конкретный	пример:	одним	из	самых	простых	спосо-
бов	достижения	диффиренцированной	приватности	является	концепция	ран-
домизированного	отклика.	Это	полезно	в опросах,	где	мы	задаем	деликатный	
вопрос	людям,	которые	должны	на	него	ответить,	например:	«Вы	когда-нибудь	
были	 осуждены	 за	 преступление?»	 Чтобы	 ответить	 на	 этот	 вопрос,	 человек,	
которого	 спрашивают,	 подбрасывает	монету.	 Если	 выпадает	 «орел»,	 человек	
отвечает	 правдиво.	 Если	 выпадает	 «решка»,	 он	 снова	 подбрасывает	 монету	

1	 См.	публикацию	Синтии	Дворк	«Дифференциальная	приватность»,	в Энциклопедии	
криптографии	и безопасности,	изд.	Хенк	К.	А.	ван	Тильборг	и Сушил	Яйодиа,	Бостон:	
Springer,	2006	 (Cynthia	Dwork,	 «Differential	Privacy»,	 in	Encyclopedia	of	Cryptography	
and	Security,	ed.	Henk	C.	A.	van	Tilborg	and	Sushil	Jajodia.	Boston:	Springer,	2006).

2	 См.	публикацию	Синтии	Дворк	и Аарона	Рот	«Алгоритмические	основы	дифференци-
альной	конфиденциальности»	//	Основы	и тенденции	теоретической	информатики.	9,	
№	3–4:	211–407,	2014,	(Cynthia	Dwork	and	Aaron	Roth,	«The	Algorithmic	Foundations	of	
Differential	Privacy»,	Foundations	and	Trends	in	Theoretical	Computer	Science	9,	no.	3–4:	
211–407,	2014,	https://www.cis.upenn.edu/~aaroth/ Papers/privacybook.pdf).
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и отвечает	«да»,	если	выпадает	«орел»,	и «нет»,	если	выпадает	«решка».	Люди,	
которые	 участвуют	 в  опросе,	 сохраняют	 свою	 конфиденциальность,	 потому	
что	они	могут	сказать,	что	дали	случайный,	а не	правдивый	ответ.	Посколь-
ку	мы	знаем	вероятности	выпадения	«орла»	и «решки»,	то	если	мы	зададим	
этот	вопрос	достаточно	большому	числу	людей,	то	сможем	вычислить	процент	
осужденных	за	преступление	с разумной	точностью.	Точность	расчетов	воз-
растает,	когда	в опросе	участвует	большее	число	людей.	

Вопрос

Правдивый 
ответ

Случайный 
выбор

Да0.5

0.5

0.5

0.5

Нет

Рис. 14.1.	Схема рандомизированного ответа

Эти	рандомизированные	преобразования	являются	ключевой	концепцией	
дифференцированной	приватности.

Один обучающий пример – один человек
В	этой	главе	для	простоты	мы	предполагаем,	что	каждый	обучающий	
пример	в наборе	данных	связан	с одной	персоной	или	собран	на	ос-
нове	данных,	относящихся	к одной	персоне.

Локальная и глобальная дифференцированная 
приватность
Дифференцированную	приватность	(differential	privacy,	DP)	можно	разделить	
на	два	основных	метода:	локальную	и глобальную	DP.	В локальной	DP	шум	или	
случайность	добавляются	на	индивидуальном	уровне,	как	в вышеприведенном	
примере	 с  рандомизированным	 ответом,	 поэтому	 сохраняется	 приватность	
между	человеком,	предоставляющим	данные,	и исследователем,	собирающим	
данные.	 В  глобальной	 DP	 шум	 добавляется	 к  результатам	 преобразования	
всего	набора	данных.	Исследователю,	собирающему	данные,	доверяют	необ-
работанные	данные,	но	преобразование	данных	не раскрывает	информацию	
о предоставившем	их	человеке.

Для	глобальной	DP	требуется,	чтобы	мы	добавляли	меньше	шума	по	срав-
нению	с локальной	DP,	что	приводит	к повышению	полезности	или	точности	
запроса	для	аналогичной	гарантии	конфиденциальности.	Обратной	стороной	
является	то,	что	для	глобальной	DP	исследователь,	собирающий	данные,	дол-
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жен	быть	доверенным,	тогда	как	при	реализации	локального	DP	только	отдель-
ные	пользователи	могут	видеть	свои	собственные	необработанные	данные.

Эпсилон-дельта и бюджет приватности
Вероятно,	 наиболее	 распространенным	 способом	 реализации	 дифференци-
рованной	приватности	является	дифференцированная	приватность	эпсилон-
дельта	 (ϵ-δ	 DP).	 При	 сравнении	 преобразования	 в  наборе	 данных,	 который	
включает	в себя	информацию	об	одном	конкретном	человеке,	с преобразова-
нием,	которое	не содержит	информации	об	этом	человеке,	eε	дает	максималь-
ную	разницу	между	результатами	этих	преобразований.	Таким	образом,	если	
значение	ε =	0,	оба	преобразования	возвращают	абсолютно	одинаковый	резуль-
тат.	Если	значение	ε невелико,	вероятность	того,	что	два	этих	преобразования	
дадут	одинаковый	результат,	выше –	чем	ниже	значение	ε,	тем	выше	приват-
ность,	потому	что	ε измеряет	степень	гарантии	приватности.	Если	вы	делаете	
запросы	к набору	данных	более	одного	раза,	вам	нужно	просуммировать	зна-
чения	ε каждого	запроса,	чтобы	получить	общий	бюджет	конфиденциальности.
δ –	 это	 вероятность	того,	 что	 значение	 ε  не	 сохраняется,	иными	словами,	

вероятность	того,	что	данные	человека	будут	раскрыты	в результате	рандоми-
зированного	преобразования.	Обычно	мы	устанавливаем	значение	δ прибли-
зительно	равным	численности	генеральной	совокупности:	для	набора	данных,	
содержащего	2000	человек,	мы	устанавливаем	значение	δ =	1/10001.	

Возникает	вопрос:	какую	величину	ϵ следует	выбрать?	ϵ позволяет	нам	срав-
нивать	степень	приватности	различных	алгоритмов	и подходов,	но	абсолют-
ное	значение,	которое	дает	нам	«достаточную»	приватность,	зависит	от	вари-
анта	использования2.	

Чтобы	выбрать	нужное	значение	ϵ,	может	оказаться	полезно	посмотреть	на	
точность	системы	при	уменьшении	значения	ϵ,	а затем	выбрать	наиболее	при-
ватные	параметры,	сохранив	приемлемую	полезность	данных	для	бизнес-за-
дачи.	В качестве	альтернативы,	если	последствия	утечки	данных	очень	велики,	
вы	можете	сначала	установить	приемлемые	значения	ϵ и	δ,	а затем	настроить	
другие	гиперпараметры,	чтобы	получить	наилучшую	возможную	точность	мо-
дели.	Одним	из	недостатков	дифференцированной	приватности	ϵ-δ является	
то,	что	параметр	ϵ нелегко	интерпретировать.	В настоящее	время	разрабаты-
ваются	другие	подходы,	чтобы	решить	эту	проблему,	например	внедрение	объ-
ектов	secret	в обучающие	данные	модели	и измерение	вероятности	того,	что	
они	будут	раскрыты	в прогнозах	модели3.

1	 В	 статье	Algorithmic	 Foundations	 of	 Differential	 Privacy	 («Алгоритмические	 основы	
дифференцированной	 приватности»),	 опубликованной	 по	 ссылке	 https://www.cis.
upenn.edu/~aaroth/Papers/privacybook.pdf,	об	этом	рассказывается	более	подробно.

2	 Более	подробную	информацию	можно	найти	в работе	Джастина	Хсу	и др.	«Диффе-
ренциальная	конфиденциальность:	экономический	метод	выбора	Epsilon»	(презен-
тация	в бумажном	виде,	симпозиум	IEEE	Computer	Security	Foundations	2014,	Вена,	
Австрия,	17	февраля	2014	г.)	(«Differential	Privacy:	An Economic	Method	for	Choosing	
Epsilon»	 (Paper	 presentation,	 2014	 IEEE	 Computer	 Security	 Foundations	 Symposium,	
Vienna,	 Austria,	 February	 17,	 2014)),	 опубликованной	 по	 ссылке	 https: /arxiv.org/
pdf/1402.3329.pdf.

3	 См.	статью	Николаса	Карлини	и др.	«Внедрение	secret»,	июль	2019	г.	 (Carlini	et	al.,	
2018,		https://arxiv.org/pdf/1802.08232.pdf).
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Дифференцированная приватность в машинном обучении
Если	мы	хотим	использовать	дифференцированную	приватность	(differential	
privacy,	 DP)	 как	 часть	 нашего	 конвейера	 машинного	 обучения,	 в  настоящее	
время	есть	несколько	вариантов,	где	ее	можно	добавить,	и мы	ожидаем	в бу-
дущем	расширить	область	ее	применения.	Во-первых,	DP	может	быть	вклю-
чена	в систему	федеративного	обучения	(см.	раздел	«Федеративное	обучение	
в TensorFlow»	этой	главы),	и в	этом	случае	может	применяться	либо	локальная,	
либо	 глобальная	 дифференцированная	 приватность.	 Во-вторых,	 библиотека	
TensorFlow	Privacy	является	примером	глобальной	DP:	предполагается,	что	не-
обработанные	данные	доступны	для	обучения	модели.

Третий	вариант –	подход	«Приватное	агрегирование	учительских	ансамб-
лей»	(Private	Aggregation	of	Teacher	Ensembles,	PATE)1.	Это	сценарий	совмест-
ного	 использования	 данных:	 в  случае	 если	 10	 человек	 разметили	 данные,	
а вы	нет,	они	обучают	модель	локально,	и каждый	делает	прогноз	на	ваших	
данных.	Затем	выполняется	запрос	с использованием	дифференцированной	
приватности	для	генерации	окончательного	прогноза	для	каждого	примера	
в вашем	наборе	данных	таким	образом,	что	вы	не знаете,	какая	из	10	моделей	
сделала	прогноз.	Потом	на	этих	предсказаниях	обучается	новая	модель –	эта	
модель	включает	информацию	из	10	скрытых	наборов	данных	таким	обра-
зом,	что	невозможно	получить	информацию	из	этих	скрытых	наборов	дан-
ных.	 Инфраструктура	 PATE	 показывает,	 как	 изменяется	 параметр	 ε  в	 этом	
сценарии.

ввеДение в TensorFlow priVacy
TensorFlow	 Privacy	 (см.	 http://www.cleverhans.io/privacy/2019/03/26/machine-
learning-with-differential-privacy-in-tensorflow.html)	 добавляет	 дифференциро-
ванную	приватность	в оптимизатор	во	время	обучения	модели.	Тип	диффе-
ренцированной	приватности,	используемый	в TF-Privacy,	является	примером	
глобальной	 DP:	 шум	 добавляется	 после	 того,	 как	 данные	 собраны,	 так	 что	
конфиденциальные	 данные	 не  отображаются	 в  предсказаниях	 модели.	 Это	
позволяет	нам	обеспечивать	строгие	гарантии	дифференцированной	приват-
ности,	чтобы	данные,	относящиеся	к отдельному	человеку,	не запоминались,	
при	 этом	 достигалась	 бы	 максимальная	 точность	 модели.	 Как	 показано	 на	
рис. 14.2,	в этой	ситуации	необработанные	данные	доступны	для	надежного	
хранилища	данных	и обучающего	механизма	моделей,	но	окончательные	про-
гнозы	не являются	надежными.

1	 См.	публикацию	Николаса	Паперно	и др.	«Полуконтролируемая	передача	знаний	для	
глубокого	обучения	на	основе	данных	частного	обучения»,	октябрь	2016	г.	 (Nicolas	
Papernot	 et	 al.,	 «Semi-Supervised	 Knowledge	 Transfer	 for	 Deep	 Learning	 from	Private	
Training	Data»,	October	2016,	https://arxiv.org/abs/1610.05755).
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Рис. 14.2.	Доверенные стороны для дифференцированной приватности

Обучение с оптимизатором, использующим подход 
дифференцированной приватности
Алгоритм	оптимизатора	модифицируется	путем	добавления	 случайных	шу-
мов	к градиентам.	Обновления	градиента	сравниваются	с каждой	отдельной	
точкой	данных	или	без	нее,	гарантируя,	что	невозможно	определить,	была	ли	
конкретная	точка	данных	включена	в обновление	градиента.	Кроме	того,	пара-
метры	градиента	ограничиваются	таким	образом,	чтобы	они	не становились	
слишком	большими –	это	ограничивает	вклад	любого	обучающего	примера.	
В качестве	приятного	бонуса	это	также	помогает	предотвратить	чрезмерное	
обучение.

TF-Privacy	 можно	 установить	 с  помощью	 pip.	 На  момент	 написания	 этой	
книги	использовалась	версия	TensorFlow	1.x.

$ pip install tensorflow_privacy

Мы	начнем	с простого	примера	бинарной	классификации	tf.keras:

import tensorflow as tf

model = tf.keras.models.Sequential([ 
  tf.keras.layers.Dense(128, activation=’relu’), 
  tf.keras.layers.Dense(128, activation=’relu’), 
  tf.keras.layers.Dense(1, activation=’sigmoid’)
])

Оптимизатор,	 использующий	 дифференцированную	 приватность,	 требу-
ет,	чтобы	мы	установили	два	дополнительных	гиперпараметра	по	сравнению	
с  обычной	 моделью	 tf.keras:	 коэффициент	 шума	 и  ограничение	 нормы	 L2.	
Лучше	всего	изменить	их	в соответствии	с вашим	набором	данных	и измерить	
их	влияние	на	значение	ε.

NOISE_MULTIPLIER = 2
NUM_MICROBATCHES = 32 ❶
LEARNING_RATE = 0.01
POPULATION_SIZE = 5760 ❷
L2_NORM_CLIP = 1.5
BATCH_SIZE = 32 ❸
EPOCHS = 70
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 ❶ Размер	 пакета	 (BATCH_SIZE)	должен	 быть	делим	 без	 остатка	 на	 число	
микропакетов	(NUM_MICROBATCHES)

 ❷ Количество	примеров	в обучающем	наборе
 ❸ Размер	генеральной	совокупности	(POPULATION_SIZE)	должен	быть	де-
лим	без	остатка	на	размер	пакета	(BATCH_SIZE)

Затем	 инициализируйте	 оптимизатор,	 использующий	 дифференцирован-
ную	приватность:

from tensorflow_privacy.privacy.optimizers.dp_optimizer \
    import DPGradientDescentGaussianOptimizer

optimizer = DPGradientDescentGaussianOptimizer( 
    l2_norm_clip=L2_NORM_CLIP, 
    noise_multiplier=NOISE_MULTIPLIER, 
    num_microbatches=NUM_MICROBATCHES, 
    learning_rate=LEARNING_RATE)

loss = tf.keras.losses.BinaryCrossentropy( 
    from_logits=True, reduction=tf.losses.Reduction.NONE) ❶

 ❶ Потеря	должна	быть	рассчитана	для	каждого	отдельного	примера,	а не	
для	всего	мини-пакета

Обучение	приватной	модели	выполняется	так	же,	как	обычное	обучение	для	
модели	tf.keras:

model.compile(optimizer=optimizer, loss=loss, metrics=['accuracy'])

model.fit(X_train, y_train,
            epochs=EPOCHS,
            validation_data=(X_test, y_test),
            batch_size=BATCH_SIZE)

Расчет параметра ε 
Теперь	 мы	 должны	 рассчитать	 значения	 параметров	 дифференцированной	
приватности	 для	 нашей	 модели	 и  выбранного	 нами	 коэффициента	 шума	
и ограничения	параметров	градиента.

from tensorflow_privacy.privacy.analysis import compute_dp_sgd_privacy

compute_dp_sgd_privacy.compute_dp_sgd_privacy(n=POPULATION_SIZE,
                                              batch_size=BATCH_SIZE,
                                              noise_multiplier=NOISE_MULTIPLIER,
                                              epochs=EPOCHS,
                                              delta=1e-4) ❶

 ❶ Значение	delta	установлено	равным	(1/размер	набора	данных,	округлен-
ный	до	ближайшего	порядка).
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TFP поддерживает только TensorFlow 1.X
Мы	 демонстрируем,	 как	 можно	 преобразовать	 пример	 проек-
та	 из	 предыдущих	 глав	 в модель	DP	 в  нашем	репозитории	GitHub	
(см.  https://oreil.ly/bmlp-git).	 Оптимизатор,	 использующий	 подход	
дифференцированной	 приватности,	 добавлен	 в  функцию	 get_model 
(об	этой	функции	рассказывалось	в главе	6).	Однако	эту	модель	нель-
зя	использовать	в нашем	конвейере	TFX,	пока	TFP	не поддерживает	
TensorFlow	2.X.

Окончательный	 результат	 нашего	 расчета,	 значение	 ε,	 говорит	 нам	 о  сте-
пени	гарантии	приватности	для	нашей	конкретной	модели.	Затем	мы	можем	
исследовать,	как	изменение	вышеуказанных	гиперпараметров –	ограничения	
нормы	L2	и коэффициента	шума –	влияет	как	на	значение	ε,	так	и на	точность	
нашей	 модели.	 Если	 значения	 этих	 двух	 гиперпараметров	 будут	 увеличены,	
а все	остальные	значения	будут	оставаться	неизменными,	ε будет	уменьшаться	
(поэтому	гарантия	приватности	становится	выше).	В какой-то	момент	точность	
модели	начнет	снижаться,	и модель	перестанет	быть	полезной.	Эту	обратную	
зависимость	параметров	можно	исследовать,	чтобы	получить	как	можно	более	
строгие	гарантии	приватности	при	сохранении	точности	используемой	модели.	

ввеДение в феДеративнОе Обучение
Федеративное	 обучение	 (Federated	 learning,	 FL)  –	 это	 протокол,	 в  котором	
обуче	ние	 модели	 машинного	 обучения	 распределяется	 по	 множеству	 раз-
личных	устройств,	а обученная	модель	объединяется	на	центральном	сервере.	
Ключевым	моментом	является	то,	что	необработанные	данные	никогда	не по-
кидают	отдельные	устройства	и никогда	не объединяются	в одном	месте.	Это	
сильно	отличается	от	традиционной	архитектуры	сбора	набора	данных	в лока-
лизованном	месте	и последующего	обучения	модели.	

Федеративное	обучение	чаще	всего	оказывается	полезным	в контексте	ис-
пользования	с мобильных	устройств	с распределенными	данными	или	в кон-
тексте	использования	из	браузера	пользователя.	Другой	возможный	сценарий	
применения –	это	совместное	использование	конфиденциальных	данных,	ко-
торые	распределяются	между	несколькими	владельцами	данных.	Например,	
стартап,	специализирующийся	на	разработке	приложений	с использованием	
технологий	искусственного	интеллекта,	может	планировать	обучение	модели	
для	обнаружения	рака	кожи.	Графические	файлы	с изображениями	рака	кожи	
принадлежат	многим	больницам,	но	они	не могут	быть	централизованы	в од-
ном	месте	по	 соображениям	конфиденциальности,	 а также	вследствие	юри-
дических	ограничений.	FL	позволяет	стартапу	обучать	модель,	при	этом	сами	
данные	не покинут	больницы.

В	случае	федеративного	обучения	каждый	из	клиентов	получает	архитекту-
ру	модели	и некоторые	инструкции	для	обучения.	Затем	модель	обучается	на	
каждом	клиентском	устройстве,	и рассчитанные	веса	возвращаются	на	цент-
ральный	 сервер.	 Это	немного	повышает	 конфиденциальность	пользователя,	
поскольку	в случае	перехвата	данных	перехватчику	труднее	узнать	что-либо	
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о пользователе	на	основании	данных	о весах	модели,	чем	получив	необрабо-
танные	данные;	однако	это	не дает	никакой	гарантии	конфиденциальности.	
Этап	распределения	обучения	модели	не предоставляет	пользователю	ника-
кой	 повышенной	 конфиденциальности	 со	 стороны	 компании,	 собирающей	
данные,	потому	что	компания	часто	может	определить,	какими	были	исход-
ные	данные,	зная	архитектуру	модели	и весовые	коэффициенты.	

Однако	 есть	 еще	 один	 очень	 важный	 шаг	 в  федеративном	 обучении:	
безопас	ное	агрегирование	весов	в центральную	модель.	Для	этого	существует	
ряд	алгоритмов,	но	все	они	требуют,	чтобы	сторона,	централизующая	данные,	
не пыталась	проверять	веса,	прежде	чем	они	будут	объединены. 

На	рис. 14.3	показано,	какие	стороны	имеют	доступ	к личным	данным	поль-
зователей	в  условиях	федеративного	обучения.	Компания,	 собирающая	дан-
ные,	может	настроить	засекречивающее	усреднение	так,	чтобы	не видеть	веса	
моделей,	возвращаемые	пользователями,	или	же	выполнить	безопасную	агре-
гацию	может	нейтральная	третья	сторона.	В этом	случае	только	сами	пользо-
ватели	будут	видеть	свои	данные.	

Владелец 
данных

Владелец 
данных

Владелец 
данных

Обученная 
модель Прогноз

Доверенные Недоверенные

Защищенная 
агрегация 

Рис. 14.3.	Доверенные стороны в федеративном обучении

Дополнительным	расширением	FL,	позволяющим	сохранить	конфиденци-
альность,	является	включение	в эту	методику	дифференцированной	приват-
ности	(differential	privacy,	DP).	При	этом	DP	ограничивает	объем	информации,	
которую	каждый	пользователь	может	передать	в окончательную	модель.	Ис-
следования	показали,	что	полученные	модели	почти	так	же	точны,	как	и мо-
дели	без	DP,	если	число	пользователей	достаточно	велико1.	Однако	пока	такая	
возможность	не была	реализована	ни	для	TensorFlow,	ни	для	PyTorch.

В	число	примеров	FL,	выпущенных	и работающих	для	широкой	аудитории	
пользователей,	 входит	 клавиатура	Google	 GBoard	для	мобильных	телефонов	
Android	 (см.	https://oreil.ly/LXtSN).	Google	может	обучить	модель,	чтобы	полу-
чить	 наиболее	 точное	 предсказание	 следующего	 слова,	 не  узнавая	 ничего	
о личных	сообщениях	пользователей.

1	 См.	 публикацию	 Робина	 С.	 Гейера	 и  др.	 «Дифференциально-частное	 федератив-
ное	обучение:	перспектива	на	уровне	клиента»	(Robin	C.	Geyer	et	al.,	«Differentially	
Private	Federated	Learning:	A Client	Level	Perspective»,	December	2017,	https://arxiv.org/
abs/1712.07557).
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Федеративное	обучение	наиболее	полезно	в тех	случаях,	для	которых	харак-
терны	следующие	особенности1:	

	� необходимые	для	модели	данные	могут	быть	собраны	только	из	распре-
деленных	источников;

	� количество	источников	данных	велико;
	� данные	имеют	конфиденциальный	характер;
	� данные	не требуют	дополнительной	маркировки –	метки	проставляются	
непосредственно	пользователем	и не	покидают	источник;

	� в	идеале	данные	берутся	из	почти	идентичных	распределений.
Федеративное	 обучение	 вводит	 много	 новых	 особенностей	 в  устройство	

системы	машинного	обучения:	например,	не  все	 устройства	могут	 собирать	
новые	данные	между	одним	циклом	обучения	и следующим	за	ним	циклом,	
не все	устройства	постоянно	включены	и т.	д.		Собранные	данные	не сбаланси-
рованы	и практически	уникальны	для	каждого	устройства.	Проще	всего	полу-
чить	достаточно	данных	для	каждого	прогона	обучения,	когда	пул	возможных	
устройств	велик.	Для	любого	проекта,	использующего	федеративное	обучение,	
должна	быть	разработана	новая	безопасная	инфраструктура2.

Необходимо	соблюдать	осторожность,	чтобы	избежать	проблем	с произво-
дительностью	на	 устройствах,	 которые	обучают	модели	FL.	Обучение	может	
быстро	разрядить	батарею	на	мобильном	устройстве	или	вызвать	интенсивное	
использование	данных,	что	приведет	к дополнительным	затратам	для	пользо-
вателя.	Несмотря	на	то	что	вычислительная	мощность	мобильных	телефонов	
быстро	растет,	они	по-прежнему	способны	обучать	лишь	небольшие	модели,	
поэтому	более	сложные	модели	следует	обучать	на	центральном	сервере.

Федеративное обучение в TensorFlow
TensorFlow	Federated	(TFF)	имитирует	распределенный	подход	федеративного	
обучения	и содержит	версию	реализации	стохастического	градиентного	спуска	
(Stochastic	Gradient	Descent,	SGD),	который	может	вычислять	обновления	рас-
пределенных	данных.	Обычный	SGD	требует,	чтобы	обновления	вычислялись	
для	пакетов	централизованного	набора	данных,	и этот	централизованный	на-
бор	данных	отсутствует	в параметре	федеративного	обучения.	На момент	на-
писания	этой	книги	TFF	в основном	был	ориентирован	на	исследования	и экс-
перименты	по	новым	федеративным	алгоритмам.	

1	 Более	 подробно	 об	 этом	 рассказывается	 в  статье	 Х.	 Брендана	 МакМахана	 и  др.	
«Изуче	ние	 глубинных	 сетей	 на	 основе	 децентрализованных	 данных	 с  точки	 зре-
ния	коммуникации»	 (H.	Brendan	McMahan	et	al.,	 «Communication-Efficient	Learning	
of	 Deep	 Networks	 from	 Decentralized	 Data»,	 Proceedings	 of	 the	 20th	 International	
Conference	on	Artificial	Intelligence	and	Statistics,	PMLR	54	(2017):	1273–82,	https://arxiv.
org/pdf/1602.05629.pdf).

2	 Более	подробно	о проектировании	системы	для	федеративного	обучения	расска-
зывается	в докладе	о проектировании	системы	для	FL	Кейта	Бонавица	и др.	 «На	
пути	к федеративному	обучению	в масштабе:	проектирование	системы»	(презен-
тация,	материалы	2-й	конференции	SysML,	Пало-Альто,	Калифорния,	2019	г.)	(Keith	
Bonawitz	et	al.,	«Towards	Federated	Learning	at	Scale:	System	Design»	(Presentation,	
Proceedings	 of	 the	 2nd	 SysML	 Conference,	 Palo	 Alto,	 CA,	 2019),	 https://arxiv.org/
pdf/1902.01046.pdf).
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PySyft	(см.	https://oreil.ly/qlAWh) –	это	платформа	Python	с открытым	исход-
ным	 кодом	 для	 машинного	 обучения	 с  сохранением	 конфиденциальности,	
разработанная	организацией	OpenMined.	Она	содержит	реализацию	федера-
тивного	обучения	с использованием	протокола	безопасного	многостороннего	
вычисления	(об	этом	будет	более	подробно	рассказываться	в следующем	разде-
ле)	для	агрегирования	данных.	Первоначально	она	была	разработана	для	под-
держки	моделей	PyTorch,	но	недавно	была	выпущена	версия	для	TensorFlow1.

зашифрОваннОе машиннОе Обучение
Зашифрованное	машинное	обучение	 	является	еще	одной	областью	машин-
ного	 обучения	 с  сохранением	 конфиденциальности	 пользователей,	 которой	
в  настоящее	 время	 уделяется	 много	 внимания	 со	 стороны	 исследователей	
и практиков.	Оно	опирается	на	технологии	и исследования	криптографическо-
го	сообщества	и применяет	эти	методы	для	машинного	обучения.	Основными	
методами,	которые	были	приняты	до	сих	пор,	являются	гомоморфное	шифро-
вание	(homomorphic	encryption,	HE)	и безопасное	многостороннее	вычисление 
(secure	multi-party	computation,	SMPC).	Есть	два	способа	использовать	эти	ме-
тоды:	шифрование	модели,	которая	уже	была	обучена	на	незашифрованных	
текстовых	данных,	и шифрование	всей	 системы	 (если	данные	должны	оста-
ваться	зашифрованными	во	время	обучения).

Гомоморфное	шифрование	(homomorphic	encryption,	HE)	аналогично	шиф-
рованию	 с  открытым	 ключом,	 но	 отличается	тем,	 что	данные	 не  нужно	де-
шифровать,	прежде	чем	они	будут	использоваться	в вычислениях.	Вычисле-
ние	(например,	получение	прогнозов	из	модели	машинного	обучения)	может	
выполняться	 на	 зашифрованных	данных.	Пользователь	может	 предоставить	
свои	данные	в зашифрованном	виде,	используя	ключ	шифрования,	который	
хранится	локально,	затем	получить	зашифрованный	прогноз	и расшифровать	
его,	чтобы	получить	прогноз	модели	для	своих	данных.	Это	гарантирует	при-
ватность	пользователя,	потому	что	его	данные	не передаются	той	стороне,	ко-
торая	обучала	модель.

SMPC	позволяет	нескольким	сторонам	объединять	данные	и выполнять	вы-
числения	на	их	основе,	а затем	просматривать	результаты	вычислений	на	своих	
собственных	данных,	ничего	не зная	о данных	других	сторон.	Это	достигается	
путем	«разделения	секрета»	(разделения	secret	между	несколькими	лицами),	
в основу	которого	положен	следующий	подход:	любое	отдельное	значение	де-
лится	на	части,	которые	отправляются	различным	сторонам.	Исходное	значе-
ние	не может	быть	восстановлено	из	какой-либо	части,	но	вычисления	могут	
выполняться	для	каждой	части	в отдельности.	Результат	вычислений	не будет	
иметь	смысла,	пока	все	части	не будут	объединены.

Обе	эти	техники	имеют	определенную	стоимость.	На момент	написания	этой	
книги	гомоморфное	шифрование	редко	использовалось	для	обучения	моделей	
машинного	обучения:	оно	вызывало	замедление	на	несколько	порядков	как	
в процессе	обучения,	так	и в	процессе	выдачи	прогнозов.	Поэтому	мы	больше	
не будем	обсуждать	гомоморфное	шифрование.	SMPC	также	имеет	определен-

1 https://medium.com/dropoutlabs/introducing-pysyft-tensorflow-cc361ac75137.
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ные	накладные	расходы	с точки	зрения	времени	сетевого	обмена	данными,	
когда	общие	ресурсы	и результаты	передаются	между	участвующими	в обуче-
нии	 сторонами,	но	 этот	метод	показывает	 значительно	более	 высокую	про-
изводительность,	чем	HE.	Эти	методы	наряду	с FL	полезны	в ситуациях,	когда	
данные	не могут	быть	собраны	в одном	месте.	Однако	они	не мешают	моделям	
запоминать	конфиденциальные	данные,	и лучшим	решением	для	устранения	
этого	недостатка	является	DP.

Зашифрованное	машинное	обучение	реализовано	в TensorFlow	в виде	от-
дельного	пакета	TensorFlow	Encrypted	(TFE)	(см.	https://tf-encrypted.io/),	начало	
разработке	которого	положила	компания	Cape	Privacy	 (см.	https://capeprivacy.
com/).	Оно	также	поддерживает	безопасное	усреднение,	необходимое	для	фе-
деративного	обучения	(см.	https://oreil.ly/VVPJx).

Зашифрованное обучение модели
Первая	 ситуация,	 когда	 вы	можете	 использовать	 зашифрованное	машинное	
обучение, –	 это	обучение	моделей	на	 уже	 зашифрованных	данных.	 	Это	по-
лезно,	когда	специалист	в области	искусственного	интеллекта,	занимающийся	
обучением	модели,	не должен	иметь	возможность	прочитать	необработанные	
данные	или	когда	необработанными	данными	владеют	две	или	более	сторо-
ны.	Они	 хотят	 обучать	модель,	 используя	данные,	 предоставляемые	 каждой	
из	сторон,	но	не хотят	делиться	необработанными	данными.	Как	показано	на	
рис. 14.4,	в этом	сценарии	доверяют	только	владельцу	или	владельцам	данных.

Владелец 
данных

Хранилище 
обучающих 

данных

Обученная 
модель

Прогноз

Доверенные Недоверенные

Рис. 14.4.	Доверенные стороны в зашифрованном обучении модели

Пакет	 TFE	 может	 использоваться	 для	 зашифрованного	 обучения	 модели	
в данной	ситуации.	Как	обычно,	он	устанавливается	с помощью	pip:

$ pip install tf_encrypted

Первым	шагом	в построении	модели	TF	с шифрованием	является	опреде-
ление	класса,	который	выдает	обучающие	данные	в виде	пакетов.	Этот	класс	
реализуется	локально	владельцем	или	владельцами	данных.	Он преобразуется	
в зашифрованные	данные	с помощью	декоратора:

@tfe.local_computation

Написание	кода,	реализующего	обучение	модели,	в TF-Encrypted	практиче-
ски	идентично	обычному	написанию	кода	для	модели	Keras –	просто	замените	
tf	на	tfe.
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import tf_encrypted as tfe

model = tfe.keras.Sequential()
model.add(tfe.keras.layers.Dense(1, batch_input_shape=[batch_size, num_features])) 
model.add(tfe.keras.layers.Activation('sigmoid'))

Единственное	отличие	состоит	в том,	что	аргумент	batch_input_shape	должен	
быть	передан	в первый	слой	Dense.

Рабочие	примеры,	иллюстрирующие	этот	подход,	включены	в документа-
цию	TF	Encrypted	 (см.	https://oreil.ly/ghGnu).	 В настоящее	время	не все	функ-
циональные	возможности	стандартной	библиотеки	Keras	включены	в состав	
TF	Encrypted,	поэтому	мы	не можем	показать	пример	для	демонстрационного	
проекта	в этом	формате.	

Преобразование обученной модели для обслуживания 
зашифрованных прогнозов
Второй	сценарий,	где	TF	Encrypted	может	быть	полезен, –	это	когда	вы	хотите	
развернуть	и обслуживать	 зашифрованные	модели,	которые	были	обуче	ны	
на	 незашифрованных	 данных	 (см.	 https://oreil.ly/HBUBj).	 В  этом	 случае,	 как	
показано	на	рис. 14.5,	у вас	имеется	полный	доступ	к незашифрованным	об-
учающим	 данным,	 но	 вы	 хотите,	 чтобы	 пользователи	 вашего	 приложения	
могли	получать	приватные	прогнозы.	Это	обеспечивает	приватность	данных	
пользователей,	которые	загружают	зашифрованные	данные	и получают	за-
шифрованный	прогноз.

Владелец 
данных

Хранилище 
обучающих 

данных

Обученная 
модель

Прогноз
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Рис. 14.5.	Доверенные стороны при шифровании обученной модели

Такой	метод	может	оказаться	наиболее	подходящим	вариантом	для	со-
временных	 конвейеров	 машинного	 обучения,	 поскольку	 модели	 можно	
обучать	 в  обычном	 режиме,	 а  затем	 преобразовывать	 в  зашифрованную	
версию.	 Он  также	 может	 использоваться	 для	 моделей,	 которые	 прошли	
обучение	 с  использованием	 метода	 дифференцированной	 приватности.	 
Основное	отличие	такого	способа	от	незашифрованных	моделей	заключа-
ется	в том,	что	требуется	несколько	серверов:	на	каждом	размещается	часть	
исходной	модели.	Если	кто-то	просматривает	общий	ресурс	модели	на	од-
ном	сервере	или	одну	часть	данных,	отправляемых	на	один	сервер,	он	ни-
чего	не узнает	о модели	или	о данных.

Модели	Keras	могут	быть	преобразованы	в модели	TF	Encrypted	с помощью	
следующей	команды:
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tfe_model = tfe.keras.models.clone_model(model)
 

В	этом	случае	необходимо	выполнить	следующие	шаги:
	� загрузка	и предварительная	обработка	данных	локально	на	клиенте;
	� шифрование	данных	на	клиенте;
	� отправка	зашифрованных	данных	на	серверы;
	� выполнение	прогноза	на	основе	зашифрованных	данных;
	� отправка	зашифрованного	прогноза	клиенту;
	� расшифровка	прогноза	на	клиенте	и отображение	результата	пользова-
телю.

TF	Encrypted	предоставляет	 серию	блокнотов	 (Notebooks),	показывающих,	
как	обслуживать	приватные	прогнозы	(см.	https://oreil.ly/r0cKP).

Другие метОДы ОбеСпечения приватнОСти Данных
Есть	много	других	методов	повышения	конфиденциальности	пользователей,	
чьи	данные	включены	в модели	машинного	обучения.	Простое	удаление	тек-
стовых	данных,	содержащих	имена,	адреса,	телефонные	номера	и т.	д.,	может	
быть	на	удивление	легко	выполнено	с помощью	регулярных	выражений	и мо-
делей	распознавания	именованных	сущностей.	

K-анонимность
K-анонимность	(см.	https://oreil.ly/sxQet),	часто	известная	как	«де-
персонализация»	или	«обезличивание»,	не является	хорошим	спо-
собом	повышения	конфиденциальности	в конвейерах	машинного	
обучения.	 K-анонимность	 требует,	 чтобы	 каждый	 индивид	 в  на-
боре	данных	был	неотличим	от	k –	1	других	в отношении	их	ква-
зиидентификаторов	(данных,	которые	могут	косвенно	идентифи-
цировать	индивидов,	таких	как	пол,	раса,	почтовый	индекс).	Это	
достигается	путем	объединения	или	удаления	данных	до	тех	пор,	
пока	 набор	 данных	 не  станет	 удовлетворять	 этому	 требованию.	
Такое	удаление	данных	обычно	приводит	к значительному	сниже-
нию	точности	моделей	машинного	обучения1.

резюме
Когда	вы	работаете	с личными	или	конфиденциальными	данными,	выберите	
методику	обеспечения	конфиденциальности	данных,	которая	наилучшим	об-
разом	подходит	для	вашего	сценария	использования,	определив,	кому	можно	
доверять	информацию,	какова	должна	быть	производительность	вашей	моде-

1	 Кроме	того,	было	доказано,	что	персоны	в «обезличенных»	наборах	данных	могут	
быть	повторно	идентифицированы	с использованием	внешних	данных –	см.	публи-
кацию	Люка	Роше	и др.	«Оценка	успеха	повторной	идентификации	в неполных	набо-
рах	данных	с использованием	генеративных	моделей»	(Luc	Rocher	et	al.,	«Estimating	
the	Success	of	Re-identifications	in	Incomplete	Datasets	Using	Generative	Models»,	Nature	
Communications	10,	Article	no.	3069	(2019),	https://www.nature.com/articles/s41467-019-
10933-3).
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ли,	получили	ли	вы	согласие	от	пользователей	на	обработку	их	данных	и како-
вы	условия	этого	согласия.

Все	техники,	описанные	в этой	главе,	относятся	к новейшим,	и их	исполь-
зование	 в  промышленной	 среде	 еще	 не  получило	 широкого	 распростране-
ния.	Не думайте,	что	использование	одной	из	платформ,	описанных	в данной	
главе,	 обеспечивает	 полную	 конфиденциальность	для	 ваших	пользователей.	
Здесь	 не  обойтись	 без	 трудоемких	 дополнительных	 разработок,	 связанных	
с  реализацией	 конфиденциальности	пользователей	 в  конвейере	машинного	
обучения.	Область	машинного	обучения	с сохранением	конфиденциальности	
быстро	развивается,	и сейчас	ведутся	новые	исследования.	Мы призываем	вас	
следить	за	достижениями	в этой	области	и поддерживаем	проекты	с открытым	
исходным	кодом,	нацеленные	на	обеспечение	конфиденциальности	данных,	
такие	как	PySyft	(см.	https://oreil.ly/rj0_c)	и TFE	(https://oreil.ly/L5zik).

Цели	обеспечения	конфиденциальности	данных	и машинного	обучения	час-
то	хорошо	согласованы	в том	смысле,	что	мы	хотим	изучать	всю	генеральную	
совокупность	и делать	прогнозы,	которые	одинаково	подходят	для	всех	людей,	
а не	изучать	индивидуальные	случаи.	Добавление	конфиденциальности	может	
остановить	избыточное	обучение	модели	и ее	«подстройку»	к данным,	относя-
щимся	к одному	человеку.	Мы ожидаем,	что	в будущем	конфиденциальность	
с самого	начала	будет	являться	одной	из	составных	частей	конвейеров	машин-
ного	обучения,	когда	модели	будут	обучаться	на	персональных	данных.
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Глава 15
Будущее конвейеров 
машинного обучения 

и следующие шаги

В	последних	14	главах	мы	описали	текущее	состояние	конвейеров	машинного	
обучения	и дали	наши	рекомендации	по	их	созданию.	Конвейеры	машинного	
обучения –	это	относительно	новая	концепция,	и в	этой	области	еще	многое	
предстоит	сделать.	В этой	главе	мы	обсудим	несколько	тем,	которые,	по	на-
шему	мнению,	важны,	но	не используются	широко	в текущих	практиках	по-
строения	конвейеров,	а также	рассмотрим	следующие	шаги	для	создания	кон-
вейеров	машинного	обучения.

ОтСлеживание экСпериментОв С мОДелью
На	протяжении	всей	книги	мы	предполагали,	что	вы	уже	проводили	экспери-
менты,	и архитектура	модели	в основном	определена.	Тем	не менее	мы	хотели	
бы	поделиться	 некоторыми	мыслями	 о том,	 как	 отслеживать	 эксперименты	
и сделать	проведение	экспериментов	плавным	процессом.	Ваш	процесс	про-
ведения	эксперимента	может	включать	изучение	потенциальных	архитектур	
моделей,	гиперпараметров	и наборов	признаков.	Но независимо	от	того,	что	
вы	исследуете,	ключевой	момент,	на	котором	мы	хотели	бы	заострить	внима-
ние,	 заключается	 в том,	что	 ваш	экспериментальный	процесс	должен	точно	
соответствовать	вашему	производственному	процессу.

Независимо	от	того,	оптимизируете	ли	вы	свои	модели	вручную	или	настра-
иваете	модели	автоматически,	получение	и совместное	использование	резуль-
татов	процесса	оптимизации	имеет	важное	значение.	Члены	команды	могут	
быстро	оценить	процессы	обновления	модели.	При	этом	автор	моделей	может	
получать	автоматические	записи	проведенных	экспериментов.	Хорошо	нала-
женное	отслеживание	экспериментов	помогает	командам	по	анализу	данных	
стать	более	эффективными.

Отслеживание	 экспериментов	 также	 вносит	 свой	 вклад	 в  контрольный	
журнал	модели	и может	защитить	вас	от	потенциальных	споров.	Если	перед	
группой	специалистов	по	анализу	данных	стоит	вопрос,	рассматривался	ли	по-



граничный	случай	при	обучении	модели,	отслеживание	экспериментов	может	
помочь	в отслеживании	параметров	модели	и итераций.

Среди	инструментов	для	отслеживания	экспериментов	мы	можем	назвать	
такие,	 как	 инструмент	 для	 анализа	 весов	 и  смещений	 Weights	 and	 Biases	
(см.  https://www.wandb.com/)	 и  Sacred	 (см.	 https://oreil.ly/6zK3V).	 На  рис.  15.1	
показан	пример	использования	инструмента	Weights	and	Biases,	при	этом	на	
графике	отображаются	потери	для	каждого	прогона	обучения	модели	в за-
висимости	от	эпохи	обучения.	Инструмент	предлагает	множество	различных	
вариантов	 визуализации,	 и  мы	 можем	 сохранить	 все	 гиперпараметры	 для	
каждого	запуска	модели.

Рис. 15.1.	Отслеживание экспериментов в Weights and Biases

В	будущем	мы	ожидаем,	что	эксперимент	и производственный	процесс	ста-
нут	более	тесно	связанными,	чтобы	специалист	по	анализу	данных	мог	плавно	
перейти	от	опробования	новой	архитектуры	модели	к добавлению	ее	в свой	
конвейер.

преДлОжения в ОблаСти управлении релизами мОДели
В	программной	инженерии	существуют	хорошо	отработанные	процедуры	для	
управления	версиями	кода	и управления	выпусками.		Большие	изменения,	ко-
торые	могут	привести	к обратной	несовместимости	версий,	находят	отраже-
ние	в изменении	номера	основной	версии	(например,	с 0.x	на	1.0).	Небольшие	
дополнения	 к  функциям	 отражаются	 в  вариантах	 изменения	 в  версии	 (на-
пример,	номер	версии	изменяется	с 1.0	до	1.1).	Но как	это	применимо	в мире	
машинного	 обучения?	При	переходе	 от	 одной	модели	машинного	 обучения	
к другой	входной	формат	данных	может	оставаться	неизменным,	 как	и  вы-
ходной	формат	прогнозов,	поэтому	критических	изменений	нет.	Конвейер	все	
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еще	работает;	никаких	ошибок	не выдается.	Но качество	новой	модели	может	
кардинально	отличаться	от	предыдущей.	Стандартизация	конвейеров	машин-
ного	обучения	требует	внедрения	практики	управления	версиями	моделей.

Мы	предлагаем	следующую	стратегию	управления	версиями	модели:
	� при	 изменении	 входных	 данных	 изменяется	 дополнительный	 номер	
версии	модели;

	� если	изменились	гиперпараметры,	должен	измениться	основной	номер	
версии	модели.	Этот	вариант	также	включает	изменение	количества	сло-
ев	в сети	или	количества	узлов	в слое;

	� если	архитектура	модели	полностью	изменяется	(например,	при	пере-
ходе	с рекуррентной	нейронной	сети	[RNN]	на	архитектуру	Transformer),	
то	необходимо	выпускать	совершенно	новую	версию	конвейера.

Этап	проверки	модели	определяет,	будет	ли	выпущен	релиз –	для	выпуска	
нового	 релиза	 показатели	 качества	 новой	 модели	 должны	 быть	 лучше,	 чем	
у предыдущей	модели.	На момент	написания	этой	книги	на	этапе	проверки	
конвейер	TFX	использует	только	одну	метрику.	Мы ожидаем,	что	в будущем	
этап	проверки	станет	более	сложным	и будет	включать	другие	факторы,	такие	
как	время,	необходимое	для	получения	результатов	работы	модели,	или	точ-
ность	модели	на	разных	срезах	данных.

буДущие вОзмОжнОСти кОнвейерОв
В	этой	книге	мы	рассмотрели	состояние	конвейеров	машинного	обучения	на	
момент	ее	написания.	Но как	будут	выглядеть	конвейеры	машинного	обучения	
в будущем?		Вот	некоторые	из	возможностей,	которые	мы	хотели	бы	увидеть.

	� Конфиденциальность	данных	и справедливость	(непредвзятость)	моде-
ли	выходят	на	первый	план:	на	момент	написания	предполагалось,	что	
конвейер	не содержит	элементов	обучения,	для	которых	применимо	по-
нятие	 конфиденциальности	 данных	 и  соответствующие	 ограничения.	
Анализ	непредвзятости	проводится,	но	на	этапе	ModelValidator	можно	
использовать	только	общие	показатели.

	� Использование	 федеративного	 обучения,	 о  котором	 рассказывалось	
в главе	14.	Если	предварительная	обработка	данных	и обучение	модели	
происходят	на	большом	количестве	отдельных	устройств,	конвейер	ма-
шинного	обучения	должен	будет	сильно	отличаться	от	того,	который	мы	
описали	в этой	книге.

	� Возможность	 измерять	 углеродосодержащие	 выбросы	 применительно	
к нашим	конвейерам.	По мере	того	как	модели	становятся	больше,	их	
потребление	 энергии	 становится	 значительным.	 Хотя	 это	 часто	 более	
актуально	в процессе	экспериментов	(особенно	при	поиске	подходящих	
архитектур	моделей),	было	бы	очень	полезно	интегрировать	измерение	
углеродосодержащих	выбросов	в конвейеры.

	� Загрузка	потоков	данных:	в этой	книге	мы	рассмотрели	только	конвейе-
ры,	которые	обучаются	на	пакетах	данных.	Но по	мере	того	как	конвейе-
ры	данных	становятся	более	сложными,	конвейеры	машинного	обуче-
ния	должны	иметь	возможность	загружать	потоки	данных.
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Инструменты	будущего	смогут	еще	больше	абстрагироваться	от	некоторых	
процессов,	описанных	в этой	книге,	и мы	ожидаем,	что	будущие	конвейеры	
будут	еще	более	удобными,	и степень	их	автоматизации	станет	еще	выше.

Мы	также	предполагаем,	что	будущие	конвейеры	должны	будут	автомати-
зировать	некоторые	другие	типы	задач	машинного	обучения.	Мы обсудили	
только	 обучение	 с  учителем	 и  почти	 исключительно	 проблемы	 классифи-
кации.	Имеет	смысл	начать	с задач	контролируемой	классификации,	пото-
му	что	эти	задачи –	одни	из	самых	простых	для	понимания	и встраивания	
в  конвейе	ры.	 Задачи	 регрессии	 и  другие	 разновидности	 контролируемого	
обучения,	такие	как	подписи	к изображениям	или	генерация	текста,	можно	
будет	легко	 заменить	 в  большинстве	 компонентов	 конвейера,	 который	мы	
описываем	в этой	книге.	Но задачи	стимулированного	обучения	и обучения	
без	 учителя	могут	 не так	 хорошо	подходить	для	 встраивания	 в  конвейеры	
машинного	обучения.	Эти	задачи	по-прежнему	редко	используются	в произ-
водственных	системах,	но	мы	ожидаем,	что	в будущем	они	получат	большее	
распространение.	Компоненты	загрузки	и проверки	данных,	а также	констру-
ирования	признаков	нашего	конвейера	не должны	претерпеть	существенных	
изменений	для	 этих	новых	типов	 задач,	 но	 компоненты	обучения,	 оценки	
и проверки	потребуют	значительных	изменений.	Петли	обратной	связи	так-
же	будут	выглядеть	совсем	иначе.

иСпОльзОвание TFx С Другими фреймвОрками 
машиннОгО Обучения
Будущее	конвейеров	машинного	обучения,	вероятно,	также	будет	включать	от-
крытость	в отношении	основных	фреймворков	машинного	обучения,	так	что	
специалисту	по	данным	не нужно	будет	делать	выбор	между	средой	TensorFlow,	
PyTorch,	scikit-learn	и	другими	средами	при	построении	модели.

Приятно	видеть,	что	TFX	движется	к независимости	от	TensorFlow.	Как	мы	
обсуждали	в главе	4,	некоторые	компоненты	TFX	можно	использовать	с дру-
гими	фреймворками	машинного	обучения.	Другие	компоненты	претерпевают	
изменения,	 чтобы	 обеспечить	 интеграцию	 с  иными	фреймворками	машин-
ного	 обучения.	 Например,	 компонент	 Trainer	 теперь	 предоставляет	 модуль	
исполнения	 (executor),	 который	 позволяет	 обучать	 модели	 независимо	 от	
TensorFlow.	Мы надеемся,	что	мы	увидим	больше	общих	компонентов,	кото-
рые	легко	интегрируют	такие	фреймворки,	как	PyTorch	или	scikit-learn.

теСтирОвание мОДелей машиннОгО Обучения
Тестирование	моделей	машинного	обучения –	достаточно	новая	тема	в инже-
нерии	машинного	обучения.	Здесь	мы	имеем	в виду	не проверку	модели,	ко-
торую	мы	обсуждали	в главе	7,	а скорее	проверку	результатов	работы	модели.	
Такие	тесты	могут	быть	модульными	тестами	для	модели	или	полными	сквоз-
ными	тестами	взаимодействия	модели	с приложением.
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Помимо	проверки	непрерывной	работы	системы,	другие	тесты	могут	быть	
ориентированы	на:

	� время	вывода	результата	работы	модели;
	� потребление	памяти;
	� расход	заряда	батареи	на	мобильных	устройствах;
	� компромисс	между	размером	и точностью	модели.

Мы	с нетерпением	ждем,	когда	передовой	опыт	разработки	программного	
обеспечения	объединится	с практиками	науки	о данных	и тестирование	моде-
лей	станет	частью	единого	жизненного	цикла.

СиСтемы непрерывнОй интеграции и развертывания 
Для машиннОгО Обучения
Поскольку	оптимизация	конвейеров	машинного	обучения –	дело	ближайших	
месяцев,	мы	увидим,	что	конвейеры	машинного	обучения	будут	двигаться	ко	
все	 более	 интенсивному	 использованию	 практик	 непрерывной	 интеграции	
и развертывания.	Как	специалисты	по	обработке	данных	и инженеры	по	ма-
шинному	обучению	мы	можем	брать	в качестве	примера	процессы	разработки	
программного	обеспечения.	Например,	мы	видим	возможности	для	улучше-
ний	в области	интеграции	управления	версиями	данных	в конвейеры	машин-
ного	обучения	или	использование	передовых	практик	для	облегчения	отката	
развертывания	моделей	машинного	обучения.

СООбщеСтвО инженерОв машиннОгО Обучения
Поскольку	область	машинного	обучения	находится	в стадии	становления,	со-
общество,	посвященное	этой	теме,	будет	иметь	огромное	значение.	Мы с не-
терпением	 ждем	 возможности	 поделиться	 передовым	 опытом,	 настраивае-
мыми	 компонентами,	 рабочими	 процессами,	 сценариями	 использования	
и настройками	конвейера	с сообществом	машинного	обучения.	Мы надеемся,	
что	эта	публикация	станет	небольшим	вкладом	в эту	развивающуюся	область.	
Подобно	DevOps	в разработке	программного	обеспечения,	мы	надеемся	уви-
деть,	что	все	больше	специалистов	по	данным	и инженеров	по	программному	
обеспечению	будут	интересоваться	дисциплиной	машинного	обучения.

резюме
Эта	книга	содержит	наши	рекомендации	о том,	как	превратить	вашу	модель	
машинного	 обучения	 в  непрерывный	 конвейер.	 На  рис.  15.2	 показаны	 все	
шаги,	которые,	по	нашему	мнению,	необходимы,	и инструменты,	которые	мы	
считаем	 лучшими	 на	 момент	 написания	 этой	 книги.	 Мы  рекомендуем	 вам	
следить	за	публикациями	по	данной	теме,	за	новыми	разработками	и вносить	
свой	 вклад	 в  различные	 проекты	 с  открытым	 исходным	 кодом,	 связанные	
с конвейерами	машинного	обучения.	Это	область	чрезвычайно	активного	раз-
вития,	где	часто	выпускаются	новые	решения.
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Рис. 15.2.	Архитектура конвейера машинного обучения

Конвейер	на	рис. 15.2	имеет	три	чрезвычайно	важные	особенности:	он	ав-
томатизирован,	масштабируется	и воспроизводится.	Поскольку	он	автомати-
зирован,	он	освобождает	специалистов	по	обработке	данных	от	необходимо-
сти	ручной	поддержки	моделей	и дает	им	время	для	экспериментов	с новыми	
моделями.	Так	как	он	масштабируется,	он	может	расширяться	для	обработки	
больших	объемов	данных.	А поскольку	он	воспроизводим,	то	как	только	вы	на-
строите	его	в своей	инфраструктуре	для	одного	проекта,	вам	будет	легко	по-
строить	второй.	Это	необходимо	для	успешного	построения	конвейеров	ма-
шинного	обучения.
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Приложение A
Введение в инфраструктуру 

машинного обучения

В	этом	приложении	дается	краткое	введение	в некоторые	из	наиболее	полезных	
инструментов	для	построения	инфраструктуры	машинного	обучения:	контейне-
ры	в форме	Docker	или	Kubernetes.	Хотя	в этот	момент	вы	уже	можете	передать	
свой	конвейер	команде	разработчиков	программного	обеспечения,	все	же	тому,	
кто	создает	конвейеры	машинного	обучения,	полезно	знать	об	этих	инструментах.	

чтО такОе кОнтейнер?
Все	операционные	системы	Linux	основаны	на	файловой	системе	или	структуре	
каталогов,	которая	включает	все	жесткие	диски	и разделы.	Из корня	этой	фай-
ловой	системы	(обозначается	как	/)	вы	можете	получить	доступ	почти	ко	всем	
аспектам	системы	Linux.	Контейнеры	создают	новый	корень	меньшего	размера	
и используют	его	как	«меньший	Linux»	на	более	крупном	хосте.	В результате	
у вас	в распоряжении	имеется	целый	отдельный	набор	библиотек,	посвящен-
ных	конкретному	контейнеру.	Кроме	того,	 контейнеры	позволяют	управлять	
такими	ресурсами,	как	время	ЦП	или	память	для	каждого	контейнера.

Docker –	это	удобный	API,	который	управляет	контейнерами.	Контейнеры	
можно	создавать,	объединять	в другие	контейнеры,	сохранять	и развертывать	
(в том	числе	повторно)	с помощью	Docker.	Это	также	позволяет	разработчи-
кам	создавать	контейнеры	локально,	а затем	публиковать	их	в центральном	
реестре,	из	которого	другие	могут	извлечь	и немедленно	запустить	контейнер.

Управление	зависимостями –	большая	проблема	в машинном	обучении	и нау-
ке	о данных.	Независимо	от	того,	на	каком	языке	вы	пишете –	на	R или	на	Python,	
ваш	код	почти	всегда	зависит	от	сторонних	модулей.	Эти	модули	часто	обновля-
ются	и могут	вызвать	критические	изменения	в вашем	конвейере	при	конфликте	
версий.	Используя	контейнеры,	вы	можете	предварительно	упаковать	свой	код	
обработки	данных	вместе	с нужными	версиями	модуля	и избежать	этих	проблем.

ввеДение в docKer
Чтобы	установить	Docker	на	Mac	или	Windows,	перейдите	по	ссылке	https://docs.
docker.com/install	 и  загрузите	последнюю	 стабильную	версию	Docker	Desktop	
для	своей	операционной	системы.



Для	операционной	системы	Linux	Docker	предоставляет	очень	удобный	сце-
нарий	для	установки	Docker	с помощью	всего	пары	команд:

$ curl -fsSL https://get.docker.com -o get-docker.sh
$ sudo sh get-docker.sh

Вы	можете	 проверить,	 правильно	 ли	 работает	 ваш	 экземпляр	 Docker,	 ис-
пользуя	команду

docker run hello-world

Начальные сведения об образах Docker
Образ	Docker	 является	 основой	 контейнера	 и  состоит	 из	 набора	 изменений	
в  корневой	файловой	 системе	 и  параметров	 выполнения,	 необходимых	для	
запуска	контейнера.	Образ	сначала	необходимо	создать	 (выполнить	сборку),	
прежде	чем	его	можно	будет	запустить.

Полезная	концепция	образов	Docker –	это	уровни	хранения.	Создание	об-
раза	означает	установку	почти	целой	выделенной	ОС	Linux	для	вашего	пакета.	
Чтобы	избежать	 выполнения	 этой	 операции	 каждый	 раз,	 Docker	 использует	
многоуровневую	файловую	систему.	Вот	как	это	работает:	если	первый	слой	
содержит	файлы	A и	B,	а второй	слой	добавляет	файл	C,	в результирующих	фай-
ловых	системах	отображаются	A,	B и	C.	Если	мы	хотим	создать	второй	образ,	
использующий	файлы	A,	B и	D,	нам	нужно	изменить	только	второй	уровень,	
чтобы	добавить	файл	D.	Это	означает,	что	у нас	могут	быть	базовые	образы	со	
всеми	основными	пакетами,	а затем	мы	можем	выполнить	необходимые	из-
менения,	специфичные	для	вашего	образа,	как	показано	на	рис. A.1.

Результирующая 
структура файлов

Слой 1

Слой 1

Рис. A.1.	Пример многоуровневой файловой системы

Имена	образов	Docker	называются	тегами.	Для	имен	тегов	используется	шаб-
лон	реестр_docker/пространство_имен_ docker/имя_образа:тег.	Например,	docker.io/
tensorflow/tensorflow:nightly	будет	указывать	на	образ	tensorflow	в DockerHub	
в пространстве	имен	tensorflow.	Тег	обычно	используется	для	обозначения	вер-
сий	определенного	образа.	В нашем	примере	тег	nightly	зарезервирован	для	
ночных	сборок	TensorFlow.

Образы	 Docker	 создаются	 на	 основе	 файла	 Dockerfile.	 Каждая	 строка	
в Dockerfile	начинается	с одного	из	нескольких	операторов.	Наиболее	важные	
из	них	следующие.
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FROM

Указывает	 основной	 контейнер	Docker	 для	 сборки.	Мы  всегда	 будем	 ис-
пользовать	 этот	 оператор.	 Для	 загрузки	 доступно	 множество	 основных	
контейнеров,	например	ubuntu.

RUN

Запускает	bash.	Это	основная	команда	большинства	образов	Docker.	Имен-
но	при	помощи	этой	команды	мы	выполняем	установку	пакетов,	создание	
каталогов	и т.	д.	Поскольку	каждая	строка	создает	слой	в образе,	хорошая	
практика –	включать	установку	пакетов	и другие	длинные	задачи	в качест-
ве	одной	из	первых	строк	в Dockerfile.	Это	означает,	что	во	время	перестро-
ения	Docker	попытается	использовать	слои	из	кеша.

ARG

Конфигурирует	аргументы.	Этот	оператор	полезно	использовать,	если	вы	
хотите	иметь	несколько	вариантов	одного	и того	же	образа,	например	для	
среды	разработки	и производственной	среды.

COPY

Копирует	файлы	из	контекста.	Путь	к контексту –	это	аргумент,	исполь-
зуемый	в docker build.	Контекст –	это	набор	локальных	файлов,	которые	
Docker	 открывает	 во	 время	 сборки	 и  использует	 их	только	 в  процессе.	
Этот	 оператор	 можно	 использовать	 для	 копирования	 исходного	 кода	
в контейнер.

ENV

Устанавливает	 переменную	 среды.	 Эта	 переменная	 будет	 частью	 образа	
и будет	видна	при	сборке	и запуске.

CMD

Это	команда	по	умолчанию	для	контейнера.	Хорошая	практика	для	Docker –	
запускать	одну	команду	для	каждого	контейнера.	Затем	Docker	будет	от-
слеживать	эту	команду,	завершать	работу	при	выходе	и отправлять	из	нее	
STDOUT	в журналы	экземпляров	Docker.	Другой	способ	указать	эту	команду –	
использовать	оператор	ENTRYPOINT.	Между	ними	есть	несколько	тонких	раз-
личий,	но	здесь	мы	сосредоточимся	на	CMD.

USER

Пользователь	по	умолчанию	в контексте	контейнера.	Этот	пользователь	от-
личается	от	пользователей	хост-системы.	Вы должны	создать	пользователя	
во	время	сборки,	если	хотите	запускать	команды	вместе,	как	единый	пакет.

WORKDIR

Каталог	по	умолчанию	для	образа.	Это	каталог,	из	которого	будет	запус-
каться	команда	по	умолчанию.

EXPOSE

Указывает	порты,	которые	будет	использовать	контейнер.	Например,	для	
службы	HTTP	необходимо	указать	EXPOSE 80.

Введение в Docker  315



Создание вашего первого образа Docker
Создадим	наш	первый	образ!

Во-первых,	нам	нужно	создать	новый	каталог	для	нашего	небольшого	про-
екта	Docker:

$ mkdir hello-docker
$ cd hello-docker

В	этом	каталоге	создайте	файл	Dockerfile	со	следующим	содержимым:

FROM ubuntu
RUN apt-get update
RUN apt-get -y install cowsay
CMD /usr/games/cowsay "Hello Docker"

Для	его	сборки	используйте	команду	docker build . -t hello-docker.	Флаг	
-t	 указывает	тег	для	этого	образа.	Вы увидите	серию	команд,	которые	вы-
полняются	 в  контейнере.	Каждый	 слой	 в нашем	образе	 (соответствующий	
каждой	команде	в Dockerfile)	 вызывается	во	временном	контейнере,	 в ко-
тором	запущены	предыдущие	уровни.	Разница	сохраняется,	и мы	получаем	
полный	образ.	Первый	уровень	(который	мы	не создаем)	основан	на	Linux	
Ubuntu.	Команда	FROM	в Dockerfile	сообщает	Docker,	что	нужно	извлечь	этот	
образ	из	реестра,	в нашем	случае	DockerHub,	и использовать	его	в качестве	
базового	образа.

После	завершения	сборки	команда	docker images	должна	вывести	приблизи-
тельно	такой	результат:

REPOSITORY    TAG        IMAGE ID        CREATED        SIZE
hello-docker  latest     af856e494ed4    2 minutes ago  155MB
ubuntu        latest     94e814e2efa8    5 weeks ago    88.9MB

В	результате	мы	должны	увидеть	базовый	образ	Ubuntu	и наш	новый	образ.
Даже	если	мы	создали	этот	образ,	это	не значит,	что	он	готов	к использо-

ванию.	Следующим	шагом	будет	запуск	образа.	Команда	запуска	docker run –	
пожалуй,	 самая	 важная	 команда	 в  Docker.	 Она	 создает	 новый	 контейнер	 из	
сущест	вующего	 образа	 (или,	 если	 образа	нет	 в  системе,	 она	попытается	из-
влечь	его	из	реестра).	Чтобы	запустить	наш	образ,	мы	должны	выполнить	ко-
манду	docker run -it hello-docker.	Эта	команда	должна	показать	нам	результат	
работы	нашей	команды	cowsay.

Реестры Docker
Одна	из	самых	сильных	сторон	Docker –	простота	публикации	соз-
данного	 образа.	 Хранилище	 образов	 Docker	 называется	 реестром.	
Реестр	Docker	по	умолчанию,	называемый	DockerHub,	поддержива-
ется	Docker,	Inc.	Учетная	запись	на	DockerHub	бесплатна	и позволяет	
публиковать	общедоступные	образы.
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Знакомство с интерфейсом командной 
строки Docker (Docker CLI)
Docker	CLI –	это	основной	способ	взаимодействия	с образами	и контейнерами	
на	вашем	локальном	компьютере.	В этом	разделе	мы	обсудим	наиболее	важ-
ные	команды	и параметры	для	этого.	Начнем	с docker run.

Есть	много	важных	параметров,	 которые	возможно	передать	в docker run.	
С их	помощью	мы	можем	переопределить	большинство	параметров,	установ-
ленных	в Dockerfile.	Это	важно,	потому	что	многие	образы	Docker	будут	иметь	
стандартную	команду	по	умолчанию,	но	часто	мы	хотим	их	запускать	иначе,	
с другими	параметрами.	Давайте	посмотрим	на	наш	пример	cowsay:

docker run -it hello-docker /usr/games/cowsay "Our own message"

Аргумент,	 который	 следует	 за	 тегом	 образа,	 переопределит	 команду	 по	
умолчанию,	которую	мы	установили	в Dockerfile.	Это	лучший	способ	указать	
наши	собственные	флаги	командной	строки	для	двоичных	файлов,	использу-
емых	по	умолчанию.	Другие	полезные	флаги	для	запуска	Docker	следующие.

-it

Обозначает	«интерактивный»	(i)	и tty (t),	что	позволяет	нам	взаимодей-
ствовать	с командой,	выполняемой	из	нашей	оболочки.

-v

Монтирует	том	Docker	или	каталог	хоста	в контейнер,	например	каталог,	
содержащий	наборы	данных.

-e

Передает	конфигурации	через	переменные	среды.	Например,	docker run -e 
MYVARNAME=value image	создаст	в контейнере	переменную	среды	MYVARNAME.

-d

Позволяет	запускать	контейнер	в автономном	режиме,	что	идеально	для	
длительных	задач.

-p

Перенаправляет	 порт	 хоста	 в  контейнер,	 чтобы	 внешние	 службы	 могли	
взаи	модействовать	 с  контейнером	 по	 сети.	 Например,	 docker run -d -p 
8080:8080 imagename	перенаправит	localhost:8080	на	порт	8080	контейнера.

Docker Compose
Команда	docker run	может	стать	довольно	сложной,	когда	вы	начинае-
те	монтировать	каталоги,	управлять	ссылками	на	контейнеры	и т. д.	
Docker Compose –	проект,	который	поможет	в этом.	Он позволяет	вам	
создать	файл	dockercompose.yaml,	 в  котором	 вы	можете	 указать	 все	
свои	параметры	Docker	для	любого	количества	контейнеров.	Затем	
вы	можете	связать	контейнеры	вместе	в сети	или	смонтировать	одни	
и те	же	каталоги.
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Другие	полезные	команды	Docker	перечислены	ниже.

docker ps

Отображает	все	запущенные	контейнеры.	Чтобы	также	показать	контейне-
ры,	завершившие	работу,	добавьте	флаг	-a.

docker images

Список	всех	образов,	имеющихся	на	компьютере.

docker inspect container_id

Позволяет	подробно	изучить	конфигурацию	контейнера.

docker rm

Удаляет	контейнеры.

docker rmi

Удаляет	образы.

docker logs

Отображает	данные	STDOUT	и STDERR,	созданные	контейнером,	что	очень	
полезно	при	отладке.

docker exec

Позволяет	вызывать	команду	в работающем	контейнере.	Например,	dock-
er exec -it container_id bash	позволит	вам	войти	в среду	контейнера	с по-
мощью	bash	и изучить	ее	изнутри.	Флаг	-it	работает	аналогично	тому,	как	
он	работает	в docker run.

ввеДение в KuBerneTes
До	сих	пор	мы	только	что	говорили	о контейнерах	Docker,	работающих	на	од-
ной	машине.	Что	произойдет,	если	вы	захотите	масштабировать	ваш	конвейер?	
Kubernetes –	это	проект	с открытым	исходным	кодом,	изначально	разработан-
ный	Google,	который	управляет	планированием	и масштабированием	вашей	
инфраструктуры.	Он динамически	масштабирует	нагрузку	на	множество	сер-
веров	 и  отслеживает	 вычислительные	 ресурсы.	 Kubernetes	 также	 позволяет	
достичь	максимальной	эффективности,	размещая	несколько	контейнеров	на	
одной	машине	(в зависимости	от	их	размера	и потребностей),	и управляет	об-
меном	данными	между	контейнерами.	Он может	работать	на	любой	облачной	
платформе –	AWS,	Azure	или	GCP.

Некоторые определения Kubernetes
Одна	из	самых	сложных	частей	в самом	начале	работы	с Kubernetes –	это	тер-
минология.	Вот	несколько	определений,	которые	могут	вам	помочь.

Кластер
Кластер –	это	набор	машин,	содержащий	центральный	узел,	управляющий	
сервером	Kubernetes	API,	и множество	рабочих	узлов.
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Узел
Узел –	это	отдельная	машина	(физическая	или	виртуальная)	в кластере.

Модуль (Pod)
Модуль –	это	группа	контейнеров,	которые	работают	вместе	на	одном	узле.	
Часто	модуль	содержит	только	один	контейнер.

Kubelet
Kubelet –	это	агент	Kubernetes,	который	управляет	связью	с центральным	
узлом	на	каждом	рабочем	узле.

Сервис
Сервис –	это	группа	модулей	и политики	для	доступа	к ним.

Том
Том –	это	пространство	для	хранения	данных,	совместно	используемое	все-
ми	контейнерами	в одном	модуле.

Пространство имен
Пространство	имен –	это	виртуальный	кластер,	который	делит	простран-
ство	в физическом	кластере	на	разные	среды.	Например,	мы	можем	раз-
делить	кластер	на	среду	разработки	и промышленную	среду,	или	на	среды	
для	разных	команд.

ConfigMap
ConfigMap	предоставляет	API	для	хранения	неконфиденциальной	инфор-
мации	о конфигурации	(переменные	среды,	аргументы	и т.	д.)	в Kubernetes.	
ConfigMaps	полезны	для	изоляции	конфигурации	от	образов	контейнеров.

kubectl
kubectl –	это	интерфейс	командной	строки	для	Kubernetes.

Начало работы с Minikube и kubectl
Мы	можем	создать	простой	локальный	кластер	Kubernetes,	используя	инстру-
мент	под	названием	Minikube.	Minikube	позволяет	легко	настроить	Kubernetes	
в любой	операционной	системе.	Он создает	виртуальную	машину,	устанавли-
вает	на	нее	Docker	и Kubernetes	и добавляет	подключенного	к ней	локального	
пользователя.

Не используйте Minikube в промышленной среде
Minikube	нельзя	использовать	в промышленной	 среде;	 скорее,	 он	
разработан	 как	 быстрая	 и  легкая	 локальная	 среда.	 Самый	 прос-
той	 способ	 получить	 доступ	 к  продукту	 Kubernetes  –	 приобрести	
Kubernetes	как	услугу	у любого	крупного	провайдера	облачных	услуг.

Сначала	 установите	 kubectl,	 инструмент	 Kubernetes	 CLI.	 Для	 Mac	 kubectl	
можно	установить	с помощью	команды	brew:
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brew install kubectl

Для	Windows	см.	ресурсы,	доступные	по	ссылке	https://oreil.ly/AhAwc.	
Для	Linux:

curl -LO https://storage.googleapis.com/kubernetes-release\
/release/v1.14.0/bin/linux/amd64/kubectl chmod +x ./kubectl
sudo mv ./kubectl /usr/local/bin/kubectl

Чтобы	установить	Minikube,	нам	сначала	нужно	установить	гипервизор,	ко-
торый	создает	и запускает	виртуальные	машины,	такие	как	VirtualBox	(для	по-
лучения	информации	о VirtualBox	см.	https://oreil.ly/LJgFJ).

На	Mac	Minikube	можно	установить	с помощью	команды	brew:

brew install minikube

Для	Windows	см.	ресурсы,	доступные	по	ссылке	https://oreil.ly/awtxY.
Для	Linux	выполните	следующие	действия:

curl -Lo minikube \ https://storage.googleapis.com/minikube/releases/latest/minikube-linux-
amd64 chmod +x minikube
sudo cp minikube /usr/local/bin && rm minikube

После	 завершения	 установки	 запустите	 простой	 кластер	 Kubernetes	 с  по-
мощью	одной	команды:

minikube start

Чтобы	быстро	проверить,	подходит	ли	вам	Minikube,	мы	можем	попробовать	
вывести	список	узлов	в кластере:

kubectl get nodes

Взаимодействие с Kubernetes CLI
Kubernetes	API	основан	на	ресурсах.	Практически	все	в мире	Kubernetes	пред-
ставлено	как	ресурс.	kubectl	 построен	 с  учетом	этого,	поэтому	он	будет	 сле-
довать	аналогичному	шаблону	для	большинства	взаимодействий	с ресурсами.

Например,	типичный	вызов	kubectl	для	вывода	списка	всех	модулей	(pods)	
выглядит	следующим	образом:

kubectl get pods

В	результате	выполнения	этой	команды	должен	быть	выведен	список	всех	
работающих	модулей	(pods),	но,	поскольку	мы	еще	не создали	ни	одного	мо-
дуля,	список	будет	пустым.	Это	не означает,	что	в нашем	кластере	в настоящее	
время	не работают	модули.	Большинство	ресурсов	в Kubernetes	можно	размес-
тить	 в  определенном	 пространстве	 имен,	 и  если	 вы	 не  укажете	 конкретное	
пространство	имен,	они	не будут	выведены.	Kubernetes	запускает	свои	внут-
ренние	службы	в пространстве	имен,	называемом	kube-system.	Чтобы	вывести	
список	всех	модулей	в любом	пространстве	имен,	вы	можете	использовать	па-
раметр	-n:
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kubectl get pods -n kube-system

В	результате	выполнения	этой	команды	должно	быть	возвращено	несколь-
ко	результирующих	строк.	Мы также	можем	использовать	--all-namespaces	для	
отображения	всех	модулей	независимо	от	пространства	имен.

Имя	можно	указывать	для	отображения	только	одного	модуля:

kubectl get po mypod

Вы	также	можете	применить	фильтр	по	метке.	Например,	следующая	коман-
да	должна	вывести	все	модули,	у которых	есть	компонент	метки	со	значением	
etcd	в kube-system:

kubectl get po -n kube-system -l component=etcd

Информацию,	отображаемую	get,	также	можно	изменить.	Например:

# Показать узлы и адреса модулей.
kubectl get po -n kube-system -o wide
# Показать определение pod mypod в yaml.
kubectl get po mypod -o yaml

Для	создания	нового	ресурса	kubectl	предлагает	две	команды:	create	и apply.	
Разница	между	ними	заключается	в том,	что	create	всегда	будет	пытаться	соз-
дать	новый	ресурс	(и потерпит	неудачу,	если	он	уже	существует),	тогда	как	apply 
либо	создаст	новый,	либо	обновит	существующий	ресурс.

Наиболее	распространенный	способ	создания	нового	ресурса –	использова-
ние	файла	YAML	(или	JSON)	с определением	ресурса,	как	мы	увидим	в следую-
щем	разделе.	Следующие	команды	kubectl	позволяют	нам	создавать	обновля-
емые	ресурсы	Kubernetes	(например,	модули):

# Создать модуль, который определен в pod.yaml.
kubectl create -f pod.yaml
# В этой команде также можно указать HTTP ресурса.
kubectl create -f http://url-to-pod-yaml
# Apply позволяет вносить изменения в ресурсы.
kubectl apply -f pod.yaml

Чтобы	удалить	ресурс,	используйте	команду	kubectl delete:

# Удалить модуль foo.
kubectl delete pod foo
# Удалить все ресурсы, определенные в pods.yaml.
kubectl delete -f pods.yaml

Вы	можете	использовать	команду	kubectl edit	для	быстрого	обновления	су-
ществующего	ресурса.	Откроется	редактор,	в котором	вы	можете	редактиро-
вать	загруженное	определение	ресурса:

kubectl edit pod foo
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Определение ресурсов в Kubernetes
Ресурсы	Kubernetes	чаще	всего	определяются	как	YAML	(хотя	также	можно	ис-
пользовать	JSON).	По сути,	все	ресурсы –	это	структуры	данных	с несколькими	
важными	разделами.

apiVersion

Каждый	ресурс	является	частью	API,	предоставляемого	либо	самим	Kubernetes,	
либо	третьими	сторонами.	apiVersion –	номер	версии	API,	который	позволяет	
вам	ориентироваться	в том,	насколько	зрелую	версию	API	вы	используете.

kind

Тип	ресурса	(например,	pod,	volume,	и т.	д.).

metadata

Данные,	необходимые	для	любого	ресурса.

name

Ключ,	по	которому	можно	направлять	запрос	к каждому	ресурсу;	ключ	дол-
жен	быть	уникальным.

labels

Каждый	ресурс	может	иметь	любое	количество	пар	ключ-значение,	назы-
ваемых	метками.	Эти	метки	затем	можно	использовать	в селекторах,	для	
запроса	ресурсов	или	просто	как	информацию.

annotations

Вторичные	пары	ключ-значение,	которые	носят	чисто	информационный	
характер	и не	могут	использоваться	в запросах	или	селекторах.

namespace

Метка,	которая	показывает,	что	ресурс	принадлежит	определенному	про-
странству	имен	или	команде.

spec

Конфигурация	ресурса.	Вся	информация,	необходимая	для	фактического	
выполнения,	должна	быть	в спецификации.	Каждая	схема	спецификации	
уникальна	для	определенного	типа	ресурса.

Вот	пример	файла	.yaml,	использующего	эти	определения:

apiVersion: v1 
kind: Pod 
metadata:
  name: myapp-pod
  labels:
    app: myapp
spec:
  containers:
  – name: myapp-container
  image: busybox
  command: ['sh', '-c', 'echo Hello Kubernetes! && sleep 3600']
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В	этом	файле	присутствуют	apiVersion	и kind,	которые	определяют,	что	это	
за	ресурс.	У нас	есть	метаданные,	которые	определяют	имя	и метку,	и у	нас	
есть	спецификация,	составляющая	тело	ресурса.	Наш	модуль	состоит	из	одно-
го	контейнера,	в котором	выполняется	команда	sh -c echo Hello Kubernetes! && 
sleep 3600 	в образе	busybox.

развертывание прилОжений в KuBerneTes
В	 этом	 разделе	 мы	 рассмотрим	 полное	 развертывание	 функционального	
Jupyter	Notebook	с помощью	Minikube.	Мы создадим	постоянный	том	для	на-
ших	блокнотов	и создадим	службу	NodePort,	которая	позволит	нам	получить	
доступ	к нашему	блокноту.

Во-первых,	 нам	 нужно	 найти	 корректный	 образ	 Docker.	 jupyter/tensorflow-
notebook –	официальный	образ,	поддерживаемый	сообществом	Jupyter.	Затем	
нам	нужно	будет	выяснить,	какой	порт	будет	прослушивать	наше	приложение:	
в данном	случае	это	8888	(порт	по	умолчанию	для	Jupyter	Notebooks).

Мы	 хотим,	 чтобы	 наш	 блокнот	 сохранялся	между	 сеансами,	 поэтому	 нам	
нужно	использовать	постоянный	том	(persistent	volume	claim,	PVC).	Для	этого	
мы	создаем	файл	pvc.yaml:

kind: PersistentVolumeClaim
apiVersion: v1
metadata:
  name: notebooks
spec:
  accessModes:
    – ReadWriteOnce
  resources:
    requests:
      storage: 3Gi

Теперь	мы	можем	создать	этот	ресурс,	выполнив	команду

kubectl apply -f pvc.yaml

В	результате	ее	выполнения	должен	быть	создан	том.	Для	подтверждения	
правильности	выполнения	команды	мы	можем	перечислить	все	тома	и PVC:

kubectl get pv 
kubectl get pvc
kubectl describe pvc notebooks

Затем	мы	создаем	наш	файл	развертывания	.yaml.	У нас	будет	один	модуль	
(pod),	который	смонтирует	наш	том	и откроет	порт	8888:
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apiVersion: apps/v1 
kind: Deployment 
metadata:
  name: jupyter
  labels:
    app: jupyter
spec:
  selector:
    matchLabels:
      app: jupyter  ❶
  template:
    metadata:
      labels:
        app: jupyter
    spec:
      containers:
          - image: jupyter/tensorflow-notebook  ❷
        name: jupyter
        ports:
          - containerPort: 8888 name: jupyter
        volumeMounts:
          - name: notebooks 
            mountPath: /home/jovyan
      volumes:
        - name: notebooks 
            persistentVolumeClaim:
              claimName: notebooks

 ❶ Важно,	чтобы	этот	селектор	соответствовал	ярлыкам	в шаблоне	
 ❷ Наш	образ

Применяя	этот	ресурс	(так	же,	как	мы	это	делали	с PVC),	мы	создадим	модуль	
(pod)	с экземпляром	Jupyter:

# Посмотрим, готов ли наш развернутый экземпляр.
kubectl get deploy
# Список модулей, принадлежащих этому приложению.
kubectl get po -l app=jupyter

Когда	наш	модуль	(pod)	находится	в состоянии	Running,	мы	должны	получить	
токен,	с помощью	которого	мы	сможем	подключиться	к нашему	блокноту.	Этот	
токен	появится	в журналах:

kubectl logs deploy/jupyter

Чтобы	убедиться,	что	модуль	работает,	давайте	обратимся	к нашему	блокно-
ту,	используя	команду	port-forward:

# Сначала нам нужно имя нашего модуля; он будет иметь рандомизированный суффикс.
kubectl get po -l app=jupyter
kubectl port-forward jupyter-84fd79f5f8-kb7dv 8888:8888

Таким	 образом,	 мы	 сможем	 получить	 доступ	 к  блокноту	 по	 ссылке	 
http://localhost:8888.	Проблема	в том,	что	никто	другой	не сможет	это	сделать,	
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поскольку	трафик	проксируется	через	наш	локальный	kubectl.	Давайте	созда-
дим	службу	NodePort,	чтобы	получить	доступ	к блокноту:

apiVersion: v1 
kind: Service 
metadata:
  name: jupyter-service
  labels:
    app: jupyter
spec:
  ports:
    – port: 8888
      nodePort: 30888
selector:
  app: jupyter
type: NodePort

Когда	он	будет	создан,	мы	сможем	получить	доступ	к нашему	блокноту	Jupyter	
Notebook.	Но сначала	нам	нужно	найти	IP-адрес	нашего	модуля.	Мы должны	
иметь	доступ	к Jupyter	по	следующему	адресу	и порту	30888:

minikube ip
# Эта команда покажет нам адрес нашего kubelet.
192.168.99.100:30888

Остальные	пользователи	теперь	могут	получить	доступ	к Jupyter	Notebook,	
используя	указанный	IP-адрес	и служебный	порт	(см.	рис. A.2).	Получив	доступ	
к адресу	в браузере,	вы	должны	увидеть	экземпляр	Jupyter	Notebook.

Рис. A.2.	Блокнот Jupyter Notebook, работающий на Kubernetes

В	этом	приложении	мы	привели	краткий	обзор	Kubernetes	и его	компонен-
тов.	Экосистема	Kubernetes	очень	обширна,	и краткое	приложение	не может	
дать	целостного	обзора.	Для	получения	дополнительных	сведений	о базовой	
архитектуре	Kubernetes	Kubeflow	мы	настоятельно	рекомендуем	книгу	«Рабо-
та	с Kubernetes»	Брендана	Бернса	и др.,	выпущенную	в издательстве	O’Reilly	
(Kubernetes:	Up and	Running	by	Brendan	Burns	et	al.,	O’Reilly).
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Приложение B
Настройка кластера 

Kubernetes в Google Cloud

В	 этом	 приложении	 представлен	 краткий	 обзор	 того,	 как	 создать	 кластер	
Kubernetes	в	Google	Cloud,	который	запускает	наш	демонстрационный	проект.	
Если	вы	новичок	в	Kubernetes,	ознакомьтесь	с	приложением	A	и	рекоменду-
емой	литературой	в	конце	 главы	9.	Хотя	команды,	которые	мы	рассмотрим,	
применимы	только	к	Google	Cloud,	общий	процесс	установки	аналогичен	тому,	
который	использовался	для	других	 управляемых	 сервисов	Kubernetes,	таких	
как	AWS	EKS	или	Microsoft	Azure	AKS.

прежДе чем вы приСтупите к наСтрОйке
Рекомендуя	выполнить	следующие	шаги	установки,	мы	предполагаем,	что	
у	 вас	 есть	 учетная	 запись	 в	Google	Cloud.	 Если	 у	 вас	нет	 учетной	 записи,	
вы	можете	 ее	 создать.	 Кроме	того,	мы	 предполагаем,	 что	 вы	 установили	
Kubernetes	 kubectl	 (версия	 клиента	 1.18.2	 или	 выше)	 на	 свой	 локальный	
компьютер	 и	 что	 вы	 также	 можете	 запустить	 SDK	 Google	 Cloud	 gcloud	
(версия	289.0.0	или	выше).

Следите за расходами на облачную инфраструктуру
Эксплуатация	кластеров	Kubernetes	может	повлечь	значительные	
затраты	на	инфраструктуру.	Поэтому	мы	настоятельно	рекоменду-
ем	следить	за	расходами	на	инфраструктуру,	задавая	оповещения	
о	выставлении	счетов	и	бюджет.	Подробности	можно	найти	в до-
кументации	Google	Cloud	 (см.	https://oreil.ly/ubjAa).	Мы	также	 ре-
комендуем	 отключать	 простаивающие	 вычислительные	 ресурсы	
из-за	увеличения	затрат,	даже	если	они	не	используются	и	задачи	
конвейера	не	выполняются.

Инструкции	по	установке	клиента	kubectl	для	вашей	операционной	системы	
можно	найти	в	документации	Kubernetes	(см.	https://oreil.ly/syf_v).	Документа-
ция	Google	Cloud	 (см.	https://oreil.ly/ZmhG5)	содержит	пошаговые	инструкции	
по	установке	клиента	для	вашей	операционной	системы.



KuBerneTes в GooGle cloud
В	следующих	пяти	разделах	мы	проведем	вас	через	пошаговый	процесс	созда-
ния	кластера	Kubernetes	с	нуля	в	Google	Cloud.

Выбор проекта Google Cloud
Для	кластера	Kubernetes	нам	нужно	создать	новый	проект	Google	Cloud	или	
выбрать	существующий	проект	на	панели	инструментов	Google	Cloud	Project	
(см.	https://oreil.ly/LQS99).

Обратите	 внимание	 на	 идентификатор	 проекта	 при	 выполнении	 следую-
щих	шагов.	Мы	развернем	наш	кластер	в	проекте	с	идентификатором	oreilly-
book,	как	показано	на	рис.	B.1.

Рис. B.1.	Панель управления Google Cloud Project

Настройка облачного проекта Google
Прежде	чем	создавать	кластер	Kubernetes,	давайте	настроим	ваш	проект	Google	
Cloud.	В	терминале	вашей	операционной	системы	вы	можете	аутентифициро-
вать	своего	клиента	Google	Cloud	SDK	с	помощью	следующей	команды:

$ gcloud auth login

Затем	обновите	клиента	SDK	с	помощью	команды

$ gcloud components update
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После	 успешной	 аутентификации	 и	 обновления	 клиента	 SDK	 давайте	
настроим	несколько	 основных	параметров.	Сначала	мы	 установим	проект	
GCP	 в	 качестве	 проекта	 по	 умолчанию	 и	 выберем	 вычислительную	 зону	
в качестве	зоны	по	умолчанию.	В	нашем	примере	мы	выбрали	us-central-1.	
Вы можете	найти	список	всех	доступных	зон	в	документации	Google	Cloud	
(см. https://oreil.ly/5beJg).	Выберите	зону,	ближайшую	к	вашему	физическому	
местонахождению,	или	ту,	где	доступны	необходимые	сервисы	Google	Cloud	
(не	все	сервисы	доступны	во	всех	зонах).

Установив	эти	значения	по	умолчанию,	нам	не	нужно	указывать	их	позже	
в следующих	командах.	Мы	также	попросим	включить	API-интерфейсы	кон-
тейнеров	Google	Cloud.	Последний	шаг	необходимо	выполнить	только	один	раз	
для	каждого	проекта:

$ export PROJECT_ID=<your_gcp_project_id>  ❶
$ export GCP_REGION=us-central1-c  ❷
$ gcloud config set project $PROJECT_ID
$ gcloud config set compute/zone $GCP_REGION
$ gcloud services enable container.googleapis.com ❸

 ❶ Замените	your_gcp_project_id	на	идентификатор	проекта	из	предыдущего	
шага	

 ❷ Выберите	предпочитаемую	зону	или	регион
 ❸ Включите	API

Создание кластера Kubernetes
Теперь,	когда	наш	проект	Google	Cloud	готов	к	работе,	мы	можем	создать	клас-
тер	Kubernetes	 с	несколькими	вычислительными	узлами	как	часть	кластера.	
В нашем	примере	кластера	под	названием	kfp-oreilly-book	мы	позволяем	клас-
теру	работать	на	количестве	узлов	от	нуля	до	пяти	в	любой	момент	времени	
в	нашем	пуле	с	названием	kfp-pool,	и	желаемое	количество	доступных	узлов	
равно	 трем.	 Мы	 также	 назначаем	 сервисный	 аккаунт	 кластеру.	 Через	 учет-
ную	запись	службы	мы	можем	управлять	разрешениями	доступа	для	запросов	
от узлов	кластера.	Для	получения	дополнительной	информации	о	сервисных	
аккаунтах	в	Google	Cloud	мы	рекомендуем	обратиться	к	онлайн-документации	
(см.	https://oreil.ly/7Ar4X):

$ export CLUSTER_NAME=kfp-oreilly-book
$ export POOL_NAME=kfp-pool
$ export MAX_NODES=5
$ export NUM_NODES=3
$ export MIN_NODES=0
$ export SERVICE_ACCOUNT=service-account@oreilly-book.iam.gserviceaccount.com

Теперь,	когда	параметры	кластера	определены	в	переменной	среды,	мы	мо-
жем	выполнить	следующую	команду:
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$ gcloud container clusters create $CLUSTER_NAME \
      --zone $GCP_REGION \
      --machine-type n1-standard-4 \
      --enable-autoscaling \
      --min-nodes=$MIN_NODES \
      --num-nodes=$NUM_NODES \
      --max-nodes=$MAX_NODES \
      --service-account=$SERVICE_ACCOUNT

Для	нашего	конвейера	мы	выбрали	тип	экземпляра	n1-standard-4,	который	
предоставляет	4	процессора	и	15 ГБ	памяти	на	один	узел.	Эти	экземпляры	
предоставляют	достаточно	вычислительных	ресурсов	для	обучения	и	оценки	
нашей	модели	машинного	обучения	и	ее	наборов	данных.	Вы	можете	найти	
полный	список	доступных	типов	экземпляров,	выполнив	следующую	коман-
ду	SDK:

$ gcloud compute machine-types list

Если	вы	хотите	добавить	графический	процессор	в	кластер,	вы	можете	ука-
зать	тип	графического	процессора	и	количество	графических	процессоров,	до-
бавив	аргумент	ускорителя,	как	показано	в	следующем	примере:

$ gcloud container clusters create $CLUSTER_NAME \
      ...
      --accelerator=type=nvidia-tesla-v100,count=1

Создание	кластера	Kubernetes	может	занять	несколько	минут,	пока	все	ре-
сурсы	не	будут	полностью	выделены	вашему	проекту	и	не	станут	доступными.	
Время	зависит	от	запрашиваемых	вами	ресурсов	и	количества	узлов.	Для	на-
шего	кластера	вам	придется	подождать	около	5	минут,	пока	не	будут	доступны	
все	ресурсы.

Доступ к кластеру Kubernetes с помощью kubectl
Когда	ваш	созданный	кластер	 станет	доступен,	 вы	можете	настроить	kubectl 
для	доступа	к	кластеру.	SDK	Google	Cloud	предоставляет	команду	для	регистра-
ции	кластера	в	вашей	локальной	конфигурации	kubectl:

$ gcloud container clusters get-credentials $CLUSTER_NAME --zone $GCP_REGION

После	обновления	конфигурации	kubectl	вы	можете	проверить,	правильно	
ли	выбран	кластер,	выполнив	следующую	команду:

$ kubectl config current-context
gke_oreilly-book_us-central1-c_kfp-oreilly-book

Использование кластера Kubernetes с kubectl
Поскольку	ваш	локальный	kubectl	может	подключаться	к	вашему	удаленному	
кластеру	Kubernetes,	все	команды	kubectl,	такие	как	шаги	Kubeflow	Pipelines,	
упомянутые	ниже	и	в	главе	12,	будут	выполняться	в	удаленном	кластере:
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$ export PIPELINE_VERSION=0.5.0
$ kubectl apply -k "github.com/kubeflow/pipelines/manifests/kustomize/"\ 
                   "cluster-scoped-resources?ref=$PIPELINE_VERSION"
$ kubectl wait --for condition=established \
               --timeout=60s crd/applications.app.k8s.io
$ kubectl apply -k "github.com/kubeflow/pipelines/manifests/kustomize/"\ 
                   "env/dev?ref=$PIPELINE_VERSION"

наСтрОйки пОСтОяннОгО тОма Для кОнвейерОв KuBeFlow
В	разделе	«Обмен	данными	через	постоянные	тома»	 (см.	приложение	C)	мы	
обсудим	настройку	постоянных	томов	в	нашей	настройке	Kubeflow	Pipelines.	
Полная	конфигурация	постоянного	тома	и	заявка	на	выделение	постоянного	
тома	 приведены	 в	 следующих	 фрагментах	 кода.	 Представленная	 настройка	
специфична	для	среды	Google	Cloud.

В	примере	B.1	показана	конфигурация	постоянного	тома	для	нашего	класте-
ра	Kubernetes:

Пример B.1.	Конфигурация постоянного тома

apiVersion: v1
kind: PersistentVolume
metadata:
  name: tfx-pv 
  namespace: kubeflow 
  annotations:
    kubernetes.io/createdby: gce-pd-dynamic-provisioner 
    pv.kubernetes.io/bound-by-controller: "yes" 
    pv.kubernetes.io/provisioned-by: kubernetes.io/gce-pd
spec:
  accessModes:
  - ReadWriteOnce
  capacity:
    storage: 20Gi
  claimRef:
    apiVersion: v1
    kind: PersistentVolumeClaim
    name: tfx-pvc
    namespace: kubeflow
  gcePersistentDisk:
    fsType: ext4
    pdName: tfx-pv-disk
  nodeAffinity:
    required:
      nodeSelectorTerms:
        - matchExpressions:
        - key: failure-domain.beta.kubernetes.io/zone
          operator: In
          values:
          - us-central1-c
        - key: failure-domain.beta.kubernetes.io/region
          operator: In
          values:
          - us-central1
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  persistentVolumeReclaimPolicy: Delete 
  storageClassName: standard 
  volumeMode: Filesystem
status:
  phase: Bound

После	создания	постоянного	тома	мы	можем	запросить	выделить	часть	или	
все	доступное	хранилище	через	запрос	на	постоянный	том.	Файл	конфигура-
ции	можно	увидеть	в	примере	B.2.

Пример B.2.	Конфигурация запроса на создание постоянного тома

kind: PersistentVolumeClaim
apiVersion: v1
metadata:
  name: tfx-pvc
  namespace: kubeflow
spec:
  accessModes:
    - ReadWriteOnce
  resources:
    requests:
      storage: 20Gi

С	 помощью	 представленной	 конфигурации	 мы	 создали	 постоянный	 том	
и	 запрос	на	выделение	постоянного	тома	в	кластере	Kubernetes.	Теперь	том	
можно	смонтировать,	как	описано	в	разделе	«Настройка	конвейера»	главы 12,	
или	использовать,	как	описано	в	разделе	«Обмен	данными	через	постоянные	
тома»	приложения	C.
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Приложение C
Советы по работе  

с Kubeflow Pipelines

Если	вы	управляете	своими	конвейерами	TFX	с помощью	Kubeflow	Pipelines,	
то	можете	настроить	базовые	образы	контейнеров	ваших	компонентов	TFX.	
Пользовательские	образы	TFX	необходимы,	если	ваши	компоненты	полага-
ются	на	дополнительные	зависимости	Python	вне	пакетов	TensorFlow	и TFX.	
В  случае	нашего	демонстрационного	конвейера	у нас	 есть	дополнительная	
зависимость	Python,	библиотека	TensorFlow	Hub,	для	доступа	к нашей	язы-
ковой	модели.

Во	второй	половине	этого	приложения	мы	хотим	показать	вам,	как	переда-
вать	данные	на	локальный	компьютер	и постоянный	том	и из	него.	Настройка	
постоянного	тома	будет	полезна,	если	вы	можете	получить	доступ	к своим	дан-
ным	через	поставщика	облачного	хранилища	(например,	с помощью	локаль-
ного	кластера	Kubernetes).	Описанные	далее	шаги	продемонстрируют	процесс	
копирования	данных	в кластер	и из	него.

пОльзОвательСкие Образы TFx
В	нашем	демонстрационном	проекте	мы	используем	языковую	модель,	предо-
ставленную	TensorFlow	Hub.	Мы применяем	библиотеку	tensorflow_hub	для	эф-
фективной	 загрузки	 языковой	модели.	 Эта	 конкретная	 библиотека	 не  явля-
ется	частью	исходного	образа	TFX;	поэтому	нам	нужно	создать	собственный	
образ	TFX	с необходимой	библиотекой.	Это	также	верно,	если	вы	планируете	
использовать	настраиваемые	компоненты,	подобные	тем,	которые	мы	обсуж-
дали	в главе	10.

К	счастью,	как	мы	обсуждали	в приложении	A,	образы	Docker	можно	созда-
вать	без	особых	проблем.	Следующий	файл	Dockerfile	демонстрирует	пример	
настройки	пользовательского	образа:



FROM tensorflow/tfx:0.22.0

RUN python3.6 -m pip install "tensorflow-hub"  ❶
RUN ...  ❷

ENTRYPOINT ["python3.6", "/tfx-src/tfx/scripts/run_executor.py"]   ❸

 ❶ Установите	необходимые	пакеты
 ❷ При	необходимости	установите	дополнительные	пакеты	
 ❸ Не изменяйте	точку	входа	в контейнер

Мы	можем	легко	 унаследовать	 стандартный	образ	TFX	в  качестве	основы	
для	нашего	пользовательского	образа.	Чтобы	избежать	внезапных	изменений	
в TFX	API,	мы	настоятельно	рекомендуем	закрепить	версию	базового	образа	
за	конкретной	сборкой	(например,	tensorflow/tfx:0.22.0),	а не	использовать	об-
щий	последний	тег.	Образы	TFX	созданы	на	основе	дистрибутива	Ubuntu	Linux	
и поставляются	с предустановленным	Python.	В нашем	случае	мы	можем	прос-
то	установить	дополнительный	пакет	Python	для	моделей	Tensorflow	Hub.

Очень	 важно	 использовать	 ту	 же	 точку	 входа,	 что	 и  в	 базовом	 образе.	
Kubeflow	Pipelines	ожидает,	что	точка	входа	запустит	исполнитель	 (executor)	
компонента.

После	того	как	мы	определили	наш	образ	Docker,	мы	можем	создать	и от-
править	образ	в реестр	контейнера.	Это	может	быть	AWS	Elastic,	GCP	или	ре-
естр	контейнеров	Azure.	Важно	убедиться,	что	работающий	кластер	Kubernetes	
может	извлекать	образы	из	реестра	контейнеров	и имеет	необходимые	права	
доступа	для	этого	для	частных	контейнеров.	В следующем	примере	кода	мы	
демонстрируем	эти	шаги	для	реестра	контейнеров	GCP:

$ export TFX_VERSION=0.22.0
$ export PROJECT_ID=<your_gcp_project_id>
$ export IMAGE_NAME=ml-pipelines-tfx-custom

$ gcloud auth configure-docker
$ docker build pipelines/kubeflow_pipelines/tfx-docker-image/. \
    -t gcr.io/$PROJECT_ID/$IMAGE_NAME:$TFX_VERSION
$ docker push gcr.io/$PROJECT_ID/$IMAGE_NAME:$TFX_VERSION

После	загрузки	созданного	образа	вы	можете	увидеть	образ,	доступный	в ре-
естре	контейнеров	облачного	провайдера,	как	показано	на	рис. C.1.

Образы для конкретных компонентов
На	момент	написания	этой	книги	невозможно	определить	пользова-
тельские	образы	для	конкретных	контейнеров	компонентов.	На дан-
ный	момент	требования	ко	всем	компонентам	должны	быть	вклю-
чены	в образ.	Однако	в настоящее	время	обсуждаются	предложения,	
которые	 позволят	 в  будущем	 использовать	 отдельные	 образы	 для	
конкретных	компонентов.
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Рис. C.1.	Реестр контейнеров Google Cloud

Теперь	мы	можем	использовать	этот	образ	контейнера	для	всех	наших	ком-
понентов	TFX	в нашей	настройке	Kubeflow	Pipelines.

Обмен Данными через пОСтОянные тОма
Как	обсуждалось	ранее,	нам	необходимо	предоставить	контейнеры	для	мон-
тирования	файловой	системы	для	чтения	и записи	данных	в места	за	преде-
лами	файловой	системы	контейнера.	В мире	Kubernetes	мы	можем	монти-
ровать	 файловые	 системы	 через	 постоянные	 тома	 (persistent	 volumes,	 PV)	
и запросы	на	постоянные	тома	(persistent	volume	claims,	PVC).	Проще	гово-
ря,	мы	можем	предоставить	диск,	который	будет	доступен	внутри	кластера	
Kubernetes,	а затем	заявить	права	на	эту	файловую	систему	целиком	или	на	
часть	ее	пространства.	

Вы	можете	настроить	такие	PV	с помощью	конфигураций	Kubernetes,	кото-
рые	мы	предоставляем	в разделе	«Настройки	постоянного	тома	для	конвейе-
ров	Kubeflow»	приложения	B.	Если	вы	хотите	использовать	эту	настройку,	вам	
нужно	 будет	 создать	 диск	 у  вашего	 облачного	 провайдера	 (например,	 AWS	
Elastic	Block	Storage	или	GCP	Block	Storage).	В следующем	примере	мы	создаем	
диск	размером	20	ГБ	с именем	tfx-pv-disk:

$ export GCP_REGION=us-central1-c
$ gcloud compute disks create tfx-pv-disk --size=20Gi --zone=$GCP_REGION

Теперь	мы	можем	подготовить	диск	для	использования	в качестве	PV	в на-
шем	кластере	Kubernetes.	Следующая	команда	kubectl	облегчит	эту	процедуру:

$ kubectl apply -f "https://github.com/Building-ML-Pipelines/"\ 
    "building-machine-learning-pipelines/blob/master/pipelines/"\ 
    "kubeflow_pipelines/kubeflow-config/storage.yaml"
$ kubectl apply -f "https://github.com/Building-ML-Pipelines/"\ 
    "building-machine-learning-pipelines/blob/master/pipelines/"\ 
    "kubeflow_pipelines/kubeflow-config/storage-claim.yaml"
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После	завершения	подготовки	мы	можем	проверить,	сработало	ли	выпол-
нение,	выполнив	команду	kubectl get pvc,	как	показано	в следующем	примере:

$ kubectl -n kubeflow get pvc
NAME            STATUS        VOLUME    CAPACITY    ACCESS MODES    STORAGECLASS    AGE
tfx-pvc         Bound         tfx-pvc   20Gi        RWO             manual          2m

В	Kubernetes	kubectl	имеется	удобная	команда	cp	для	копирования	данных	
с наших	локальных	машин	на	удаленный	PV.	Чтобы	скопировать	данные	кон-
вейера	(например,	модуль	Python	для	шагов	преобразования	и обучения,	а так-
же	обучающие	данные),	нам	необходимо	подключить	том	к модулю	Kubernetes	
(pod).	Для	операций	копирования	мы	создали	простое	приложение,	 которое	
в основном	просто	бездействует	и позволяет	нам	получить	доступ	к PV.	Вы мо-
жете	создать	модуль	с помощью	следующей	команды	kubectl:

$ kubectl apply -f "https://github.com/Building-ML-Pipelines/"\ 
    "building-machine-learning-pipelines/blob/master/pipelines/"\ 
    "kubeflow_pipelines/kubeflow-config/storage-access-pod.yaml"

Модуль	data-access	подключит	PV,	а затем	мы	сможем	создать	необходимые	
каталоги	и скопировать	нужные	данные	в том:

$ export DATA_POD=`kubectl -n kubeflow get pods -o name | grep data-access`
$ kubectl -n kubeflow exec $DATA_POD -- mkdir /tfx-data/data
$ kubectl -n kubeflow exec $DATA_POD -- mkdir /tfx-data/components
$ kubectl -n kubeflow exec $DATA_POD -- mkdir /tfx-data/output
$ kubectl -n kubeflow cp \
    ../building-machine-learning-pipelines/components/module.py \
    ${DATA_POD#*/}:/tfx-data/components/module.py
$ kubectl -n kubeflow cp \
    ../building-machine-learning-pipelines/data/consumer_complaints.csv
    ${DATA_POD#*/}:/tfx-data/data/consumer_complaints.csv

После	того	как	все	данные	будут	перенесены	в PV,	вы	можете	удалить	модуль	
доступа	к данным,	выполнив	следующую	команду:

$ kubectl delete -f \
    pipelines/kubeflow_pipelines/kubeflow-config/storage-access-pod.yaml

Команда	cp	также	работает	для	перемещения	данных	в другом	направле-
нии,	и вы	можете	использовать	ее,	если	хотите	скопировать	экспортирован-
ную	модель	из	вашего	кластера	Kubernetes	в другое	место	за	пределами	ва-
шего	кластера.

интерфейС кОманДнОй СтрОки TFx
TFX	предоставляет	интерфейс	командной	строки	для	управления	вашими	про-
ектами	TFX	и их	оркестрацией.	Инструмент	CLI	предоставляет	вам	шаблоны	
TFX,	предопределенную	структуру	каталогов	и файлов.	Проектами,	использу-
ющими	предоставленную	структуру	папок,	можно	будет	управлять	с по	мощью	
инструмента	 CLI,	 замещающего	 веб-интерфейс	 (для	 Kubeflow	 и  Airflow).	
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Он также	включает	библиотеку	Skaffold	для	автоматизации	создания	и публи-
кации	пользовательских	образов	TFX.

Интерфейс командной строки TFX находится в стадии в активной 
разработки
На	момент	написания	 этого	раздела	интерфейс	командной	 строки	
TFX	 находится	 в  активной	 разработке.	 Команды	 могут	 изменить-
ся,	а также	могут	быть	добавлены	дополнительные	функции.	Кроме	
того,	в будущем	могут	появиться	дополнительные	шаблоны	TFX.

TFX и его зависимости
Для	работы	TFX	CLI	требуется	SDK	Kubeflow	Pipelines	и Skaffold,	инструмент	
Python	для	непрерывного	создания	и развертывания	приложений	Kubernetes.

Если	 вы	 не  установили	 или	 не  обновили	 TFX	 и  Python	 SDK	 из	 Kubeflow	
Pipelines,	выполните	две	команды	установки	pip:

$ pip install -U tfx
$ pip install -U kfp

Установка	Skaffold	зависит	от	вашей	операционной	системы:

Linux:
$ curl -Lo skaffold \ 
https://storage.googleapis.com/\ 
skaffold/releases/latest/skaffold-linux-amd64
$ sudo install skaffold /usr/local/bin/

MacOS:
$ brew install skaffold

Windows:
$ choco install -y skaffold

После	установки	Skaffold	убедитесь,	что	путь	к исполняемому	файлу	инстру-
мента	добавлен	в PATH	среды	терминала,	в которой	вы	запускаете	инструмент	
TFX	CLI.	В следующем	примере	bash	показано,	как	пользователи	Linux	могут	
добавить	путь	Skaffold	к своей	переменной	bash	PATH:

$ export PATH=$PATH:/usr/local/bin/

Прежде	 чем	 мы	 обсудим,	 как	 использовать	 инструмент	 TFX	 CLI,	 давайте	
крат	ко	обсудим	шаблоны	TFX.

Шаблоны TFX
TFX	 предоставляет	 шаблоны	 проектов	 для	 организации	 проектов	 создания	
конвейеров	 машинного	 обучения.	 Шаблоны	 предоставляют	 предопределен-
ную	структуру	папок	и план	для	вашей	функции,	модель	и определения	пред-
варительной	обработки.	Следующая	команда	копирования	шаблона	tfx tem-
plate copy	загрузит	демонстрационный	пример	taxi cab	проекта	TFX:	

336	  Советы по работе с Kubeflow Pipelines 



$ export PIPELINE_NAME=”customer_complaint”
$ export PROJECT_DIR=$PWD/$PIPELINE_NAME
$ tfx template copy --pipeline-name=$PIPELINE_NAME \
                    --destination-path=$PROJECT_DIR \
                    --model=taxi

Когда	команда	копирования	завершит	свое	выполнение,	вы	сможете	найти	
структуру	папок,	как	показано	в следующих	выходных	данных	bash:

$ tree .
.
├── init .py
├── beam_dag_runner.py
├── data
│      └── data.csv
├── data_validation.ipynb
├── kubeflow_dag_runner.py
├── model_analysis.ipynb
├── models
│       ├──   init .py
│       ├── features.py
│       ├── features_test.py
│       ├── keras
│       │      ├── init .py
│       │      ├── constants.py
│       │      ├── model.py
│       │      └── model_test.py
│       ├── preprocessing.py
│       └── preprocessing_test.py
├── pipeline
│       ├── init .py
│       ├── configs.py
│       └── pipeline.py
└── template_pipeline_test.tar.gz

Мы	использовали	шаблон	taxi	cab1и настроили	наш	демонстрационный	про-
ект	в соответствии	с этим	шаблоном.	Результаты	можно	найти	в репозитории	
на	GitHub,	созданном	для	демонстрационных	примеров	этой	книги	(см.	https://
oreil.ly/bmlp-git).	Если	вы	хотите	использовать	этот	пример,	скопируйте	файл	
CSV	consumer_complaints.csv	в указанный	каталог:

$pwd/$PIPELINE_NAME/data

Кроме	того,	дважды	проверьте	файл	pipelines/config.py,	 который	определя-
ет	сегмент	GCS	и другие	параметры	конфигурации	конвейера.	Обновите	путь	
к сегменту	GCS,	указав	сегмент,	который	вы	создали,	или	используйте	сегмен-
ты	GCS,	которые	были	созданы	при	создании	установки	Kubeflow	Pipelines	на	
платформе	AI	GCP.	Вы можете	узнать	путь	с помощью	следующей	команды:

$ gsutil -l

1	 На момент	написания	книги	это	был	единственный	доступный	шаблон.
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Публикация конвейера с помощью TFX CLI
Мы	можем	опубликовать	конвейер	TFX,	который	создали	на	основе	шаблона	
TFX,	 в  нашем	 приложении	 Kubeflow	 Pipelines.	 Чтобы	 получить	 доступ	 к  на-
стройке	Kubeflow	Pipelines,	нам	нужно	указать	наш	проект	GCP,	путь	к нашему	
образу	контейнера	TFX	и URL-адрес	конечной	точки	Kubeflow	Pipelines.	В раз-
деле	«Доступ	к установленному	экземпляру	Kubeflow	Pipelines»	 главы	12	мы	
обсудили,	как	получить	URL-адрес	конечной	точки.	Перед	тем	как	опублико-
вать	наш	конвейер	с помощью	TFX	CLI,	давайте	настроим	необходимые	пере-
менные	среды	для	нашего	примера:	

$ export PIPELINE_NAME=”<pipeline name>”
$ export PROJECT_ID=”<your gcp project id>”
$ export CUSTOM_TFX_IMAGE=gcr.io/$PROJECT_ID/tfx-pipeline
$ export ENDPOINT=”<id>-dot-<region>.pipelines.googleusercontent.com”

Теперь,	определив	эти	параметры,	мы	можем	создать	конвейер	через	TFX	
CLI	с помощью	следующей	команды:

$ tfx pipeline create --pipeline-path=kubeflow_dag_runner.py \
                      --endpoint=$ENDPOINT \
                      --build-target-image=$CUSTOM_TFX_IMAGE

Команда	tfx pipeline create	выполняет	множество	задач.	С помощью	Skaffold	
она	создает	образ	Docker,	используемый	по	умолчанию,	и публикует	образ	кон-
тейнера	в Google	Cloud	Registry.	Он также	запускает	Kubeflow	Runner,	как	мы	
обсуждали	в главе	12,	и загружает	конфигурацию	Argo	в конечную	точку	кон-
вейера.	После	того	как	команда	завершит	выполнение,	вы	найдете	два	новых	
файла	в структуре	каталогов	шаблона:	Dockerfile	и build.yaml.

Dockerfile	содержит	определение	образа,	аналогичное	Dockerfile,	которое	мы	
обсуждали	 в  разделе	 «Пользовательские	 образы	 TFX»	 приложения	 C.	 Файл	
build.yaml	настраивает	Skaffold	и задает	необходимые	параметры	для	реестра	
образов	Docker	и политику	тегов.

Теперь	вы	сможете	увидеть	зарегистрированный	конвейер	в пользователь-
ском	интерфейсе	Kubeflow	Pipelines.	Вы можете	запустить	конвейер	с по	мощью	
следующей	команды:

$ tfx run create --pipeline-name=$PIPELINE_NAME \
--endpoint=$ENDPOINT

Creating a run for pipeline: customer_complaint_tfx Detected Kubeflow.
Use --engine flag if you intend to use a different orchestrator. Run created for pipeline: 
customer_complaint_tfx
+------------------------+----------+----------+---------------------------+
| pipeline_name | run_id | status | created_at |
+========================+==========+==========+===========================+
| customer_complaint_tfx | <run-id> | | 2020-05-31T21:30:03+00:00 |
+------------------------+----------+----------+---------------------------+

Вы	можете	проверить	 состояние	 запуска	 конвейера	 с помощью	такой	ко-
манды:
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$ tfx run status --pipeline-name=$PIPELINE_NAME \
--endpoint=$ENDPOINT \
--run_id <run_id>

Listing all runs of pipeline: customer_complaint_tfx
+------------------------+----------+------------+---------------------------+
| pipeline_name | run_id | status | created_at |
+========================+==========+============+===========================+
| customer_complaint_tfx | <run-id> | Running | 2020-05-31T21:30:03+00:00 |
+------------------------+----------+------------+---------------------------+

Останов и удаление запусков конвейера
Вы	можете	остановить	запуск	конвейера	с помощью	команды	tfx run 
terminate.	Запуск	конвейера	можно	удалить	с помощью	команды	tfx 
run delete.

TFX	CLI –	очень	полезный	инструмент	в наборе	инструментов	TFX.	Он под-
держивает	не только	конвейеры	Kubeflow,	но	и оркестраторы	Apache	Airflow	
и Apache	Beam.
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